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RESUMO

A deteccao de ilhamento n&o intencional em redes de distribuicdo com geracgao distri-
buida permanece desafiadora, sobretudo em condig¢des criticas associadas a Zona de
Nao-Deteccao (ZND), nas quais o desbalango entre geragao e carga pode ser minimo.
Esta tese propde e valida um método passivo de detecgao de ilhamento baseado em
processamento estatistico de sinais e reconhecimento de padrées. O fluxo é estru-
turado em duas etapas: (i) calibragao offline, na qual se estima uma projecao linear
fixa por Analise de Componentes Principais (PCA) orientada ao evento, comprimindo
as tensoes trifasicas do ponto de acoplamento comum em baixa dimensao; em se-
guida, extraem-se cumulantes (estatisticas de ordem superior) em atrasos nao nulos,
selecionando-se de forma parcimoniosa os atributos via Raz&o Discriminante de Fisher
e treinando-se os decisores; e (ii) execugao online em janelas deslizantes, na qual ape-
nas os atrasos previamente selecionados sdo computados e aplicados aos decisores
treinados. O método foi avaliado em uma microrrede fotovoltaica simulada, contem-
plando trés classes de eventos (operacdo nominal, ilhamento e faltas) e cenarios na
ZND, incluindo validagao independente com perfis ndo vistos. No regime de janela-
mento deslizante, o classificador MLP selecionado atingiu acuracia global de 98,52%
em teste, com alta seletividade para ilhamento (precisédo de 98,49% e sensibilidade de
97,15%) e auséncia de falsos alarmes relevantes na classe nominal. Como alternativa
linear de menor complexidade, ajustou-se também um decisor por minimos quadrados
(Least Squares — LS) no mesmo espaco de atributos; embora apresente elevada pre-
cisdo, seu desempenho global e, principalmente, a sensibilidade ao ilhamento foram
inferiores (acuracia de 79,59% e sensibilidade de 66,38% em teste). Na validagdo na
ZND, a decisdo na subjanela mais tardia (pior caso, aproximadamente quatro ciclos)
manteve desempenho praticamente ideal para ilhamento (precisdo e sensibilidade de
100%) e permaneceu compativel com limites normativos tipicos para ambos os deci-
sores adotados. Adicionalmente, a varredura de ruido gaussiano branco aditivo entre
70 e 30 dB evidenciou baixa sensibilidade do vetor de caracteristicas, preservando
altas taxas de detecgao, especialmente nas subjanelas mais informativas. Conclui-se
que a combinagao de projecao fixa orientada ao ilhamento e cumulantes em atrasos
selecionados resulta em um detector robusto, de baixa dimensionalidade e com tempo
de decisdo compativel com requisitos de interconexado, com potencial para implemen-
tacao pratica em fungdes de protecao de redes de distribuigcao.

Palavras-chave: detecg¢ao de ilhamento; geracao distribuida; estatisticas de ordem
superior; cumulantes; pca; protegao de sistemas de distribuicéo.



ABSTRACT

Unintentional islanding detection in distribution networks with distributed generation re-
mains challenging, particularly under critical operating conditions associated with the
Non-Detection Zone (NDZ), in which the generation—load mismatch may be minimal.
This thesis proposes and validates a passive islanding detection method grounded
on statistical signal processing and pattern recognition. The workflow is structured in
two stages: (i) an offline calibration stage, in which a fixed linear projection based on
event-oriented Principal Component Analysis (PCA) is estimated to compress three-
phase point-of-common-coupling voltages into a low-dimensional representation; next,
cumulants (higher-order statistics) are extracted at nonzero lags, and features are par-
simoniously selected using the Fisher Discriminant Ratio, followed by the training of
decision-makers; and (ii) an online execution stage using sliding windows, in which only
the previously selected lags are computed and fed into the trained decision-makers.
The method was assessed on a simulated photovoltaic microgrid, considering three
event classes (normal operation, islanding, and faults) and NDZ scenarios, including
independent validation with unseen profiles. Under the sliding-window regime, the se-
lected MLP classifier achieved an overall test accuracy of 98,52%, with high islanding
selectivity (precision of 98,49% and sensitivity of 97,15%) and no relevant false alarms
in the normal class. As a lower-complexity linear reference, a Least Squares (LS)
decision-maker was also fitted in the same feature space; although it presented high
precision, its overall performance and, most notably, islanding sensitivity were lower un-
der the sliding-window regime (accuracy of 79,59% and islanding sensitivity of 66,38%
in test). In the NDZ validation, the decision at the latest subwindow (worst-case delay,
approximately four cycles) maintained a near-ideal performance for islanding (precision
and sensitivity of 100%) and remained consistent with typical interconnection norma-
tive limits for both adopted decision-makers. Additionally, the sweep of additive white
Gaussian noise from 70 to 30 dB indicated low sensitivity of the feature vector, preserv-
ing high detection rates, especially in the most informative subwindows. It is concluded
that combining a fixed, islanding-oriented projection with cumulants at selected lags
yields a robust, low-dimensional detector with a decision time compatible with intercon-
nection requirements, with strong potential for practical implementation in protection
functions for distribution networks.

Keywords: islanding detection; distributed generation; high-order statistics; cumu-
lants; pca; pattern recognition; distribution protection.
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1 INTRODUGAO

1.1 CONTEXTUALIZACAO ENERGETICA E CLIMATICA

A mitigagcdo das mudancgas climaticas e a necessidade de reduzir emissdes de gases
de efeito estufa tém acelerado uma transigdo energética global baseada na descar-
bonizacdo e na eletrificagdo de usos finais [1]. No setor elétrico, esse movimento se
materializa na crescente participagao de fontes renovaveis e na modernizagao da in-
fraestrutura por meio de dois vetores complementares: a descentralizagao da geragao
(com a insergao de recursos energéticos distribuidos) e a digitalizagdo das redes, com
maior instrumentacao, automacao e inteligéncia embarcada.

Entre as tecnologias que mais catalisaram essa transformagao, a geragao so-
lar fotovoltaica destaca-se por sua queda de custos, modularidade e facilidade de im-
plantacao, impulsionando a disseminagao da Geracéo Distribuida (GD) em diferentes
escalas. No Brasil, o crescimento do segmento € evidenciado por sua dimensao atual:
dados setoriais recentes indicam dezenas de gigawatts de poténcia instalada e mi-
Ihdes de unidades consumidoras com sistemas de GD em operagao, consolidando a
fotovoltaica como um dos pilares da expansao renovavel na ultima década [2].

1.2 BENEFICIOS E DESAFIOS DA GERACAO DISTRIBUIDA

No contexto brasileiro, a GD ganhou tragdo a partir de marcos regulatérios que via-
bilizaram o acesso de micro e minigeradores aos sistemas de distribuigdo, evoluindo
posteriormente para um arcabouco legal especifico. Em particular, a REN ANEEL n°
482/2012 instituiu as condi¢des para micro e minigeragao distribuida e o Sistema de
Compensacao de Energia Elétrica (SCEE), com aprimoramentos relevantes introdu-
zidos pela REN n° 687/2015; mais recentemente, a Lei n° 14.300/2022 consolidou o
marco legal da micro e minigeragao distribuida e do SCEE, motivando adequacgdes
regulatorias subsequentes [3, 4, 5, 6].

Além de favorecer a diversificagado da matriz e a redugao de perdas associadas
a transmisséo, a GD contribui para a democratizagdo do acesso a tecnologias renova-
veis e para o estimulo a eficiéncia no consumo, com efeitos positivos também sobre
emprego e investimentos na cadeia produtiva. Segundo a ABSOLAR, a fonte solar ja
alcangou 62,3 GW de poténcia instalada no Brasil, e a geragao distribuida contabilizava
3.838.765 sistemas em operagao (dados atualizados em 11 nov. 2025) [2].

Apesar desses beneficios, a inser¢do massiva de geragdo baseada em inver-
sores em redes originalmente projetadas para fluxo unidirecional de poténcia impde
desafios técnicos relevantes. Em particular, a GD pode alterar perfis de tensao, promo-
ver fluxos reversos e impactar a coordenagao de protecées. Em cenarios com elevada



20

penetracdo, surgem ainda novas exigéncias de seletividade e confiabilidade: a prote-
¢ao deve distinguir, de forma rapida e robusta, eventos criticos (como o ilhamento) de
disturbios operacionais comuns (como faltas e variagdes transitérias), evitando tanto
a nao atuagao quanto desligamentos indevidos.

1.3 O PROBLEMA DO ILHAMENTO NAO INTENCIONAL

Denomina-se ilhamento ndo intencional a condicdo em que uma porcao da rede de
distribuicdo se isola do sistema elétrico principal, mas permanece energizada local-
mente por uma ou mais unidades de GD. Esse fenbmeno € indesejavel por razdes de
seguranca e de integridade operacional: pode manter trechos supostamente desener-
gizados sob tensdo, comprometer o religamento automatico e degradar os niveis de
qualidade de energia na ilha.

Em fungao desses riscos, normas e praticas de interconexao exigem que a GD
cesse a energizacao do trecho ilhado em um intervalo curto (tipicamente em até alguns
segundos). No contexto normativo, guias de aplicagao do IEEE Std 1547 registram a
diretriz de que ilhas ndo intencionais sejam detectadas e que o recurso distribuido
cesse a energizacao do trecho em até dois segundos [7].

O desafio se intensifica quando o desequilibrio entre a poténcia gerada e a de-
manda local é pequeno; nessa situacao, grandezas elétricas usuais (tensao e frequén-
cia) podem permanecer proximas as faixas nominais apos a separagéao, caracterizando
a Zona de Nao-Detecgdo (ZND) de um método de detecgdo. Reduzir a ZND e, simulta-
neamente, manter seletividade frente a disturbios nao relacionados ao ilhamento sédo
requisitos centrais para Métodos de Deteccéo de llhamentos (MDIs) aplicaveis em re-
des modernas.

1.4 METODOS DE DETECCAO DE ILHAMENTO E SUAS LIMITACOES

Os métodos de deteccdo de ilhamento s&o tradicionalmente classificados em passi-
vos, ativos, hibridos e remotos. Abordagens passivas monitoram variaveis elétricas
no Ponto de Acoplamento Comum (PAC) (por exemplo, tensao, frequéncia e Taxa de
Variagdo de Frequéncia (do inglés, Rate of Change of Frequency) (ROCOF)) e as
comparam a limiares. Sao atrativas por sua simplicidade e baixo custo; porém podem
apresentar ZND relevante e suscetibilidade a falso disparo, sobretudo em regimes de
baixo desequilibrio de poténcia e na presenca de faltas e transitorios.

Métodos ativos, por sua vez, injetam pequenas perturbacdes e exploram a res-
posta do sistema para revelar a desconexao da rede. Embora reduzam a ZND, podem
introduzir disturbios na Qualidade da Energia Elétrica (QEE) e demandar cuidado na
coordenagao com multiplas unidades de GD. Técnicas hibridas buscam combinar as
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vantagens de abordagens passivas e ativas, enquanto métodos remotos (baseados
em comunicacao) podem atingir ZND nula, mas com custo e infraestrutura que fre-
quentemente limitam sua aplicacédo em larga escala.

Nesse cenario, métodos modernos baseados em processamento de sinais e
inteligéncia computacional tém recebido atengao por permitirem extrair assinaturas
mais informativas de formas de onda medidas no PAC, potencialmente reduzindo a
ZND sem perturbar a rede. Contudo, para serem transferiveis e implementaveis, tais
métodos precisam equilibrar desempenho com parciménia: (i) generalizar para perfis
de carga néo vistos no projeto; (ii) manter robustez a ruido e incertezas de medicao;
(iii) distinguir ilhamento de eventos como faltas e (iv) operar com baixa complexidade
computacional em janelas curtas.

1.5 PROPOSTA, OBJETIVOS E CONTRIBUIGOES DO TRABALHO

Diante desse panorama, esta tese propde um MDI estritamente passivo, orientado por
processamento estatistico de sinais e reconhecimento de padrdes, com énfase em
seletividade e implementabilidade. O método parte de medicdes trifasicas no PAC e
organiza o processo em duas fases complementares:

» Calibragao e consolidacao offline: estima-se uma projecéo linear fixa por
Analise de Componentes Principais (do inglés, Principal Component Analy-
sis) (PCA) (orientada a realgar a estrutura do transitorio associada ao ilhamento),
ranqueiam-se e selecionam-se atributos de forma parcimoniosa via Razao Dis-
criminante de Fisher (do inglés, Fisher’s Discriminant Ratio) (FDR) multiclasse,
e treina-se o decisor final (incluindo comparagao entre um decisor linear por
minimos quadrados e um decisor ndo linear do tipo Perceptron Multicamadas
(do inglés, Multilayer Perceptron) (MLP)).

+ Execugao online em janela deslizante: aplica-se a normalizagéo, projeta-se o
sinal na base fixa e computam-se os cumulantes em janelas curtas, permitindo
decisao rapida e compativel com os requisitos normativos.

Como diferencial metodoldgico, a tese combina: (i) projecao linear fixa para
compactar a dindmica trifasica e aumentar separabilidade, (ii) cumulantes como des-
critores do transitério e (iii) selecdo parcimoniosa de atributos para reduzir risco de
sobreajuste e facilitar implementacdo. Do ponto de vista experimental, constroi-se e
organiza-se um banco de dados balanceado em trés classes (nominal, ilhamento e
falta), incluindo: (a) exploragao sistematica de perfis de carga em uma grade regular,
(b) validacao independente em perfis fora da grade, (c) avaliagao explicita sob condi-
¢cbes associadas a ZND (baixo desequilibrio de poténcia) e (d) varredura de Relagao
Sinal-Ruido (do inglés, Signal-to-Noise Ratio) (SNR), analisando robustez a ruido.
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Na configuragéo proposta, a etapa de seleg¢ao visa produzir um vetor compacto
de atributos (cumulantes de 22 e 42 ordens em atrasos nao nulos), e o estudo inclui
uma comparacao sistematica entre decisores lineares e nao lineares para detecgao
binaria e discriminagao multiclasse entre condi¢gdes nominal, ilhamento e falta. Nessa
analise de robustez, o ruido € varrido em uma faixa ampla de SNR (30-70 dB), de
modo a caracterizar a degradagao de desempenho em cenarios realistas de medigao.

Os resultados apresentados ao longo da tese corroboram a viabilidade da abor-
dagem, bem como sua adequagao aos requisitos de seletividade e de implementabi-
lidade, com atuacédo rapida em janelamento curto e comportamento consistente em
cenarios criticos de ZND.

Além disso, a solugéo final preserva caracteristicas desejaveis para a aplicagao
pratica: numero reduzido de atributos, projecéo fixa e processamento estatistico sim-
ples, os quais sdo compativeis com execugdo em tempo real e com a baixa demanda
computacional.

1.6 ORGANIZACAO DA TESE

O restante do texto esta organizado da seguinte forma: o Capitulo 2 apresenta a fun-
damentacgao tedrica e a revisdo dos métodos de detecgao de ilhamento; o Capitulo 3
descreve o sistema elétrico modelado, os cenarios de simulagdo e a construgao dos
conjuntos de dados; o Capitulo 4 detalha a metodologia proposta (pré-processamento,
projecdo PCA, cumulantes, ranqueamento/selecéo e classificadores); o Capitulo 5 dis-
cute os resultados experimentais, incluindo validagédo independente, robustez a ruido e
analise de tempo de deteccao; por fim, a Conclusao sintetiza as contribui¢cdes e aponta
trabalhos futuros.
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2 REVISAO BIBLIOGRAFICA

Este capitulo apresenta uma revisao bibliografica sobre Detecg¢ao de llhamento (DlI),
com énfase em métodos passivos modernos apoiados por Processamento Digital de
Sinais (do inglés, Digital Signal Processing) (DSP) e Inteligéncia Computacional (IC).
O objetivo € sintetizar o estado da arte, destacando os critérios de avaliagdo que mais
condicionam o desempenho reportado e as lacunas que motivam o método desenvol-
vido nos Capitulos 3, 4 e 5.

O ilhamento ocorre quando uma porgao do sistema permanece energizada pela
GD apés a desconexao do Sistema Elétrico de Poténcia (SEP), com impactos sobre
segurancga, coordenagao de protegcao e qualidade de energia no PAC. Por isso, nor-
mas de interconexao estabelecem limites de atuacéo e condicbes minimas de ensaio
para fung¢des anti-ilhamento [7]. No recorte metodoldgico, a literatura distingue mé-
todos passivos, ativos, hibridos e remotos; nesta tese, o foco recai sobre métodos
passivos recentes (2018-2025), sobretudo quando buscam reduzir a sensibilidade a
ruido, melhorar a seletividade frente a confundidores e ampliar a robustez perto da
ZND sem introduzir perturbacdes deliberadas no sistema [8].

2.1 PANORAMA BIBLIOMETRICO E EVIDENCIA DE INTERESSE RECENTE

Uma sondagem bibliométrica ndo sistematica no Portal de Periddicos CAPES, com a
consulta reprodutivel islanding AND detection, reforgca que a pesquisa em de-
teccao de ilhamento permaneceu ativa ao longo da ultima década. As contagens anu-
ais mostram crescimento acentuado até 2020 e posterior estabilizacdo em patamar
elevado até 2024; o valor de 2025 deve ser interpretado com cautela por provavel par-
cialidade de indexagao. A Figura 1 a seguir serve como evidéncia complementar de
atualidade e é coerente com revisdes recentes que apontam a persisténcia de desafios
em seletividade, ruido e validagado de MDIs passivos [9, 10].

2.2 PADROES, SISTEMAS E CONDICOES DE TESTE PARA ILHAMENTO

A comparagao entre MDIs depende fortemente do protocolo de ensaio. Topologia,
interface da GD, desbalango entre geragao e carga e qualidade da medi¢ao alteram
diretamente a assinatura elétrica observavel; por isso, esta se¢ao resume o arcabouco
normativo, explicita um sistema genérico de testes e destaca os casos criticos que mais
influenciam a interpretacao dos resultados.

No contexto desta tese, o interesse recai sobre o ilhamento ndao intencional
em microrredes, isto é, a permanéncia de uma porg¢ao do sistema energizada apos
a desconexdo do SEP. Normas como |IEEE 1547 e ABNT NBR IEC 62116 orientam
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Figura 1 — Numero anual de resultados recuperados no Portal CAPES para
islanding AND detection (2010-2025).
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Fonte: Elaborado pelo autor a partir de consulta no
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limites de tensao e frequéncia, tempos maximos de desconexao e condi¢gdes minimas
de ensaio, ao passo que cenarios com multiplas GDs exigem cautela adicional na
extrapolagado de resultados obtidos em configuragdes unitarias [7, 11, 12, 13]. Em
termos conceituais, a microrrede pode operar conectada ou ilhada, mas o interesse
aqui esta na formagao nao planejada da ilha, conforme a representacao simplificada
da Figura 2 [14].

Ilhamentos nao intencionais costumam decorrer de aberturas de dispositivos de
protecao, contingéncias ou manobras, e por isso demandam atuagao anti-ilhamento.

A Tabela 1 resume os limites de operagao e o tempo maximo de deteccdo adotados
como referéncia pelas normas IEEE 1547 e ABNT NBR IEC 62116.

Tabela 1 — Padrbes para DI

Parametro IEEE 1547[12] NBR-IEC 62116[11]
Tempo para Detecgao t < 2s t < 2s
Variagdo de 59,3 < f <605 (fo—1,0Hz) < f<(fo+1,5Hz)
Frequéncia Permitida

Variagdo de Tensdo 88% <V < 110% 85% <V < 110%
Permitida

Fator de Qualidade Q=1 Qr=1

Embora esses documentos estabelegam requisitos de desempenho, eles nao
impdem uma unica topologia candnica para estudos comparativos. Por isso, a litera-
tura frequentemente adota sistemas genéricos com equivalente simplificado da rede



Figura 2 — Conceito Simples de llhamento.
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e carga RLC em paralelo ajustada préxima a ressonéancia, pois esse arranjo repro-
duz condigdes criticas associadas a ZND e permanece alinhado aos procedimentos
de ensaio usuais [11, 15]. A Figura 3 resume esse arranjo de referéncia.

Figura 3 — Arranjo de teste no PAC com carga RLC e disjuntores D1/D2.

Pop,Qcp
Zrede D PAC 5 Ds
B R > |
AP)AQ Pcarga = Pop + AP
Qcarga - QGD + AQ

R —C

gL —
(n)Rede l GD (~)

Legenda: Neste sistema a rede e a GD sdo modeladas como fon-
tes senoidais e a carga ilhada como uma carga RLC em paralelo.

Como caso critico, a carga local é usualmente representada por uma RLC pa-
ralela sintonizada a frequéncia da rede. Nessas condi¢des, os parametros R, L e C
podem ser escritos pelas Equagdes (2.1)—(2.5) [8, 16].
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2.2.1 Padroes e requisitos normativos (anti-ilhamento)

Normas de interconexao e procedimentos de ensaio convertem o problema de DI em
requisitos verificaveis de seguranga e desempenho. Em termos praticos, isso significa
avaliar o atendimento a limites admissiveis de tensao e frequéncia, ao tempo maximo
de desconexéo e a condigdes criticas de balango entre geragéo e carga local, normal-
mente com cargas ressonantes representativas [12, 7, 11, 8]. Para métodos passivos,
esse enquadramento é particularmente relevante porque a busca por maior sensibi-
lidade nao pode ser dissociada de seletividade frente a disturbios e de robustez sob
incertezas de medicao [17].

2.2.2 Critérios de avaliagao e casos criticos

Além da conformidade normativa, a avaliacdo de um MDI deve refletir pior caso e
operacéo realista. Neste capitulo, trés eixos organizam a leitura comparativa: ZND,
robustez a ruido/condi¢cdes de medi¢cao e comportamento em sistemas com multiplas
GDs. Esses critérios condicionam a observabilidade do ilhamento, a seletividade frente
a confundidores e a forga de evidéncia dos resultados reportados [12, 7, 11].

2.2.2.1 Zona de nao detecgéo (ZND)

A ZND permanece como a referéncia central de pior caso para MDIs passivos. Ela
corresponde ao conjunto de condigbes em que, apos a desconexado do SEP, tensdo
e frequéncia no PAC permanecem por tempo suficiente dentro de limites aceitaveis,
tipicamente quando o desbalanco entre geragdo e carga é pequeno e a carga local
esta proxima da ressonancia [12, 7, 11, 15, 18]. Em trabalhos recentes, a reducao
aparente da ZND depende fortemente do protocolo de validacéo e do tipo de assina-
tura explorada, o que reforga a necessidade de relatar claramente criticidade, eventos
confundidores e condigdes de ensaio [8, 19, 20].

2.2.2.2 Porcentagem de acionamento por ruido e condigbes de medicéo

Em aplicagdes reais, medi¢coes no PAC sofrem influéncia de ruido, quantizacao, distor-
cdes harmodnicas e limitagdes da cadeia de instrumentacio. Por isso, além de tempo
de deteccdo e ZND, torna-se relevante quantificar a propensao do método a disparar
sob condi¢cdes de nao-ilhamento apenas por degradagcéo da medicdo. Estudos re-
centes tratam explicitamente esse problema e mostram que a robustez a ruido deve
ser avaliada de modo controlado, idealmente com varreduras de SNR e cenarios que
representem a variabilidade do sistema [21, 22].
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2.2.2.3 Aplicabilidade em sistemas com multiplas GD e efeitos na microrrede

Sistemas com multiplas GDs conectadas ao mesmo PAC ou distribuidas ao longo da
microrrede constituem outro caso critico recorrente. Nesses cenarios, a divisao de
poténcia entre fontes e a acdo combinada de controladores podem amortecer as as-
sinaturas elétricas observaveis e alterar substancialmente o desempenho de detecto-
res ajustados em configurag&o unitaria [17, 13]. A literatura recente ja traz propostas
voltadas a esse contexto, tanto em recortes mais gerais quanto em aplicagées a GD
fotovoltaica trifasica e microrredes hibridas, o que reforca a necessidade de validagao
explicita sob condi¢gdes multi-GD [23, 24, 25].

2.3 CLASSIFICAGAO DOS METODOS DE DETECGAO DE ILHAMENTO

A DI em sistemas com GD é usualmente organizada em técnicas locais e remotas.
Nas técnicas locais, a decisao decorre de medicdes no PAC ou na prépria unidade
geradora; nas remotas, depende de supervisdo e comunicagao externas [26, 8, 9].
Dentro do escopo local, a taxonomia classica distingue métodos passivos, ativos e
hibridos.

Nesta tese, a separacgao entre abordagens classicas e modernas é tratada me-
nos como corte temporal e mais como critério de projeto. Métodos classicos operam
predominantemente com limiares diretos de grandezas elétricas; métodos modernos
procuram ampliar a evidéncia disponivel com DSP e, em seguida, aprimorar a decisdo
com IC, sobretudo para lidar com ruido, confundidores e criticidade préxima a ZND
[8, 9, 27]. Métodos ativos e hibridos podem reduzir a ZND, mas a custa de maior in-
trusividade e complexidade; métodos remotos tendem a oferecer alta confiabilidade,
porém exigem infraestrutura dedicada [26, 17]. Por isso, o recorte principal deste capi-
tulo recai sobre métodos passivos modernos. A Figura 4 e a Tabela 2 sintetizam esse
enquadramento.

Tabela 2 — Comparagéao geral (tendéncias) dos MDls.

MDI Principio ZND Efeito na QEE
Remoto Comunicacgao/supervisdo entre SEP e Muito pequena Nenhum
GD

Ativo Injecéo de disturbios controlados Pequena Degradacao
Hibrido Passivo + ativo Muito pequena Degradagéao
Passivo (limiares) Monitoramento por limiares Grande Nenhum
Passivo (DSP) Extracao de caracteristicas Reduzida Nenhum
Passivo (IC) Classificagao baseada em caracteristi- Reduzida Nenhum

cas
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Figura 4 — Classificagdo geral dos MDI.
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Legenda: Classificacdo dos MDIs em abordagens remotas e lo-
cais; e, no escopo local, em métodos passivos, ativos e hibridos.
Também se destaca o recorte moderno de métodos passivos ba-
seados em DSP e IC.

2.4 REVISAO DOS METODOS MODERNOS

A revisdo a seguir concentra-se em meétodos passivos modernos porque o desempe-
nho de detectores convencionais por limiar continua limitado pelo compromisso entre
sensibilidade, seletividade e robustez proximo a ZND. Em resposta a esse problema,
a literatura recente converge para duas frentes complementares: extragdo de repre-
sentagdes mais informativas por DSP e uso de modelos de decisao mais flexiveis por
IC [8, 9, 17]. A exposi¢ao abaixo organiza os trabalhos por familias de técnicas enfa-
tizando principios, contribuigbes recorrentes e limitagdes comuns.

2.4.1 Abordagens baseadas em processamento de sinais

Nas abordagens baseadas em processamento de sinais, o objetivo central &€ tornar
mais separaveis os padrées de ilhamento e ndo-ilhamento por meio de representa-
¢bes no tempo, na frequéncia ou no dominio tempo—frequéncia. Em linhas gerais, a
cadeia empregada na literatura envolve aquisicao no PAC, pré-processamento, trans-
formacao ou decomposicao do sinal e extragao de atributos que alimentam um decisor
por limiar ou por aprendizado [28, 29, 30]. Essa estratégia amplia a informacgao dispo-
nivel em relagdo a métricas classicas de V' e f, mas introduz custos computacionais,
dependéncia de hiperparametros e maior sensibilidade a qualidade da instrumentacao
[31, 22, 32, 33].
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2.4.1.1 Transformadas temporais e espectrais

Transformadas temporais, espectrais e tempo—frequéncia formam uma das familias
mais recorrentes de MDIs modernos. Em comum, essas abordagens buscam evi-
denciar transientes, conteudo harménico, componentes simétricas ou distribui¢cdes de
energia por banda que tendem a ser pouco visiveis em prote¢gdes convencionais base-
adas apenas em V e f. Nessa familia aparecem solugdes apoiadas em Fourier e jane-
las curtas, wavelets e medidas entrépicas, S-transform e variantes rapidas/esparsas,
além de formulacdes paramétricas ou fasoriais subciclo [34, 35, 36, 27, 37, 38, 29, 28,
39, 40, 41, 10].

Em termos comparativos, o ganho dessa familia esta no maior poder descritivo e
na possibilidade de alimentar classificadores com atributos mais informativos. O custo
€ a dependéncia de janelamento, escolhas de transformada e parametros internos,
além de laténcia e esforco computacional nem sempre explicitados com clareza. Por
isso, o ponto decisivo deixa de ser apenas a boa acuracia e passa a ser a relagao entre
separabilidade, robustez e implementabilidade.

2.4.1.2 Técnicas de decomposicdo adaptativa

Técnicas de decomposicao adaptativa procuram isolar modos oscilatorios relevan-
tes sem assumir estacionariedade estrita do sinal. Nesse grupo situam-se aborda-
gens baseadas em Transformada de Hilbert-Huang (do inglés, Hilbert-Huang Trans-
form) (HHT), Decomposi¢do de Modo Empirica (do inglés, Empirical Mode Decom-
position) (EMD), Decomposi¢cédo Variacional de Modos (do inglés, Variational Mode
Decomposition) (VMD), Decomposicao Intrinseca do Tempo (do inglés, Intrinsic Time
Decomposition) (ITD) e combinagdes com indices energéticos, entropias, arvores por
regras, agrupamento ou classificadores supervisionados [30, 31, 42, 43, 44, 45, 46, 8].
Em geral, essas propostas oferecem boa capacidade de adaptagao a sinais ndo esta-
cionarios e costumam relatar ganhos em cenarios criticos.

O principal limite dessa familia esta na parametrizagao e no custo do bloco
de extracdo. Numero de modos, critérios de parada, sensibilidade a ruido e laténcia
computacional passam a influenciar fortemente a viabilidade pratica, o que faz com que
resultados promissores dependam de reporte claro de janelas, parametros e condigdes
de teste.

2.4.1.3 Analise estatistica, filtragem avangada e descritores ndo lineares

Outra linha relevante reune métodos que procuram robustez por meio de estatisticas
compactas, filtragem avancada e descritores néo lineares. Nessa categoria apare-
cem solugdes baseadas em residuos de reconstrugao, analise morfologica, estimagao
fasorial/frequencial, filtros robustos e indicadores derivados de séries temporais, mui-
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tas vezes orientados por simplicidade operacional e menor custo de implementagao
[47, 48, 49, 50, 20, 21, 51]. O mérito dessa familia € oferecer cadeias mais leves e
mais previsiveis computacionalmente; a limitagao recorrente € que a separagao entre
ilhamento e certos confundidores pode depender fortemente do ajuste fino do indice e
do protocolo de validagao.

2.4.1.4 Analise multivariada e medidas espalhadas geograficamente

Quando ha disponibilidade de medigdes mais ricas ou distribuidas espacialmente,
cresce a exploragao de analise multivariada, sincrofasores e medidas espalhadas ge-
ograficamente. Essas abordagens buscam elevar a observabilidade do fenémeno por
correlagdo entre multiplos canais e por descritores espaciais ou morfolégicos, como
ilustram trabalhos com processamento multivariado, PMUs e arranjos distribuidos [32,
52, 53, 54, 55]. O ganho potencial € maior seletividade; o custo € a dependéncia de
instrumentacao, sincronismo e, por vezes, infraestrutura adicional.

2.4.2 Abordagens passivas baseadas em inteligéncia computacional

Em métodos passivos baseados em IC, a fronteira de decisao deixa de depender ex-
clusivamente de limiares fixos e passa a ser aprendida a partir de atributos fisicos ou
de representacdes derivadas do sinal. Na pratica, a literatura combina extracédo por
DSP com classificadores supervisionados, ensembles, aprendizado nao supervisio-
nado e arquiteturas profundas, buscando maior seletividade sob ruido e confundidores
[26, 34, 27, 31]. O beneficio € aumentar a flexibilidade da decisao; o custo € a depen-
déncia de dados, particionamento, balanceamento e documentacao reprodutivel do
treinamento.

2.4.2.1 Aprendizado supervisionado

O aprendizado supervisionado classico domina grande parte da literatura recente.
Nessa familia aparecem solugdes baseadas em Sistemas Adaptativos de Inferén-
cia Neuro-Fuzzy (do inglés, Adaptative Neuro-Fuzzy Inference Systems) (ANFIS),
Maquinas de Vetores de Suporte (do inglés, Support Vector Machines) (SVM),
Maquina de Aprendizado Extremo (do inglés, Extreme Learning Machine) (ELM),
boosting e comités, geralmente operando sobre atributos ja selecionados por alguma
etapa prévia de DSP [29, 56, 57, 58, 59, 19, 60]. O padrao recorrente & claro:
quando a representacao do sinal é informativa e o protocolo experimental é favoravel,
esses modelos podem alcancgar alta acuracia e baixa laténcia; porém a evidéncia de
generalizagdo depende fortemente da cobertura de cenarios, da transparéncia do
particionamento e da presenca de confundidores realmente desafiadores.
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2.4.2.2 Arvores de decisdo, Random Forest e gradiente boosting

Arvores de decisdo, Random Forest e gradiente boosting ocupam um espago inter-
mediario entre interpretabilidade e poder discriminativo. Na tradicdo de classificagao
por arvores, ja consolidada em problemas de aprendizado de maquina [61], trabalhos
recentes aplicam variantes modernas como CatBoost a conjuntos compactos de atri-
butos elétricos, com resultados fortes quando o protocolo € bem controlado [62]. Ainda
assim, o desempenho dessa familia continua sensivel a selecédo de atributos, a com-
posicao dos cenarios e a forma como a validacao é estruturada.

2.4.2.3 Aprendizado ndo-supervisionado

O aprendizado nao supervisionado aparece com menor frequéncia, mas é metodologi-
camente interessante por dispensar rétulos completos. O exemplo mais representativo
desta revisdo usa agrupamento K-means sobre atributos derivados de EMD+HHT para
separar ilhamento, faltas e chaveamentos [46]. A principal limitacdo € que a utilidade
pratica dessa estratégia ainda depende de evidéncia mais ampla sob ruido, mudancgas
de topologia e variagdes de controle.

2.4.2.4 Redes neurais e Deep Learning

As redes neurais e o Aprendizado Profundo, (do inglés, Deep Learning) (DL) ampliam
ainda mais a expressividade da decisdo. Essa familia inclui redes rasas sobre atri-
butos construidos manualmente, Redes Neurais Convolucionais (do inglés, Convo-
lutional Neural Networks)s (CNNs) sobre imagens ou sequéncias, Rede de Memoria
de Curto Longo Prazo (do inglés, Long Short-Term Memory Network)s (LSTMs) para
dependéncias temporais e arquiteturas hibridas que combinam DSP com modelos pro-
fundos [63, 13, 64, 65, 66, 67, 27, 68]. Em geral, essas propostas mostram bom poder
discriminativo e flexibilidade para cenarios complexos, mas cobram um preco em ne-
cessidade de dados, custo de treinamento, risco de sobreajuste e menor transparéncia
quanto ao papel do bloco de representacéo [33]. Assim, o ganho aparente do DL s6 é
tecnicamente convincente quando acompanhado de protocolos robustos de validagao
e de reporte claro de laténcia e custo.

2.4.2.5 Selegao de atributos e parciménia

A selecao de atributos aparece como contrapeso importante a complexidade cres-
cente das cadeias modernas. Em vez de maximizar o numero de descritores, essa
linha busca manter apenas o subconjunto mais informativo para preservar desempe-
nho com menor custo e maior interpretabilidade, como exemplifica a combinacao de
selegdo multiobjetivo com K-ELM em [69]. Em termos de projeto, a mensagem cen-
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tral é simples: parcimbnia bem justificada costuma ser mais valiosa do que riqueza
descritiva pouco transparente.

2.5 VANTAGENS, DESVANTAGENS E LIMITACOES OBSERVADAS

Esta secao consolida a leitura critica da revisdo anterior. O foco passa a ser a compa-
racao entre familias de métodos em torno de trés perguntas: quao custoso € o bloco
de representacao/extracdo, como a decisido é construida e quao forte é a evidéncia
experimental que sustenta o desempenho reportado.

2.5.1 Implementabilidade e custo do bloco de representacao/extragao

O custo do bloco de representacdo/extracao € um dos fatores que mais separa mé-
todos academicamente promissores de métodos efetivamente implementaveis. A dis-
tingdo principal esta entre cadeias compactas e previsiveis, baseadas em atributos
simples, e cadeias mais ricas, porém mais pesadas, baseadas em transformadas, de-
composigdes iterativas ou geragéo de representacdes intermediarias de alta dimensi-
onalidade.

2.5.1.1 Transformadas tempo—frequéncia e wavelets: poder descritivo vs. custo

Transformadas tempo—frequéncia e wavelets oferecem representagdes ricas e, em ge-
ral, elevam a separabilidade entre ilhamento e ndo-ilhamento. Esse ganho aparece em
diferentes variantes de ST, SST, DWT/CWT e combinagdes com atributos derivados
[28, 39, 30, 36, 35, 29, 63]. Em contrapartida, a laténcia minima passa a depender mais
fortemente de janelamento, e o custo do bloco de extragdo nem sempre € reportado
de forma decomposta, o que dificulta avaliar sua viabilidade em IEDs e relés digitais.

2.5.1.2 Decomposi¢cbes adaptativas/variacionais e indices: compactagdo vs. para-
metrizagéo iterativa

Decomposi¢cbes adaptativas e variacionais conseguem capturar componentes rele-
vantes de sinais nao estacionarios e costumam produzir bons indices discriminati-
vos, como ilustram trabalhos com VMD, EMD, ITD, ANN e classificadores multiclasse
[42, 43, 44, 45, 46, 13, 19, 31]. O preco dessa flexibilidade é a dependéncia de pa-
rametrizacio iterativa, critérios de parada e escolhas de modos, o0 que torna o custo
fim-a-fim menos previsivel e mais dificil de reproduzir entre estudos.

2.5.1.3 Operadores no tempo e morfologia: simplicidade operacional vs. tuning

Operadores no tempo e técnicas morfoldgicas ocupam o extremo mais leve do espec-
tro de implementacéo. Eles favorecem cadeias curtas e custo previsivel, mas frequen-
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temente dependem mais do ajuste fino de limiares e podem perder robustez quando
eventos confundidores compartilham assinaturas semelhantes [50].

2.5.1.4 Fechamento

Em sintese, o bloco de representacao/extragao acrescenta poder descritivo, mas tam-
bém pode se tornar o principal custo do método. Essa tensao aparece tanto em cadeias
baseadas em transformadas quanto em decomposi¢cdes adaptativas, e precisa ser tra-
tada explicitamente quando se discute implementabilidade [28, 39, 30, 43, 13, 19].

2.5.2 Estratégia do decisor (limiares, regras e modelos aprendidos)

Além do bloco de extracdo, a forma de decisido altera diretamente o compromisso
entre interpretabilidade, seletividade e generalizagdo. A literatura recente distribui-se
entre critérios deterministicos por indice ou residuo, modelos supervisionados classi-
cos, ensembles e DL, cada qual com vantagens distintas em custo, transparéncia e
dependéncia de dados.

2.5.2.1 Indices deterministicos e critérios por residuo/assinaturas (fasores, frequén-
cia e harmdnicos)

Decisores deterministicos continuam relevantes porque sao interpretaveis, compati-
veis com implementagao enxuta e frequentemente operam com poucos sinais e poucas
etapas. Nessa classe entram critérios baseados em residuos, frequéncia, sequéncia
negativa, conteudo harmonico, filtros e assinaturas especificas [39, 48, 22, 40, 41, 34,
49, 36, 57, 58]. O desafio é que a simplicidade da decisdo costuma deslocar a difi-
culdade para a calibracao do indice e para a seletividade frente a confundidores com
assinaturas proximas.

2.5.2.2 Supervisionados classicos e decisdo modular (SVM/ANFIS/ELM/ANN rasa)

Modelos supervisionados classicos e arquiteturas modulares ocupam um ponto inter-
mediario entre interpretabilidade e flexibilidade. Eles aparecem em formulacées com
SVM, ANFIS, ELM e ANN rasas, normalmente sobre atributos fisicos ou estatisticos
ja condensados [29, 56, 57, 58]. Em geral, sdo atraentes quando se deseja boa capa-
cidade de separacdo com custo moderado, mas a robustez fora do cenario de treino
depende mais da qualidade do conjunto de dados do que da sofisticagdo do classifi-
cador em si.

2.5.2.3 Ensembles/boosting e selegdo explicita de atributos

Ensembles e técnicas de boosting reforcam a ideia de decisao por comité e costumam
aparecer associados a selecao explicita de atributos. Trabalhos com AdaBoost, Cat-
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Boost, RF multiclasse e selegdo multiobjetivo ilustram essa linha, na qual boa parte do
ganho decorre da combinacgéo entre atributos compactos e decisores robustos a vari-
abilidade local [59, 62, 45, 19, 69]. Ainda assim, o desempenho dessa familia também
depende de protocolos transparentes e de cobertura adequada de cenarios criticos.

2.5.2.4 Aprendizado profundo (representacgées intermediarias e sequéncias)

O DL desloca parte do esforgo de projeto da escolha manual de limiares e atributos para
o desenho da arquitetura e para a curadoria dos dados. Isso aparece em combinacdes
de wavelets, imagens, sequéncias temporais e modelos como CNN, LSTM e Redes
Neurais Profundas (do inglés, Deep Neural Networks) (DNN) [27, 64, 65, 67,66, 70, 38].
O ganho pode ser expressivo em cenarios complexos, mas a transparéncia da decisao,
o custo do bloco de entrada e a evidéncia de generalizagdo tornam-se ainda mais
criticos.

2.5.2.5 Naéo supervisionado (agrupamento) como caso especial

Como caso especial, métodos ndo supervisionados por agrupamento mostram que é
possivel detectar ilhamento sem depender integralmente de rétulos, mas a evidéncia
ainda é mais limitada do que nos cenarios supervisionados e profundos [46].

2.5.3 Qualidade de evidéncia e limitagoes recorrentes (ZND, ruido, confundido-
res, generalizagao)

A leitura transversal dos trabalhos mostra um problema metodolégico recorrente: o
ganho reportado depende fortemente do protocolo de avaliagdo. A caracterizagéo de
criticidade e ZND varia de varreduras mais alinhadas a ensaios normativos a grades
discretas muito limitadas; a robustez a ruido, quando presente, costuma ser mostrada
em poucos niveis de SNR; e a seletividade frente a confundidores nem sempre vem
acompanhada de particionamento reprodutivel entre treino, validacao e teste [28, 42,
43, 41, 48, 59, 66, 39, 30, 69, 64, 67, 57, 58, 56, 62, 45, 34]. Somam-se a isso a pouca
transparéncia do custo fim-a-fim quando o bloco de extragao domina o processamento
e a dificuldade de extrapolar resultados para implantacdo em IEDs ou relés [36, 31,
27,64, 70, 46].

Em consequéncia, acuracia isolada raramente basta para comparar métodos.
O que diferencia evidéncia forte de evidéncia fraca é a combinagao entre criticidade
explicitada, robustez a ruido, cobertura de confundidores, documentacao de hiperpa-
rametros e reporte operacional de laténcia e custo.
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2.6 COMPARACAO DE DESEMPENHO ENTRE ABORDAGENS

A Tabela 3 reune as referéncias discutidas no capitulo e serve como régua comparativa
minima. O objetivo n&o é ranquear métodos, mas registrar, de forma compacta, o bloco
principal de representacao/extracao, o tipo de decisor, a quantidade de parametros e
os indicadores de desempenho quando explicitados.

A leitura comparativa confirma um padrao recorrente: representagées mais ri-
cas tendem a oferecer maior poder discriminativo, mas frequentemente a custa de
maior laténcia, maior sensibilidade a hiperparametros e menor transparéncia do custo
de implementagcdo. Em contrapartida, métodos compactos podem ser mais previsiveis
computacionalmente, embora também possam ser mais sensiveis a confundidores e
a ajustes finos de limiar.



Tabela 3 — Resumo comparativo de desempenho.

Citagao Método principal Parametros (lista ou n°) Acuracia ou ZND Tempo de detecgao (janela +
proc.)
[28] SST + limiar Vabe — modal; SST 75-450 Hz; 3 feat ZND: parc. (poucos Jan.: n.r.; Proc.: ~ms (rep.); Tot.:
(Eq,S4,E:); T por simulagéo; SNR:30(1) AP,AQ); acuracia: n.r. dezenas de ms (rep.)
[39] DFST + ELM NSV/NSC (terminal GD); DFST; 4 feat; ELM Acc/F1/MC: rep. (n.r. Jan.: 1 ciclo; Proc.: n.r.; Tot.: =~ 78,5
(R/B); SNR:30/20 aqui); ZND: n.r. ms (rep.)
[30] HHT + indice/limiar HHT em V. I; IMF1; 1 feat (razdo); 7 = 1,1; Acur./ZND: n.r. (evid. Jan.: n.r.; Proc.: n.r.; Tot.: poucos
SNR:40(1) limitada) ms (rep.)
[36] RTCWT + regras (+ inje-  RTCWT (Morlet) p/ gatilho; injeg&o inter-harm.;  Acur./ZND: n.r. Jan.: n.r;; Proc.: n.r,; Tot.: n.r.
céo) 6 feat + regras (normas+duragéo); SNR: n.r.
[35] WT + entropia + SVM/KNN WT 6 niveis; entropia Rényi; SVM/KNN; (QEE)  Acuracia (QEE): rep.;  Tempo: n.r.
DI/ZND: n.a.
[29] ST + ANFIS ST em seq. negativa; 2 feat (Z1,22); ANFIS; Acur./ZND: n.r. (amos- Tempo: n.r.
N =20; SNR/ZND: n.r. tra pequena)
[63] ST + mMRMR + ANN ST em Vyu.; energias harm. 1-32; mMRMR — 7 Acur./ZND: n.r. (ZND Jan.: n.r.; Proc.: n.r.; Tot.: ~ 26 ms
feat; gatilho MA/ROCMA; 64 samp/ciclo; SNR: indireta) (trip) e < 2 ciclos (rep.)
n.r.
[42] VMD + SVD + entropia (1) Vase — Vin; VMD K = 4; SVD; entropia Shan-  ZND/criticidade: UL- Tempo: n.r.
non; 7 = 0,015; UL-1741; AWGN (sem curva 1741 (boa); acuracia:
SNR) n.r.
[43] VMD + Islindx (7) VMD K = 4; Ex+A (jan. 24 amostras); 7 empi- Acuracia: 98,7% Jan.: 24 amostras (ms n.r.); Proc.:
rico; SNR:20 (SNR=20); ZND: varre- n.r.; Tot.: ~ 10 ms (rep.)
dura AP (rep.)
[44] ITD + indice/limiar ITD (base+tresiduo); 1 feat (energia); demais Acur./ZND: n.r. Tempo: n.r.
(jan./T/SNR/métricas): n.r.
[45] EMD + RF (multiclasse) EMD em V,; 4 IMFs (usa IMF2); 4 feat; RF multi Acuracia: 97,59%; Tempo: n.r.
(ilh. vs 2 chaveamentos) sens.: 98,88%; ZND:
n.r.
[46] EMD+HHT + K-means Q (dq); 2 feat (6IMF1,Emax); K-means k = 3; ZND: “quase nula” Jan.: 1-2 ciclos (rep.); Proc.: n.r.;

AP,AQ = £10% (discreto); Qs € [0,5,2,5];
SNR: n.r.

(sim.; grade discreta);
acuracia: n.r.

Tot.: 2040 ms (@50 Hz) / 20 ms
(jan. desliz.)

Notas: n.r.=ndo reportado; parc.=evidéncia parcial (poucos SNR, poucos pontos A P, AQ, ou protocolo incompleto); n.a.=nao aplicavel; feat=n°
de atributos/entradas; r=limiar; SNR em dB; Jan. = atraso minimo por janela (quando existe); Proc. = tempo de processamento quando

explicitado; quando s6 ha tempo agregado, indica-se Tof. e marca-se janela/proc. como n.r. (ou embut.).

L€



Tabela 3 (continuagéo).

Citacao Método principal Parametros Acuracia ou ZND Tempo de detecc¢ao (janela +

proc.)

[13] VMD+HT + ANN (GWO) Modal; VMD+HT; 6 feat; ANN (GWO); Acuracia: n.r.; ZND: Jan.: 5 ciclos; Proc.: n.r.; Tot.: n.r.
SNR:35(1) varredura AP,AQ

(rep.)

[19] VMD+HSA + AMKELM Iobe; VMD; HSA (energia) + 7; AMKELM (DF- Acur./ZND: n.r. (no Jan.: n.r.; Proc.: n.r.; Tot.: 10-20
BIO); multi(17); fs = 100 kHz; SNR:20/30/50 resumo); SNR: sim (3  ciclos (qualit.; rep.)

niveis)

[31] VMD(2x) + arvore por VMD (2 etapas); feat: MCF, RMER, ZC, envol-  Acuracia (QEE): rep.;  Jan.: 200 ms; Proc.: ~ 190 ms

regras tdria 1A; regras normativas; (QEE); SNR:45-30 DI/ZND: n.a. (MATLAB); Tot.: ~ 390 ms (impl.)

[50] Morfologia (DEDF) + ~ RMS(Vape); MM (dil./eros.); T por tentativa-e- Acur./ZND: n.r. Jan.: n.r.; Proc.: n.r.; Tot.: < 10 ms
erro; SNR: n.r. (min. 6,09; max. 17 ms)

[40] PLL + MP+SVD + regra f(t) via PLL; buffer 1000@10 kHz; MP+SVD; Acur./ZND: n.r. Jan.: 0,1 s; Proc.: n.r,; Tot.: ~ 0,2s
7(Th1/Th2) (sim)/ ~ 0,1 s (RT)

[41] Phaselets + | Z_-| (1) Phaselets (jan. 1/20 a 1 ciclo); seq. negativa; ZND: cobre AP = Jan.: 1/20 ciclo (min.)-1 ciclo;
|Z-| = |V-|/|I-]; 7 = 0,7; UL-1741/Instituto AQ = 0 (boa); acura- Proc.: n.r,; Tot.: tip. < 2 ciclos
de Engenheiros Eletricistas e Eletronicos (do cia: n.r. (rep.)
inglés, Institute of Electrical and Electronics
Engineers) (IEEE)-1547

[48] LS+FT + residuo (1) LS (fund.); reconstr. FT; TMF/TMFI; 7 = 0,5; 64 ZND: < +£1% (AP,AQ) Jan.: n.r. (64 samp/ciclo); Proc.:
samp/ciclo (crit.); SNR:20/40 (rep.); acuracia: n.r. n.r.; Tot.: ~ 55 ms (RTDS)

[22] KF(harm.) + SHD (7) Modal V; KF p/ harm.; SHD (3°/5°/7°); T via Acurécia: 91,6%; ZND: Jan.: n.r;; Proc.: n.r,; Tot.: 1-2 ciclos
PCHIP (=3) qualit. (casos criticos) (ex. 50-70 ms)

[49] LS(TIV) + direcional (+ ¢ (LS); angulo (seq. positiva); ¢tcn = 0,09; 2 Acur./ZND: n.r. Jan.: n.r.; Proc.: ~ 2 ms (impl.);

comm) pontos + comunicagao Tot.: 7 ms (incl. 5 ms comm)

[34] DFT(22 harm.) + KNN DFT; 22 harm. (V,I); comp. simétricas + V' x Acur./ZND: n.r. (nota:  Jan.: 10/128 ciclo ~ 1,56 ms (@50
I; 9 feat; KNN (K=2); jan. 10 amostras; 128 2% harm. pode confun- Hz); Proc.: n.r.; Tot.: 4-9 ms (sem
samp/ciclo (50 Hz); SNR:20/40 dir) ruido) / 8—16 ms (SNR=20)

[57] SVM modular + PCA + RMS/THD/ f/P,Q; amostra 5 ms; FIFO 8 (40 Acuracia: até 100% Jan.: 40 ms; Proc.: n.r. (embut.);

l6gica

ms); PCA 95% (por descritor)

(rep.; protocolo parc.);
ZND: n.r.

Tot.: ~ 50-55 ms (UL-1741)

Notas: n.r.=ndo reportado; parc.=evidéncia parcial (poucos SNR, poucos pontos A P,A(, ou protocolo incompleto); n.a.=nao aplicavel; feat=n°
de atributos/entradas; r=limiar; SNR em dB; Jan. = atraso minimo por janela (quando existe); Proc. = tempo de processamento quando
explicitado; quando s6 ha tempo agregado, indica-se Tot. e marca-se janela/proc. como n.r. (ou embut.).

8¢



Tabela 3 (continuagéo).

Citacao Método principal Parametros Acuracia ou ZND Tempo de detecc¢ao (janela +
proc.)
[58] 2 blocos SVM + logica 2x(7 SVM); FIFO 8@5 ms (40 ms) + PCA 95% Acuracia: 100%; ZND: Jan.: 40 ms; Proc.: n.r. (embut.);
booleana n.mapeada em AP— Tot.: 40-55 ms (rep.)
AQ (nota)
[56] ANFIS hierarquico (7+1) Descritores conv.; FIFO 8@5 ms (40 ms); deci- Acur./ZND: n.r. (proto- Jan.: 40 ms; Proc.: n.r.; Tot.: 40-45
sdo por faixa; treino offline colo parc.) ms (alguns 15 ms; cond. n.r.)
[59] AdaBoost (stumps) + 10 feat; suavizagdo por média em 5 ciclos; 30 Erros: 0 (rep.); ZND: Jan.: 5 ciclos; Proc.: n.r.; Tot.: <
pesos modelos fracos forte (maioria dentro) 0,07 s (rep.; nota de consisténcia p/
50/60 Hz)
[62] CatBoost + selegdo Spear- 10 feat — 5 (f,df /dt,dI/dt,THDy,THDy); Acc/F1/AUC: =~ 1 (rep.; Jan.: > 3 ciclos; Proc.: n.r.; Tot.: n.r.
man média em 3 ciclos pos-evento protocolo parc.); ZND: (além do atraso da janela)
n.r.
[69] Selegdo (MMODEA) + 45 feat — 3 (V- /V4,W/V4, THD;); SNR:20/30  Acc/F1: rep. (n.r. Jan.: n.r.; Proc.: n.r,; Tot.: ~ 75 ms
K-ELM aqui); ZND: por var- (rep.)
reduras (boa)
[64] CWT—imagem + CNN CWT (Morse) em V,.,; janela 6 ciclos; fs = Acuracia: 98,78%; Jan.: 6 ciclos; Proc.: n.r.; Tot.: 218
1000 Hz; SNR:20/30 ZND: parc. (baixo ms (médio)
desbalancgo)
[65] DFT(22 harm.) + LSTM 6 feat (seq. pos/neg/zero da 22 harm. de V e I); Acuracia: ~ 99,5— Jan.: n.r.; Proc.: n.r;; Tot.: 2-10 ms
SNR: n.r. 99,6%; ZND: qualit. (sim) / 6 ms (lab)
(quase-balango)
[66] 1D-CNN/LSTM/CNN- 3 feat (1 ambiguo); janela 40 ms @1 kHz; Desempenho alto (pior: Jan.: 40 ms; Proc.: ~ 10 ms (rep.);
LSTM quase-balango +0,5% 2/200 erros); ZND: Tot.: ~ 50 ms
recorte forte
[67] Estatisticas + DNN 5 feat (RMS, o, curtose, assim., clearance); Acuracia: 99,8% Jan.: n.r.; Proc.: extragédo ~ 25,1 ms
DNN 2 cam.; SNR:30/40; bin + multi (orig.); degrada em + DNN = 18,3 ms; Tot.: ~ 43,4 ms
SNR (parc.); ZND:
parc.
[27] DWT + MR-SSE + SAE- DWT (Db4, 6 niveis); MR-SSE (SVD/ent.); SAE- SNR: rep. (1 ponto); Jan.: 0,2 s; Proc.: n.r.; Tot.: 0,18 s

DNN

DNN; janela 0,2 s @30 kHz; SNR:30(1)

acuracia/ZND: n.r.

(rep.; def. potencialmente ambigua)

Notas: n.r.=ndo reportado; parc.=evidéncia parcial (poucos SNR, poucos pontos A P,AQ, ou protocolo incompleto); n.a.=nao aplicavel; feat=n°
de atributos/entradas; r=limiar; SNR em dB; Jan. = atraso minimo por janela (quando existe); Proc. = tempo de processamento quando
explicitado; quando s6 ha tempo agregado, indica-se Tot. e marca-se janela/proc. como n.r. (ou embut.).
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Tabela 3 (continuagéo).

Citacao

Método principal

Parametros

Acuracia ou ZND

Tempo de detecc¢ao (janela +
proc.)

[70]

(38]

Denoising + ELM

Lifting wavelet + BP

Seq. negativa; Tl-wavelet + morfologia; 4 ou 6
feat; ELM (~100 neur.); janela 1 ciclo; SNR:20
(30)

Lifting (HF de V,I); média |d| em 1 periodo; 6
feat; BP (6—12—1); SNR/ZND: n.r.

Acurécia: n.r.; SNR:

parc.; ZND: n.r.

Acur./ZND: n.r.

Jan.: 1 ciclo; Proc.: n.r.; Tot.: < 2
ciclos (rep.)

Jan.: n.r.; Proc.: n.r.; Tot.: = 0,04 s

0)74
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2.7 LACUNAS RECORRENTES E REQUISITOS DE PROJETO

A sintese critica das secbes anteriores mostra que o estado da arte avangou mais
rapidamente na diversidade de técnicas do que na padronizagao da evidéncia experi-
mental. Nesta sec¢ao, as limitagdes recorrentes séo convertidas em requisitos opera-
cionais de projeto para orientar o ambiente experimental, a construgdo dos cenarios e
o reporte de desempenho nos capitulos subsequentes.

2.7.1 Lacunas recorrentes e requisitos derivados

A seguir, cada lacuna (L) € acompanhada do respectivo requisito (R), formulado em
termos operacionais e orientado por critérios de engenharia.

* L1 — Criticidade/ZND tratada de forma heterogénea na literatura. Observa-

se desde caracterizagbes proéximas a ensaios normativos [41, 48, 42] até ava-
liagcbes em poucos pontos discretos ou recortes especificos [28, 46, 66], o que
reduz comparabilidade e pode ocultar regimes proximos da ZND.
R1 — Requisito de criticidade: adotar uma caracterizagcdo operacional ex-
plicita do entorno critico (incluindo quase-balango), com critérios claros de su-
cesso/falha e amostragem suficientemente representativa (p.ex., varreduras em
(AP, AQ) ou equivalente operacional).

* L2 — Robustez a ruido raramente é varrida de modo sistematico. Quando

ruido aparece, costuma ser pontual (1-3 niveis de SNR) [28, 39, 43, 48]. Em ou-
tros estudos, ele sequer é considerado [69, 64, 67, 19], dificultando inferéncias
sobre sensibilidade comparativa.
R2 — Requisito de robustez: avaliar sensibilidade sob uma faixa de SNR (néo
apenas pontos isolados) e explicitar o modelo de ruido/perturbacéo adotado, re-
portando degradacao de desempenho de forma rastreavel (curvas desempenho
x SNR quando aplicavel).

* L3 — Confundidores e seletividade multievento séo tratados de modo irre-

gular. Muitos trabalhos listam confundidores, mas sem um protocolo reprodutivel
(composigao de classes, separagao por cenarios etc.) [57, 62, 34]; ha excecdes
com tratamento mais explicito [58, 45, 19], porém ainda com lacunas em métri-
cas de seletividade e definicao operacional.
R3 — Requisito de seletividade: definir um conjunto minimo e reprodutivel de
eventos confundidores (com énfase nos mais similares ao ilhamento) e reportar
seletividade de forma transparente (por tipo de evento e/ou matriz de confusao
quando aplicavel), incluindo taxas de falso disparo quando pertinente.



42

L4 — Laténcia fim-a-fim e custo do bloco de extragao nem sempre sao

transparentes. Ha contraste entre fluxos leves com janelas curtas [34, 41, 48]
e abordagens com extragdo dominante (p.ex., CWT—imagem, VMD iterativa)
[31, 64, 27, 13], frequentemente com tempo reportado de forma agregada.
R4 — Requisito de implementabilidade: favorecer extragdo com custo previ-
sivel e poucos hiperparametros, e reportar laténcia de forma operacional (ideal-
mente separando janela minima e processamento, ou justificando quando inse-
paravel), além de fornecer ao menos uma estimativa objetiva de custo computa-
cional compativel com implantagao em IED/relé.

* L5 — Requisitos de medi¢ao e dependéncia de infraestrutura nem sempre

sao colocados como restricao de projeto. Algumas propostas assumem co-
municagdo ou modulos adicionais que elevam complexidade [49, 36], o que im-
pacta implantagéao e comparabilidade.
R5 — Requisito de instrumentagao: explicitar o conjunto minimo de medi-
¢cdes e premissas (tensdes/correntes, necessidade de sequéncia, fasores sub-
ciclo, f,, sincronismo) e, quando houver comunicagao, quantificar sensibilidade
a atraso/perda e delimitar condigdes de operacgao.

* L6 — Generalizagao fora-do-cenario e reprodutibilidade de validagao sao

frequentemente fracas. Aparecem riscos de otimismo por bases pequenas
[29], particionamento pouco transparente [57, 62] e auséncia de separagao por
cenarios/topologias; além disso, alguns modelos sdo explicitamente dependen-
tes do sistema [59].
R6 — Requisito de validacao/reprodutibilidade: documentar protocolo de
geracdo de dados e conjuntos (treino/validacao/teste) de forma completa,
buscando reduzir vazamento entre cenarios, e incluir ao menos um teste fora-
do-cenario (p.ex., mudancga de topologia/controle/carga ou parametros fora da
faixa de treino), com checklist minimo de reporte (janelas, f,, hiperparametros,
critérios de decisdo e métricas).

2.7.2 Sintese operacional dos requisitos

Em conjunto, R1-R6 formam uma régua minima para avaliacdo de MDIs passivos:
criticidade/ZND explicita, robustez a ruido com modelo declarado, seletividade frente
a confundidores, laténcia e custo reportados de forma operacional, instrumentacéo cla-
ramente delimitada e validagao reprodutivel com alguma evidéncia de generalizagao.
Esses requisitos orientam diretamente os capitulos seguintes.
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2.8 CONCLUSOES PARCIAIS DO CAPITULO

Este capitulo reuniu uma reviséao critica dos MDIs, com foco em abordagens passivas
modernas apoiadas por DSP e IC, situando-as frente a requisitos normativos e condi-
¢bes de ensaio anti-ilhamento [7, 11, 8, 71]. A analise mostrou que o avango recente é
real, mas fortemente condicionado por escolhas de protocolo: criticidade/ZND, ruido,
confundidores, janelamento, particionamento dos dados e transparéncia do custo fim-
a-fim influenciam decisivamente a interpretagao dos resultados [28, 36, 29, 66, 60, 38].

Em sintese, métodos passivos continuam atraentes por sua baixa intrusividade,
mas a literatura ainda sustenta melhor o potencial dessas abordagens do que sua
comparabilidade rigorosa em campo. Por isso, as lacunas convertidas em requisitos
R1-R6 estabelecem a régua minima adotada nesta tese para desenho experimental,
organizagao dos dados e reporte de desempenho. Os Capitulos 3 e 4 dao sequéncia
direta a essa agenda ao formalizar o ambiente de teste e o método proposto de forma
alinhada a essas exigéncias.
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3 AMBIENTE EXPERIMENTAL E CONJUNTOS DE DADOS

Este capitulo descreve o ambiente experimental adotado para validar o MDI
proposto. Nele, detalha-se desde a modelagem do sistema de poténcia, que reproduz
as principais caracteristicas de uma microrrede conectada a rede de distribuicéo, até a
geragao dos conjuntos de dados que sustentam as etapas de otimizagao, treinamento
e teste dos classificadores.

O estudo reporta uma avaliagdo numérica controlada de uma microrrede foto-
voltaica de 250 kW modelada no MATLAB/Simulink, em que cada ensaio possui dura-
¢ao total de t,, = 0,5s e 0 evento principal é programado em ¢t ~ 0,35s. As formas de
onda trifasicas no PAC sdo registradas e exportadas para processamento estatistico
subsequente conforme descrito adiante.

Inicialmente, apresenta-se a modelagem do sistema de poténcia, especificando
a arquitetura da microrrede, os modelos de geracgéao distribuida e os parametros das
cargas conectadas ao PAC. Em seguida, sdo discutidos os cenarios de simulagao
que contemplam as condi¢des de operagao nominal, eventos de falta e situacgdes de
ilhamento n&o intencional, gerados por meio de variagdes de topologia e disturbios
na rede, garantindo diversidade estatistica ao conjunto. Na sequéncia, discute-se a
estratégia de particionamento dos dados, diferenciando os conjuntos destinados a es-
colha dos hiperparametros (conjuntos de otimizagao) daqueles usados para avaliar
o desempenho final (conjuntos de treino/teste). Por fim, sdo formalizadas as métricas
de avaliagdo empregadas, assegurando uma analise quantitativa robusta e compativel
com estudos correlatos.

3.1 MODELAGEM DO SISTEMA DE POTENCIA

Esta secao detalha o ambiente experimental utilizado para a simulacéo do sis-
tema de poténcia. O sistema modelado representa uma planta Fotovoltaico (do inglés,
Photovoltaic) (PV) de 250 kW conectada a rede elétrica, desenvolvida no ambiente MA-
TLAB/Simulink R2022b, utilizando a biblioteca Simscape Electrical em regime discreto,
com passo

1 1
33 X faom X 100 33 x 60Hz x 100

~ 5,05 Us.

Ts,Power =

O passo de discretizagéo T power corresponde a 100 amostras por periodo da
portadora Modulacao por Largura de Pulso (do inglés, Pulse Width Modulation) (PWM).
Para a composi¢ao do banco de dados utilizado nas etapas de processamento esta-
tistico, as tensdes e correntes trifasicas no PAC sao exportadas a uma frequéncia de
amostragem F; = 3300 f.om = 198 kHz, equivalente a 198 kSa/s (198 mil amostras por
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segundo), mantendo coeréncia com o regime discreto do modelo e preservando os
transitorios associados ao ilhamento e as faltas.

O modelo é baseado e adaptado do exemplo 250 kW Grid-Connected PV Array
da MathWorks' e nos ajustes reportados em [24].

3.1.1 Arquitetura geral do sistema

O sistema de poténcia modelado, conforme ilustrado no diagrama da Figura 5,
€ composto pelos seguintes blocos principais:

* Matriz Fotovoltaica (PV Array): fonte GD primaria.

* Inversor de Poténcia: converte a energia CC da matriz PV em CA para injegao
na rede.

» Transformadores Elevadores: ajustam os niveis de tenséo para a transmissao
e conexao a rede.

* Linhas de Transmissao: representam a infraestrutura de conexao entre os com-
ponentes e a rede.

« Cargas Locais: consumidores de energia conectados ao sistema.

* Ponto de Conexao a Rede Elétrica: representa a rede de grande porte a qual
o sistema PV esta interligado.

O modelo ainda inclui disjuntores CB1/CB2 para controle de fluxo de potén-
cia e um transformador de aterramento para seguranca e estabilidade do sistema. A
microrrede opera no regime conectado a rede.

Figura 5 — Diagrama da matriz PV de 250 kW conectada a rede.

Matriz PV de 250 kW Conectada a Rede

MPPT_On

Vabe B2 . o Vabe Vabe_B29 Transformador Geraga:
/abc_B25 Vabe_prim ansformado acao

Frequency (Hz) 25-kV / 120-kV  B120 120-kV
Tabe_prim

Faltas 47-MVA (120-kv) 2500-MVA

- Voo meas> v g Relés de Protegéo A
c_meas BUS B25 (25kV) .
Parémetros V_PV
v &

Gréficos

1PV

Irradiancia
(W/m2) Transmisséo

- Transformador e Yok
. Ir g 250-kVA Transmisséo
Vdc_mea > q 250-V / 25-kV de 14-km
v

N
Temperatura o L
+ A A a a A A a ————— o A
o
a2 % : %—“ e P i e b SN N
o b d =k o>
T + ~ c q4C cp ¢l Vo c c E ——— c
_ % Ponte de IGBTs RL B2s  Disiuntor Transformador de
SunPower SPR-415E-WHT-D de 3-Niveis PAC cB1 \ b b L4 4 Aterramento
N_mod-module string AE (25-kv) c <o O . <O
N_str parallel strings b VSC ‘4 A arga arga
I: = ck Ilhada 1 Ilhada 2

Legenda: Diagrama utilizado para representar a conex&do da ma-
triz PV de 250 kW ao sistema elétrico, indicando os principais blo-
cos e pontos de interligagdo do arranjo.

' Exemplo “250 kW Grid-Connected PV Array” disponivel em: https://www.mathworks.com/
help/sps/ug/250-kw-grid-connected-pv-array.htmi


https://www.mathworks.com/help/sps/ug/250-kw-grid-connected-pv-array.html
https://www.mathworks.com/help/sps/ug/250-kw-grid-connected-pv-array.html
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3.1.2 Geracao fotovoltaica

A matriz PV considerada possui 100 strings em paralelo ( Ny, = 100), cada uma
com 6 modulos SunPower SPR-415E-WHT-D em série (N,,,,q = 6). Este arranjo produz
poténcia nominal de B,,m = 250kW sob irradidncia E. = 1000 Wm~2 e temperatura
Teen = 25°C. As curvas caracteristicas I-V e P-V sdo apresentadas na Figura 6.

A interface de poténcia inclui um capacitor de enlace Cjx = 50 mF (25 mF por

barramento) dimensionado para sustentar energia equivalente a 3 de um ciclo funda-
mental em Prom.

Figura 6 — Curvas |-V e P-V para T € {25,45}°C e E, = 1000 W m~2.

Tipo a Matriz: SunPower SPR-415E-WHT-D;
6 moédulos em série; 100 strings paralelas

600@ ; = — : —
< 400 -
]

T
o
8 200 o% °c .
4 [0}
0 1 1 1 1 — Iv
0 100 200 300 400 500 600
Tenséo (V)
5
2.5 210 . . . : .
ol 4598 |
=
(E 15 B 7
2
@ 1r N
O
o
05 i
00 1 1 1 1 = Iv
0 100 200 300 400 500 600
Tenséo (V)

Legenda: Curvas caracteristicas de corrente—tensao (/-V) e poténcia—
tensao (P—V) do moédulo, comparando o efeito da temperatura de célula
para irradiancia fixa £, = 1000 W m~2; a elevagéo de T altera princi-

palmente o nivel de tensdo e, consequentemente, o ponto de maxima
poténcia.
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3.1.3 Conversor CC-CA e Filtro de Saida

O conversor utiliza uma ponte multinivel de Transistor Bipolar de Porta Iso-
lada (do inglés, Insulated-gate bipolar transistor) (IGBT), na topologia Neutral Point
Clamped (NPC), com modulagao PWM senoidal de portadora triangular operando em
fe =33 from = 33 x 60 Hz = 1,98 kHz. A interface com a rede é realizada por um reator
RL com R = 0,406 m€2 e L = 108 uH, dimensionado para suprimir harménicas de co-
mutacao e limitar a taxa de variagédo de corrente Ai/At. Adicionalmente, utiliza-se um
capacitor shunt dedicado a atenuacéao do ripple em alta frequéncia na tensdo no PAC.

Em base 250kV A, os parametros do reator correspondem aproximadamente a
R ~ 0,15% e L ~ 0,15pu, coerentes com R = 0,406 mf) e L = 108 yH na base fisica
adotada.

3.1.4 Transformadores e Sistema de Distribuigao

O acoplamento entre a geracéao fotovoltaica e a rede de média tenséo é reali-
zado por um transformador de 250kV A (0,25/25kV, Yg, D), modelado a partir de trés
transformadores monofasicos equivalentes, cuja resisténcia e reatancia de dispersao
totalizam cerca de 6 % na base de poténcia. A etapa seguinte de interligacdo com a
rede de alta tensdo é feita por um transformador de 47 MV A (25/120kV, Yg, D), cuja
impedancia percentual é de aproximadamente 8 %. O barramento de 120kV é mode-
lado como uma fonte sincrona equivalente de 2500 MV A, representando um sistema
de poténcia de elevado Raz&o de Curto-Circuito (do inglés, Short-Circuit Ratio) (SCR).
Essa estrutura garante que a microrrede opere predominantemente em regime conec-
tado a rede, permitindo o estudo do comportamento transitério durante a desconexao
simulada.

O sistema de distribuicdo é representado por duas sec¢des de linha de trans-
missao trifasica do tipo 7 transposto. A primeira secdo, parametrizada pela variavel
Fault len e fixada em 5km, conecta o barramento B25 ao PAC e é utilizada para a
insercao de faltas simétricas e assimétricas. A segunda sec¢éao, de 14km, conecta a
Carga 1 a Carga 2, reproduzindo o trecho de rede que permanece energizado durante
a condigao de ilhamento. Os disjuntores CB1 e CB2 permitem a configuragéo dos ce-
narios de falta e a abertura controlada da interligacado para a simulagao do ilhamento
nao intencional.

3.1.5 Cargas

Foram consideradas duas cargas, sendo uma localizada ao lado do PAC e a
outra a 14km deste. Cada carga absorve um par de poténcias (P,Q)) tal que P €
[206,6 kW, 322,8 kW] e Q € [—5,9kvar, 4,1 kvar]?, conforme descrito na Seg&o 3.2.2.

2 A faixa negativa de Q corresponde a poténcia capacitiva.




48

Durante os experimentos, os valores de poténcia ativa e reativa consumidos
pelas cargas s&o ajustados de forma a cobrir uma faixa de operagéao critica asso-
ciada a zona de nao deteccado da IEEE 1547 no entorno do ponto de operacao da
GD. Essa variagao € implementada por meio de uma grade AP x A(@ que combina
P € {206,6,250,322,8} kW e ) € {-5,9,0,4,1} kvar, aplicada a cada carga e cenario
de simulagao, conforme detalhado na Sec¢ao 3.2.2.

3.1.6 Estrutura de Controle Digital

As malhas de controle sdo executadas em um processador digital equivalente,
com periodo de amostragem 7 control = 10 75 power ~ 50,5 us. A estratégia de controle
inclui:

* Circuito de Sincronismo (do inglés, Phase-Locked Loop) (PLL) discreta, ba-
seada em Circuito PLL Baseado no Sistema de Coordenadas Sincrono (do in-
glés, Synchronous Reference Frame Phase-Locked Loop) (SRF-PLL) trifasica,
implementada pelo bloco PLL (3PH) do Simscape Electrical, para extracdo da
fase 0 e da frequéncia instantanea da rede;

* Rastreador de Ponto de Maxima Poténcia (do inglés, Maximum Power Point
Tracking) (MPPT) do tipo Perturbe e Observe, com incremento AD = 0,01 e
saturagao da tenséo do elo CC em [357V, 583 V];

* Regulador de tensdo CC do tipo PI, com K, =2 e K; = 400;

* Regulador de corrente sincrono em dq (PI+FF), com K, = 0,3, K; = 20 e com-
pensacgao feedforward por Ri € Lg, derivados dos parametros do reator e do
transformador;

* Modulador PWM de portadora triangular, sincronizado a frequéncia de comuta-
¢ao f. = 1,98 kHz.

O conversor opera em modo grid-following, com sincronizagao de fase e fre-
quéncia fornecida pela PLL. O sinal l6gico produzido pelo MDI é utilizado, em arranjos
grid-following, para comandar a desconexao conforme os requisitos de prote¢do. Ja
em arranjos grid-forming, o mesmo sinal pode atuar como gatilho para a transi¢ao
de modo sob condi¢cédo de ilhamento, mantendo-se a exigéncia de deteccdo rapida e
alterando-se apenas a ag¢ao subsequente.

3.1.7 Cenarios de Falta e llhamento

Para garantir diversidade estatistica, sdo consideradas doze variantes de fal-
tas simétricas e assimétricas, habilitadas via SIMULINK VARIANT, além de eventos de
ilhamento provocados pela abertura do disjuntor CB2. As variantes de falta incluem
configuracdes simétricas (LLL, LLL-G) e assimétricas (L, LL, LL-G).

Os tempos de ocorréncia e duragao dos eventos de falta e de ilhamento sao
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parametrizados por tg e tin, respectivamente, enquanto a distancia entre o PAC e o
ponto de falta é fixada em Fault_len = 5km. A janela total de simulagédo adotada é de
tsim - 075 S.

Nos cenarios analisados, os eventos de falta e de ilhamento sdo aplicados em
t = 0,35, mantendo-se a distancia do PAC ao ponto de falta em 5 km. Para diversificar
as condicoes iniciais do sistema, a fase da tensio da fase A é aleatorizada em cada
ensaio, com 0, ~ U(—180°,180°).

3.2 CENARIOS DE SIMULAGAO

Este trabalho avalia o desempenho do MDI proposto em trés grandes condigcdes
de operagao — nominal (N), ilhamento nao intencional (1) e faltas (F) — geradas a par-
tir da microrrede de referéncia de 250 kW descrita na Sec¢ao 3.1. Para cada condigao
séo sintetizados diversos perfis de carga (poténcias ativa e reativa) de modo a asse-
gurar ampla variabilidade estatistica e representar de forma realista as margens de
poténcia da ZND recomendadas em normas (IEEE Std. 1547-2003 e a ABNT NBR-
IEC 62116:2012). A Figura 7 resume o fluxo de geragdo dos cenarios e o Tabela 4
apresenta uma visdo geral dos mesmos.

Tabela 4 — Visao geral dos cenarios de simulagao.

Condigao Casos Repeticoes Total de execugoes
. 9 (grade) 100 (grade) 900 (grade)
Nominal (N) ou 100 (aleatdrio) ou 10 (aleatério) ou 1000 (aleatério)

9 (grade) 100 (grade) 900 (grade)
lIhamento (1) ou 100 (aleatdrio) ou 10 (aleatério) ou 1000 (aleatdrio)
Falta (F) 9 (grade) 100 (grade) 900 (grade)

ou 100 (aleatdrio) ou 10 (aleatdrio) ou 1000 (aleatério)
Total 2700 (grade) ou 3000 (aleatério)

3.2.1 Estratégia geral

Os experimentos sao conduzidos em lotes, cada execucgao simula Tg,, = 0,5
com frequéncia de amostragem fspower = 3300 X from = 198kHz. As tensdes trifasi-
cas no PAC sao registradas em matriz V. € RV*3 com N = fspower Tsim + 1 = 99001
amostras. Para aumentar a diversidade temporal, o &ngulo inicial da fase A é sorteado
uniformemente em [—180°, 180°].

3.2.2 Variabilidade de poténcia ativa e reativa

Sob condigao de ilhamento, a frequéncia e a tensdo no PAC sao estabelecidas
pelos desequilibrios de poténcia ativa (AP) e reativa (AQ) entre a GD e a carga local
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Figura 7 — Fluxo de geragao dos cenarios de simulagao.
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Legenda: Fluxograma do procedimento de geracgao e organizagao
dos cenarios: apods o carregamento de parametros, executam-se
lagos aninhados por modo (N, | e F), por caso (1-9/100) e por ite-
racao n. Em cada iteragao, as variaveis sao sorteadas, o modelo
no Simulink é executado e os resultados sdo armazenados em ar-
quivos * .mat.
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[8]. Utilizando o critério do Espago de Desbalancos de Poténcias (EDP), os limites de
operagao de um MDI podem ser representados por [72]:

AP

(V/Vmax)2_1 < D— < (V/‘/min>2_1a (31)
Ppg

QL= I fun)?) < 52 < Q1= (/ fune)). (3.2)
DG

onde V' é a tensdo nominal, P € a poténcia ativa da GD e (); o fator de qualidade. A
|IEEE Std. 1547-2003 impde Vipax = 110%, Vinin = 88%, fmax = 60,5Hz, fiim = 59,3Hz e,
para este estudo, adotou-se )y = 1. Substituindo esses valores nas Equacgdes (3.1)—
(3.2) obtém-se os limites da ZND:



AP
—17,36% < o < 29,13%

DG

AQ

—2,37% < o < 1,65%

DG
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(3.3)

(3.4)

Considerando Ppg = 250kW, as faixas absolutas de poténcia tornam-se P €

[206,6 kW, 322,8kW] e Q € [—5,9kvar, 4,1 kvar].

Dois esquemas de amostragem foram empregados para mapear a ZND:

(a) Grade regular 3 x 3: oito pontos nos limites da ZND mais o ponto central formam
uma grade regular de nove casos (Tabela 5). Cada caso foi simulado n = 100

veZzes.

(b) Amostragem aleatéria: 100 pares (AP, AQ) foram sorteados com distribuicdo
uniforme dentro da ZND; cada perfil foi repetido n = 10 vezes.

Em ambos os esquemas, os valores de poténcia ativa e reativa de cada perfil
foram divididos igualmente entre as duas cargas ilhadas descritas na Segéo 3.1.5, de
modo que a soma das poténcias consumidas por essas cargas reproduz exatamente
o ponto correspondente no espaco (P,(Q). O ponto 5 representa o pior caso para a
deteccao de ilhamento, pois ndo ha desequilibrio entre a poténcia fornecida pela GD
e a exigida pela carga [8]. Por fim, a Figura 8 ilustra esses nove perfis numerados de

acordo com a Tabela 5 dentro da ZND.

Tabela 5 — Perfis de poténcia usados na analise deterministica (grade 3 x 3).

Ponto Descrigao P kW] Qp [kvar] Q¢ [kvar]
1 min AP, min AQ 206,6 0,0 9,9
2 min AP, 0 AQ 206,6 0,0 0,0
3 min AP, max AQ  206,6 4.1 0,0
4 0AP, min AQ 250,0 0,0 5,9
5 0AP, 0AQ 250,0 0,0 0,0
6 0AP, max AQ 250,0 4.1 0,0
7 max AP, min AQ  322,8 0,0 5,9
8 max AP, 0 AQ 3228 0,0 0,0
9 max AP, max AQ  322,8 4.1 0,0

3.2.2.1 Formalizagcdo do dominio de operagcdo na ZND

Para referéncia, denotamos por

AP/Ppg
AQ/Poc

(3.5)
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Figura 8 — Espago P—() e casos simulados na ZND.

—— Zona de Nao-Detecgao (ZND)

) Casos simulados
A

111 @2 Pc °°

= 0} @72 o° ¢
@
>
=,
Q]

59| @~ P! o’

206.6 250 392.8

P [kW]

Legenda: Diagrama no plano P-Q, com Q = Q1 — Q¢, desta-
cando a ZND (regido retangular em azul) conforme a IEEE Std.
1547 e os nove perfis discretos da grade 3 x 3 (pontos vermelhos
1-9), referenciados na Tabela 5. Os valores de P e Q nos eixos
correspondem aos niveis minimo, nominal e maximo adotados na
varredura deterministica.

o vetor formado pelos desbalancgos relativos de poténcia ativa e reativa na barra do
PAC, de forma consistente com as Equacgdes (3.1)—(3.4).

O conjunto de operacéo explorado neste trabalho dentro da regido de nao de-
teccdo da IEEE Std. 1547 é entao

Donp = {6 € R?: ¢ satisfaz (3.3) e (3.4)}. (3.6)

Os nove casos deterministicos da grade 3 x 3 ilustrados na Figura 8 podem ser
escritos como um subconjunto finito

Dgrade = {5(1)7 5(2)7 R 6(9)} - DZND; (37)

onde cada 6 corresponde a um dos pontos extremos ou central da regi&o retangular
definida por (3.3)—(3.4) e resumida na Tabela 5.

De forma complementar, o conjunto utilizado na validagao fora da grade é obtido
por amostragem uniforme de desbalangos no interior da ZND:

Drang = {5(1)7 5(2)7 R 5(100)} - DZND7 (38)
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em que cada 6V) gera um perfil de carga distinto, mantendo os niveis de poténcia ativa
e reativa dentro dos limites estabelecidos em (3.3)—(3.4).

3.2.3 Modos de operagao

Nominal (N): A topologia permanece inalterada durante toda a janela de observacéo
Tsim, mantendo a microrrede conectada a rede principal.

llhamento nao intencional (I): O disjuntor de interconexdao CB2 ¢é aberto em
tin = 0,358, isolando a microrrede. Neste ensaio, nenhuma falta é aplicada e
FAULT MODE = 1.

Faltas (F): Aplica-se uma falta a montante em tg = 0,35s. O modo FAULT MODE &€
{2,...,12} é selecionado por amostragem uniforme a cada repeti¢do, contem-
plando:

* Monofasicas: A, B, C (2-4);

* Bifasicas: AB, BC, CA (5-7);

* Bifasicas-terra: AB—g, BC—g, CA—g (8—-10);
Trifasica: ABC (11);

* Trifasica-terra: ABC—g (12).

A distancia entre o PAC e o ponto de aplicagéo da falta € mantida em 5 km.

3.2.4 Tamanho e armazenamento do conjunto de dados

Cada execugdo do SIMULINK grava uma matriz tridimensional V € RY*3*" con-
tendo as tensdes trifasicas no PAC, onde N = fspower Tsim + 1 = 99001 amostras, os
trés canais correspondem as fases {A,B,C'} e n € o numero de repeticdes daquele
caso.

Regular 3 x 3. Para n = 100 repeti¢cdes, 9 casos de carga e 3 modos de operagao (N,
l, F), geram-se

N X 3ases X 1 X (€ASOS) X 3modos = 99001 x 3 x 100 x 9 x 3 ~ 8,02 x 10® pontos.

Amostragem aleatéria. Tomando n = 10 repeti¢cdes, 100 casos e 0s mesmos 3 modos,
obtém-se
99001 x 3 x 10 x 100 x 3 ~ 8,91 x 10® pontos.

A Tabela 6 discrimina as dimensdes e quantidade de arquivos gerados para o
banco de dados.

Os dados s&o armazenados como data <mode> case <k>.mat, usando o
formato -v7.3
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Tabela 6 — Dimensdes dos arquivos * .mat gerados.

. . . Arquivos
Conjunto Casos Repeticoes n Pontos por arquivo (3x modos)
Grade 3 x 3 9 100 99001 x 3 x 100 27
Aleato6rio 100 10 99001 x 3 x 10 300

Figura 9 — Particionamento dos dados simulados.

Simulagdes
0-0,5s - 198 kHz
Amostragem aleatdria
100 perfis x 10 repetigcbes

Grade 3 x 3
9 perfis x 100 repeticoes

-~ T

Janela fixa Janela deslizante
2 ciclos (+1 c) 4 ciclos (+1 ¢) — 3 subjanelas 2 ¢

Janela deslizante
4 ciclos (ii c) — 3 subjanelas 2 ¢

‘ Otimizag&o ‘ ‘ Treino/teste ‘ Validag&o independente ‘

2700 sinais 8100 sinais 9000 sinais
Legenda: Fluxograma do particionamento dos sinais simulados
em dois esquemas: (i) grade 3 x 3 (9 perfis repetidos 100 vezes),
subdividida em um conjunto com janela fixa de 2 ciclos (otimiza-
¢ao) e outro com janela deslizante de 4 ciclos segmentada em 3
subjanelas de 2 ciclos (treino/teste); e (ii) amostragem aleatéria
(100 perfis repetidos 10 vezes), utilizada com janela deslizante de
4 ciclos segmentada em 3 subjanelas de 2 ciclos para validagéo
independente (Sec¢éo 3.2.2).

Além da matriz v, os arquivos da amostragem aleatdria incluem a estrutura
powers_data com as poténcias sorteadas (P,()1,(¢) e o identificador FAULT MODE,
o que facilita filtragens posteriores por perfil de carga ou tipo de falta.

3.2.4.1 Reprodutibilidade

Todos os scripts utilizam rng default para inicializar o gerador de numeros
pseudo-aleatérios do MATLAB e, assim, garantir que 0S mesmos casos possam ser
reproduzidos em execugoes futuras.

3.3 DIVISAO DOS DADOS

Conforme a estratégia delineada nas Se¢des 3.1-3.2, 0 acervo de sinais gera-
dos nas simulacdes foi particionado em trés bancos independentes, cada qual com
papel bem definido no ciclo de tuning-treinamento-validagdo do MDI. A Figura 9 ilustra
o fluxo de derivagcao dos dados e a Tabela 7 resume as dimensdes de cada particao.
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Tabela 7 — Visao geral dos conjuntos de dados.

Conjunto Origem Janelamento Sinais
Otimizacéao Grade 3 x 3 Fixa (2 ciclos) 2700
Treino/Teste Grade 3 x 3 4 ciclos — 3x2 ciclos 8100

Validagao independente Amostragem aleatéria 4 ciclos — 3x2 ciclos 9000

Essa separacdo, combinada com diferentes estratégias de janelamento, per-
mite otimizar os hiperparametros de forma eficiente (janela fixa) e, subsequentemente,
avaliar o desempenho em um cenario que emula o monitoramento em tempo real (ja-
nela deslizante), conforme detalhado no Capitulo 4.

3.3.1 Conjuntos para otimizagao

O banco de otimizacéao foi pensado para ser pequeno o suficiente para permitir
varreduras exaustivas de hiper-parametros e, ao mesmo tempo, suficientemente rico
para capturar a variabilidade estatistica dos trés modos de operagao — nominal (N),
ilhamento (I) e falta (F).

Primeiro, cada sinal trifasico bruto?® foi recortado em uma janela fixa de 2 ciclos
(33,33 ms), posicionada com % ciclo antes e 1 ciclo +% ciclo depois de t = 0,35s, instante
em que o evento ocorre. Um jitter uniforme de ii ciclo evita sincronismo artificial entre
a fase-A e o rétulo.

Foram simulados nove pontos na grade 3 x 3 da ZND (Tabela 5), cada qual
repetido 100 vezes por modo de operagao. O resultado final perfaz 2700 janelas,
balanceadas nas trés classes.

O banco é embaralhado com a configuragao padrao do gerador pseudoaleatoério
do MATLAB e submetido a validagao cruzada (Sec. 4.6.4.1). Em seguida, ele alimenta
a otimizacao descrita na Sec. 4.6, que define as arquiteturas finais dos classificadores.

3.3.2 Conjuntos para treinamento e teste

Apos fixada a topologia, € necessario expb-la a um cenario que reproduza o
fluxo de dados online. Para isso, as mesmas 2700 insténcias da grade 3 x 3 foram
recortadas novamente, agora em 4 ciclos, posicionada com 1 ciclo +% ciclo antes e 2
ciclo +% ciclo depois de t = 0,35s, e transformadas em trés sub-janelas de 2 ciclos com
sobreposigao de 50 %. O processo triplica o volume, gerando 8100 amostras.

Com permutacéo estratificada, 70% das amostras formam o conjunto de treina-
mento; as 30% restantes compdem o conjunto de teste. Somente o bloco de treino é
usado para re-treinar os classificadores.

3 Amostragem de 198 kHz, duragdo de 0,5s.
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3.3.3 Validacao independente

A verdadeira prova de generalizagdo do MDI é realizada sobre um banco fora
da grade, formado por 100 perfis de carga inéditos, cada qual simulado dez vezes nos
trés modos operacionais. Apds o janelamento deslizante (4 — 3 x 2 ciclos, analogo ao
conjunto de treino/teste), obtém-se 9000 sub-janelas avaliadas sob todas as condigbes
de ruido consideradas. Nenhum hiper-parametro ou peso de rede é ajustado neste
estagio.
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4 METODOLOGIA

A presente etapa metodolégica descreve, em detalhe, o fluxo completo de pro-
cessamento de sinais empregado para transformar as tensdes trifasicas brutas, si-
muladas no ambiente MATLAB/SIMULINK e caracterizadas no Capitulo 3, em vetores
de atributos discriminantes capazes de alimentar os classificadores propostos. Esse
fluxo é organizado em duas abordagens complementares de janelamento, cada qual
direcionada a um objetivo especifico dentro do ciclo de desenvolvimento do MDI:

1. Janela fixa de 2 ciclos: otimizada para experimentagao rapida e selecao de
hiperparametros, pois oferece um recorte temporal compacto, ancorado no ins-
tante do disturbio, com jitter controlado para evitar viés'.

2. Janela deslizante 4 — 3x2 ciclos: configurada para simular monitoramento
quase em tempo real; ao varrer a forma de onda com sobreposi¢cao de 50 %,
fornece redundancia temporal e maior robustez a atrasos de detecgao.

Nas secdes seguintes, sdo apresentados os passos executados em cada abor-
dagem, desde a eliminagao de artefatos até a geragao do vetor final de cumulantes de
ordem superior, evidenciando como as duas estratégias se articulam para compor o
sistema de deteccao proposto.

4.1 ABORDAGENS DE PRE-PROCESSAMENTO E ANALISE DE SINAIS

Esta secao descreve os fluxos de processamento responsaveis por converter
as tensoes trifasicas brutas, geradas conforme o Capitulo 3, em vetores de atributos
estatisticos adequados a etapa de classificagdo. Adotam-se duas estratégias comple-
mentares de janelamento:

(i) uma janela fixa de dois ciclos, empregada nas rotinas de otimizacdo de
hiperparame-tros e sele¢ao de caracteristicas, e

(i) uma janela deslizante de quatro ciclos, de onde se extraem trés sub-janelas so-
brepostas de dois ciclos, configurada para a operagéo continua.

Ambos os fluxos compartilham um nucleo de pré-processamento comum, mas
diferem no recorte temporal e na posterior extragao de atributos, como detalhado nas
Subsecs. 4.1.1e4.1.2.

' Os detalhes de geragdo desse conjunto encontram-se na Segéo 3.3.1.
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4.1.1 Fluxo de processamento para janela fixa

O presente fluxo opera sobre a janela curta de dois ciclos definida na Sec. 3 e
prepara os sinais para as rotinas de otimizagédo de hiperparametros. Até a etapa ime-
diatamente anterior a transformagao PCA (Sec. 4.2), o processamento compreende
trés fases:

(1) Subamostragem

* Motivagao: Os sinais brutos sdo obtidos no SIMULINK a fspower =
3300 from = 198 kHz. Essa taxa é necessaria para a correta implementagao
da simulagao, porém impde elevado custo computacional na extragao de
atributos; logo, opta-se por uma redugao da resolugao temporal de forma
a nao comprometer informacgao util concentrada em banda fundamental e
suas harménicas de ordem baixa.

* Taxa alvo: adotou-se 256 amostras por ciclo fundamental ( fr =256 fnom),
valor classico em analises.

* Implementagao: escolheu-se o bloco downsample do MATLAB, que im-
plica em uma taxa de decimagao M inteira:

198 kHz
13

M = [fs,;ciwer—‘ =13 = fs,proc =

A pequena diferenga de 0,8 % em relacédo a f* é irrelevante para as estatisti-
cas estudadas e, em contrapartida, evita o atraso de grupo introduzido pelo

~ 15,23 kHz.

meétodo resample (que inclui filtro anti-aliasing de Resposta ao Impulso Fi-
nita (do inglés, Finite Impulse Response) (FIR)). O fator de subamostragem
inteiro torna o processo deterministico e de baixa complexidade.

(2) Injec&o controlada de ruido

* Objetivo: avaliar a robustez do método a interferéncias de instrumentagcao
e quantizagéao.

* Procedimento: cada fase (v,, vy, v.) recebe Ruido Branco Gaussiano Adi-
tivo (do inglés, Additive White Gaussian Noise) (AWGN) gerado pelo bloco
awgn(v,SNR,‘measured’) do MATLAB. O parametro "measured' calibra a
poténcia do ruido com base na variancia do proprio sinal, assegurando que
SNR = 70 dB seja respeitado em cada trago individual. A variancia do ruido
branco n(t) é calculada, para cada traco individual, por

2 _ oy
n o 10SNR/107
onde ¢? é a variancia medida do sinal original e SNR = 70 dB.
» Cenario de otimizagao: fixa-se SNR = 70dB por ser o nivel tipico. Rela-

cdes entre 30—60dB sao exploradas na validacéo final.

g
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(3) Normalizagao por fator de escala

* Motivacao: padronizar as amostras para uma mesma faixa dindmica an-
tes de aplicar PCA ou calcular cumulantes produz matrizes de covariancia
mais bem condicionadas [73, 74, 75], o que torna a decomposi¢gao em com-
ponentes principais numericamente mais estavel [76] e costuma facilitar a
etapa posterior de aprendizado de maquina [77, 78].

* Método — Escalonamento simples:

" u(t) Vip" V2
o(t) = copmom — L /9 — 95KV x ~= ~ 20,4kV.
[ VE V3
O valor 25 kV corresponde a tensao fase—fase do barramento de média ten-
sado onde se mede o PAC. A divisdo converte as tensdes para grandezas
adimensionais, preservando relacdes de fase e amplitude relativas.

ApOs as trés etapas obtém-se trés tensores, um por condicdo de operacéo,

V(N) V(') V(F) € RP08X3x900

Y

onde os eixos correspondem, respectivamente, a 508 amostras (~ 2 ciclos), trés
fases {a,b,c} e 900 instancias (9 perfis x 100 repeticdes). Esses tensores alimentam
a transformagao PCA descrita na Sec. 4.2.

As trés operacgdes sao executadas em sequéncia: subamostragem, adi¢ao de
ruido e normalizagao — antes de qualquer extracido de atributos, conforme ilustrado
na Figura 10.

Figura 10 — Pré-processamento da janela fixa de dois ciclos.

~N

Sinal trifasico Subamostragem
2 ciclos =13
198 kHz ~ 15 2kHz

Ruido AWGN
SNR = 70dB

Y

Normalizacao
e V c RSOSXBXQOO
por Vplco

J

Legenda: Fluxo de pré-processamento aplicado aos sinais de ten-
séo trifasica extraidos em janela fixa de 2 ciclos: subamostragem
por fator M = 13, adi¢cdo de ruido AWGN com SNR = 70dB e nor-
malizag&o pelo valor de pico nominal V2™, Ao final, cada amostra

€ organizada no tensor V € R508X3X900 compativel com a etapa
de aprendizado.
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4.1.2 Fluxo de processamento para janela deslizante

O segundo fluxo reaproveita integralmente as trés operagcdes de pré-
processamento, subamostragem, adicao de ruido SNR = 70dB e normalizagéo por
Voico » Ja detalhadas na Subsecéo 4.1.1.

A diferenca reside no recorte temporal e na estratégia de aquisicdo em modo
continuo, desenvolvida para emular a dindmica de coleta dos conjuntos de treino/teste

(Cap. 3).

(1) Janela-mae de quatro ciclos

Para cada forma de onda bruta de 0,5s recorta-se um trecho de quatro ciclos
(=~ 66,7ms) ancorado em t = 0,35s, com i% ciclo de jitter aleatorio. A subamos-
tragem M = 13 produz um numero L de amostras por fase igual a:

I Fmiclos x 3300 pts./ciclo

13 W = 1016 pts.
(2) Janela deslizante de dois ciclos

Sobre a janela-mé&e aplica-se um deslocamento tipo “5 overlap™:

W =2ciclos, p=0,5, s=W(1-p)=1ciclo,
L-W
S

Nwin:{ J+1:3.

Geram-se, portanto, trés sub-janelas J,7,,73 de W = 508 amostras, deslocadas
de um ciclo entre si (Figura 11).

Figura 11 — Pré-processamento da janela deslizante de quatro ciclos.

( )

. re . t
Sinal t'r|fa3|co Subamcis ragem Ruido AWGN
o el MEI 1 sNR=70dB
198 kHz ~ 15,2kHz -
Normalizagao Janela deslizante
— 508 x3x900x3
porv[?l%? [W:2C7p2075 WeR X3X x]

Legenda: Fluxo de pré-processamento aplicado aos sinais de ten-
séo trifasica extraidos em janela de 4 ciclos: subamostragem por
fator M = 13, adigdo de ruido AWGN com SNR = 70dB e norma-
lizagdo por Vpr}g(’)“. Em seguida, aplica-se janelamento deslizante
com subjanelas de W = 2 ¢ e sobreposicao p = 0,5, organizando-
se as amostras no tensor YW € R598x3x900x3 "gnde o Ultimo eixo

representa as trés subjanelas por evento.
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(3) Estrutura de dados

Cada instancia temporal original do conjunto base (2700 instancias por classe
no conjunto grade 3 x 3) origina trés amostras independentes, resultando em um
total de 2700 x 3 = 8100 tensores por condicao de operacdo. A estrutura final
dos dados para cada classe (Nominal, llhamento e Falta) €, portanto, expressa
como:

W(N) W(l) W(F) c R508X3X900X3.

em que o primeiro eixo corresponde as amostras temporais da janela (508 pon-
tos), o segundo as trés fases {a,b,c}, o terceiro as 900 instancias temporais ori-
ginais, e o quarto as trés subjanelas extraidas de cada uma delas.

Para garantir compatibilidade entre os dados extraidos com janela fixa e os ob-
tidos por janela deslizante, reorganiza-se o quarto eixo (subjanelas) no eixo das
instancias. Realiza-se uma concatenagéao ao longo deste eixo, para se obter um
tensor uniforme W) € R508x3x2700 hara cada condicdo {N,I,F}.

Essa transformacéo permite unificar a representacdo dos dados, de modo que,
tanto os sinais obtidos com janela fixa quanto os obtidos com janela deslizante
passam a ter a mesma estrutura tridimensional. A partir deste ponto, todas as
etapas de processamento (extragao de caracteristicas, treinamento e validagéo)
podem ser aplicadas de forma idéntica sobre ambos os conjuntos.

A seguir, tais tensores sdo submetidos ao fluxo PCA (Sec. 4.2) e a rotina de
extragdo de atributos descritos na Secgao 4.3.

4.2 TRANSFORMAGAO PCA

Esta secao descreve a redugao de dimensionalidade aplicada as tensoes trifa-
sicas normalizadas, visando concentrar a informacao estatistica relevante a deteccao
de ilhamento com baixo custo computacional. Emprega-se Analise de Componentes
Principais (do inglés, Principal Component Analysis) (PCA) com uma estratégia diri-
gida ao evento-alvo: construimos uma rotagéo fixa R a partir de janelas de ilhamento
e, em operagao, projetamos cada janela em um subespago de baixa dimensao.
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4.2.1 Fundamentagao

Considere, para cada janela de L amostras ja normalizadas, a matriz de obser-

vacgoes

va(1)  vp(1)  ve(1)

< _ UQFQ) vb§2) UC@) c R

va(L) vp(L) ve(L)
onde cada coluna corresponde a uma fase trifasica (Sec. 4.1.1). Realiza-se a centra-
lizagdo por média (mean-centering). Seja

L

Y X(t:) eR e X =X - 14",

t=1

1
K=1

em que 1; € RY denota um vetor coluna de uns.

O PCA classico procura uma rotagao ortonormal R € R3*3 tal que as colunas
de
C = XR

maximizem, sucessivamente, a variancia projetada e sejam mutuamente ndo correlaci-
onadas. Matematicamente, R é constituida pelos autovetores da matriz de covariancia
amostral centrada )
E: HXTX, ER:RA,
com A = diag(A; > A\ > A3). A fracdo de varidncia do j-ésimo componente é
Aj

=——— 7j€{123}L
My 023

1j

4.2.2 Estratégia centrada no ilhamento

Para privilegiar o evento de interesse (ilhamento) e, ao mesmo tempo, evitar
o custo de estimar PCA a cada janela em tempo de execugéo, propde-se o0 seguinte
procedimento.

1. Estimativa orientada ao evento-alvo

Para cada perfil de carga i e cada repetigao j dos eventos de ilhamento no con-
junto de otimizacao (Sec. 3.3.1), computa-se o PCA para cada janela de dados
centralizada X;; € R-*3,

Conservam-se apenas as diregdes principais, organizadas por colunas, for-
mando assim a matriz de rotagdo R;; € O(3), onde:

03)={ReR”|R'R =1, det(R) = +1}.
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2. Média de rotagoes

Define-se a rotagao fixa como média elemento-a-elemento:

», 1 3x3
R:NZRijeR . (4.1)

Z'Ij

R é fixada e passa a ser a Ginica matriz de rotagdo empregada em todo o fluxo de
processamento, independentemente do conjunto utilizado ou da classe do sinal.

Observa-se que, embora R preserve aproximadamente a ortogonalidade entre
colunas, média euclidiana ndo garante ortonormalidade estrita (R ¢ SO(3))[79],
mas preserva a direcdo média associada ao ilhamento, suficiente para projecéao
fixa. A validacao é apresentada no Capitulo 5, Secao 5.3.

Enfatiza-se que o objetivo desta projecao nédo é a reconstrugcao do sinal ou a
descorrelacao perfeita, mas sim a criacdo de um transformador fixo e computaci-
onalmente eficiente que maximize a separabilidade entre as classes de interesse.

3. Projecao em execugao

Para qualquer nova janela X, seja nominal, ilhamento ou falta, calcula-se C =
XR € RE*3. Em operagdo, utiliza-se apenas a primeira coluna ¥, = R.;, for-
mando o trago unidimensional z = X ry, que alimenta as Estatisticas de Ordem
Superior (do inglés, High-Order Statistics) (HOS) (Sec. 4.3).

4. Intuicao e vantagens

A matriz R foi estimada exclusivamente a partir de sinais de ilhamento, de modo
que sua primeira coluna se alinha, em média, a direcdo de maior energia desse
evento.

Embora R ¢ SO(3) em sentido estrito, essa aproximag&o elimina o calculo on-
line de uma PCA completa e, quando aplicada aos modos nominal e falta, gera
projecdes “sub-6timas” que, na pratica, acentuam diferengas entre as classes, o0
que é exatamente o que se deseja para fins de detecgao/classificagéo.

O custo computacional cai de uma PCA completa por janela para trés produtos
escalares por amostra, contribuindo significantemente para o requisito de execu-
¢ao em tempo real.

4.2.3 Critério para escolha da dimensionalidade

O MDI proposto tem dois requisitos centrais:

(i) precisao na deteccao e

(i) baixa complexidade computacional.
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Para atender ao segundo requisito, investigamos se seria possivel representar cada
janela de sinais trifasicos por apenas uma componente principal (d = 1), o que reduziria
o custo computacional em tempo real. Assim, antes de fixar d = 1 é preciso saber:

(a) Quanta variancia cada componente realmente contém?

(b) Com essa reducéo, perde-se poder de discriminagao entre classes?
Para responder a estas questdes, sugerimos o seguinte protocolo para decisao:

(a) Energia: estimar ny, ny, n3 por PCA classico por janela (todas as classes) para
aferir quanta varidncia cada componente retém.

(b) Separabilidade: para cada componente, extrair cumulantes (22—42 ordens) ao
longo dos atrasos, ranquea-las e selecionar os melhores atributos, entdo avaliar
os classificadores via validagao cruzada.

(c) Escolha: adotar o menor d que preserve separabilidade com baixa variancia de
desempenho.

4.3 EXTRACAO DE ATRIBUTOS VIA ESTATISTICAS DE ORDEM SUPERIOR

Esta secéo descreve a extracao de atributos baseada em Estatisticas de Ordem
Superior (do inglés, High-Order Statistics) (HOS). As HOS sao calculadas diretamente
sobre as componentes principais obtidas na Sec. 4.2. Em [80], € demonstrado que os
cumulantes sao apropriados para uso em sinais elétricos e capazes de trazer uma boa
caracterizagao de disturbios elétricos. Neste trabalho, utilizam-se as aproximagdes
estocasticas para os cumulantes conforme [81]. O objetivo é capturar assimetrias e
nao-gaussianidades introduzidas pelos eventos de interesse, preservando, por cons-
trucdo, a insensibilidade das cumulantes de ordem > 2 ao ruido branco gaussiano
aditivo [82, 83].

4.3.1 Sinal de entrada e convengoes

Seja X € RY*? a janela de tensdes trifasicas (uma por coluna) e R € R3*3 a
rotacao fixa estimada conforme Secao 4.2. Define-se

C=XR, ©,2R.,, cn20C,, =Xi,.

Considere, para cada janela temporal (L amostras) e para cada componente
principal m € {1,2,3}, o traco unidimensional

Cm 2 [enl0], enll], ..., en[L —1]]" € RE.
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Remove-se a média amostral y,,, = + S L7 en] e define-se o trago centralizado

Cm[n] = cm[n] — pim-

Todas as cumulantes sdo estimadas com atraso circular (indexagdo modular) e nor-
malizag&o por 1/L. Denotamos ¢,[n + 7] = &, [[n + 7] mod L].

4.3.2 Definigdes e estimadores adotados

Sejam 7 € {0,1,...,L —1} os atrasos considerados. Para cada componente m,
adotam-se os seguintes estimadores amostrais de cumulantes de 2?2, 32 e 42 ordens
(fatias unidimensionais do tensor de cumulantes (atrasos 1-D)) [82, 83]:

L—-1

Ry"[r] = % En[n)én[n + 7], (4.2)
n=0
L-1

A = %Zém[n] [+ 7)]%, (4.3)
n=0
L-1

R = 7 3 el [l + 71)° — 3RS IRS0]. (4.4)

Algumas observacgdes importantes:

(i) Em (4.4)foi utilizada a identidade de cumulantes «{z,y,y,y} = E[zy®]—3E[zy]E[y?]

sob centralizacdo (E[z] = E[y| = 0); no estimador amostral, & 0] = 13, Gmln]?.

(i) A adogao de atraso circular torna os somatdérios invariantes a bordas de janela.

4.3.3 Arranjo de saida e notagao

Para cada janela e modo de operacao, as trés familias {E;m) [T}, {Eém) ks

e {R{™[r]} =} sd0 empilhadas por colunas na forma de vetores T\™ € RL*1, com
r € {2,3,4}. Concretamente, o procedimento implementado gera, para cada janela,

m ~(m ~(m T m ~(m ~(m T
0y = [R&V0),. . RIL - 1], Ty = [REV0),.. RYU L - 1))

m ~(m ~(m T
" = &), mME -1,

para todos os m disponiveis (componentes principais como colunas do trago proje-
tado). Essas séries por atraso s&o, entdo, a base para a etapa subsequente de ran-
queamento/selegao de atributos (Sec. 4.4).
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4.3.4 Propriedades uteis ao problema

As cumulantes de ordem superior apresentam caracteristicas particularmente
alinhadas a detecgao de eventos de faltas e ilhamento:

» Poténcia e estrutura temporal.

Enquanto as cumulantes de ordem superior capturam a ndo-gaussianidade, a
cumulante de segunda ordem, E(zm) [7], que corresponde a fungéo de autocova-
riancia amostral sob centralizacdo, captura as alteragées mais fundamentais do
sinal.

Emr =0, ;5;”” [0] representa a variancia, sendo um indicador direto da poténcia
média ((RM S)?) da janela e, para janelas de mesmo comprimento e sinal cen-
trado, € proporcional a energia, sendo sensivel a afundamentos e elevagbes de
tensao.

Para 7 > 0, a autocovariancia descreve a estrutura de correlagdo temporal do
sinal; desvios de frequéncia fundamental e alteracbes no conteudo harménico,
comuns durante o ilhamento, modificam sua forma. Assim, %, atua de forma
complementar as HOS, garantindo a detecgao de eventos que alteram a poténcia
e a estrutura periddica do sinal, mesmo que estes ndo introduzam assimetrias ou
caudas pesadas significativas em sua distribuigéo.

* Robustez a ruido branco e gaussiano.

Seja z[n] = s[n| +w[n], com w AWGN independente e centrado. Pela aditividade
das cumulantes sob independéncia, .{z[-]} = k.{s[-|} + rk.{w[]}. Parar > 3,
como processos Gaussianos tém x, = 0 (teorema de Isserlis/Wick), segue que,
em valor esperado, w n&o contribui para 3 e k4 [82, 83].

Além disso, para a cumulante de segunda ordem (autocovariancia), tem-se

k91 = k907] + k5 [7], e, por brancura, x{"'[r] = o2 §|7]. Logo, para r > 0,

7] = 0 e, portanto, x\”[r] = k\[r], isto &, ndo ha viés sistematico nos

atrasos nao nulos.

Na pratica, o AWGN aumenta a variancia dos estimadores, mas nao desloca sis-
tematicamente as cumulantes de ordens r > 3 nem as cumulantes de 22 ordem
em 7 > 0, 0 que sugere alta robustez do método a degradagdes por ruido branco.
Para ruido colorido, né“’) [7] pode ser ndo nula em 7 > 0.

* Assimetria e impulsividade.

Eventos transitorios e ndo linearidades alteram a forma da distribuicdo: a 32 or-
dem responde a assimetria (skewness) e a 42 ordem a impulsividade/caudas
pesadas (kurtosis). Na fatia utilizada (atrasos repetidos, 1-D), vale «{z,y,y,y} =
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Elzy?] — 3E[xy]E[y?] (varidveis centradas), elevando a sensibilidade a desvios do
regime nominal.
4.3.5 Complexidade computacional

Seja L o numero de amostras por janela. Para cada componente m, o calculo
direto de (4.2)—(4.4) para todos os 7 € [0,L — 1] envolve O(L) operagdes por atraso,
totalizando O(L?) por cumulante e por componente. Como o processamento € inde-
pendente por {m,7}, ele se paraleliza naturalmente por janelas, componentes e modos
de operacéo.

4.3.6 Resumo operacional

Em sintese, para cada janela e para cada componente principal m:

(i) subtrai-se a média amostral;

(i) computam-se z™[7], Z{™[r] e #\"[r] com atraso circular e normalizagdo 1/L
segundo (4.2)—(4.4);

(iii) as séries resultantes por atraso alimentam o ranqueamento e a selegéo de atri-
butos descritos na Sec. 4.4.

4.4 RANQUEAMENTO E SELEGAO DE CARACTERISTICAS

Esta se¢ao descreve o ranqueamento e a selegcao dos atributos obtidos a partir
das séries de cumulantes (Sec. 4.3) usando a Razao Discriminante de Fisher (do in-
glés, Fisher’s Discriminant Ratio) (FDR). O procedimento implementado consiste em:

(i) rearranjar os vetores de cumulantes para uma representacao vetorial por janela;
(ii) calcular a FDR multiclasse [84] por atributo;
(iii) explorar simetria para reduzir redundancia em k,; e
(iv) selecionar os picos de FDR por ordem (cinco por ordem), concatenando-0os no
vetor final de caracteristicas.
4.41 Rearranjo dos cumulantes

Para cada ordem r € {2,3,4}, componente m € {1,...,M} e atraso 7 €
{0,..., L — 1}, denote por Eﬁm)(r) a amostra do cumulante correspondente (Sec. 4.3).
Seja G = {N,I,F} o conjunto de rétulos de classe e denote por g € {1,...,C} o indice
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inteiro da classe, com C' = |G| = 3. Para cada classe existem S janelas (“Casos x
Reps”).

Define-se a indexacéo linear de atributos
p=m-1)L+ (1+1), pe{l,...,P}, P=LM,
obtendo-se, para cada ordem r, o tensor rearranjado

fw(r) e RCxPxS

em que I'"(g,p,s) armazena a realizagéo do atributo p (isto &, o par (m,7)) na amostra
s da classe g. Na pratica, a indexagao concatena os M componentes ao longo do eixo
de atributos, preservando o numero de janelas como eixo de amostras.

Assim, para cada ordem r tem-se I’ € RC*PxS com P = L (um atributo por
atraso).

442 FDR multiclasse

Sejam, para cada classe g e atributo p,

S

S

1 ~
Z 7p7 ) O-;,p = mZ(F(r)(g,p,S) - ug,p)Qa
s=1 s=1

as estatisticas intra-classe (média e variancia) do atributo p, computadas ao longo do
eixo das janelas s. A FDR[84] é a soma sobre pares ordenados de classes:

- (1 — i (ttgp = 1s)”
FDR™ - L 4.5
- Yy e el @)
g=1 h= p
h

4.4.3 Exploragao de simetria em &,

Como gg’")(T) (autocovariancia centralizada) é par em 7 para sinais reais sob
estacionariedade de segunda ordem, aplica-se um corte consistente por componente
retendo apenas a “metade” de atrasos:

re{0,1,...,[L/2] -1} = peKkcC{l,...,P},
onde K é construido por componente (mesmo subconjunto de atrasos para cada m).
Esse corte € aplicado apenas a r = 2.
444 Selegao por picos locais e concatenagao final

As curvas FDR(™) (p) (Eq. 4.5), por serem calculadas sobre atrasos consecutivos
de um sinal temporalmente correlacionado, exibem forte correlagdo serial. Isso faz
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com que atributos vizinhos (e.g., para atrasos 7 e 7 + 1) possuam poder discriminativo
muito similar, formando “cordilheiras” ou aglomerados de valores elevados de FDR.
Uma selecéo dos k£ maiores valores absolutos poderia resultar na escolha de multiplos
pontos de uma mesma cordilheira, um fenbmeno conhecido como colinearidade. Tal
abordagem introduziria alta redundancia no vetor de caracteristicas final, aumentando
a dimensionalidade do problema sem agregar nova informag¢ao e podendo degradar
a performance e a estabilidade de classificadores sensiveis a matrizes de covariancia
mal condicionadas. Para mitigar este problema, opta-se pela selegdo de picos locais
de FDR. Esta estratégia visa identificar os representantes de cada aglomerado de alta
relevancia, garantindo a diversidade informacional e reduzindo a correlagao interna do
vetor de caracteristicas final.

Para detectar picos em FDR")(p) utilizou-se a fungdo findpeaks do MATLAB.
Uma amostra € considerada pico local se for estritamente maior do que as suas duas
vizinhas imediatas ou se for igual a +0o. Os pontos de extremidade do sinal que
nao sejam +oo sao excluidos da deteccao. Em regides planas (valores iguais con-
secutivos), a fungéo retorna apenas o ponto de menor indice. Os picos sdo emiti-
dos na ordem de ocorréncia; neste trabalho, apds a detecgéo, ordenam-se por altura
(SortsStr = descend) e selecionam-se 0s cinco maiores (NPeaks = 5). Nao se impu-
seram restricbes adicionais (e.g., distancia ou proeminéncia minimas), de modo que
a selegao reflete exatamente as cinco cristas locais de maior magnitude de FDR™(p)
apos os cortes definidos nesta segao.

Adota-se uma dimensionalidade por janela de B = 15 atributos, estratificada por
ordem (B, = 5 para cada r € {2, 3,4}), escolhida a priori para controlar complexidade.
Esse desenho: (i) mantém arazdo B/Nx baixa, mitigando aumento de variancia e o fe-
ndmeno de peaking em amostra finita [85, 86]; (ii) reduz redundéancia entre atrasos vizi-
nhos mesmo apos a detecgao local; e (iii) assegura paridade entre ordens, preservando
a complementaridade entre cumulantes de 22, 32 e 42 ordens. No conjunto empregado,
Net = C x S = 3 x 900 = 2700, de modo que B/Neg = 15/2700 ~ 5,6 x 1072 < 0,2,
mantendo B < Ng.

Para cada ordem r, aplica-se findpeaks sobre FDR"(p) e retém-se os indi-
ces dos cinco picos de maior altura:

Po={p, 0Py, Pe= 0P Pa= 0
Os atributos escolhidos s&o extraidos do tensor rearranjado:
f(Z)(: 77D27 :)7 f‘(3)( 77)37 :)7 f‘(4)( 77347 :)7

e concatenados no eixo de atributos, perfazendo B = 15 caracteristicas por janela.
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4.4.5 Viabilidade em Tempo Real e Complexidade Online

E fundamental distinguir entre a fase de projeto e treinamento do método (des-
crita até aqui) e sua fase de operagao ou inferéncia online. O procedimento de ran-
queamento via FDR e selecéo de picos, que envolve o calculo de todas as cumulantes
para todos os atrasos, € uma etapa de calibracio realizada offline uma unica vez sobre
o conjunto de dados.

O resultado desta etapa € um conjunto fixo e reduzido de indices de atraso,
P2, P3, Py. Uma vez que estes atrasos séo identificados, o processamento para cada
nova janela de dados em um sistema de monitoramento online torna-se computacio-
nalmente muito mais leve. O fluxo de trabalho online consiste em:

(a) Projetar as tensdes a partir de R.

(b) Calcular apenas os valores de cumulantes correspondentes aos atrasos pré-
selecionados nos conjuntos P.,.

Dessa forma, a etapa de calculo da FDR é inteiramente suprimida na operacéo
online. A complexidade computacional para a extragao de atributos, por sua vez, é
drasticamente reduzida. Em vez de calcular L valores para cada uma das trés ordens
de cumulantes (uma tarefa de complexidade O(L?) por ordem, conforme discutido na
Sec. 4.3), a implementacao online calcula apenas B, = 5 valores por ordem.

Cabe ressaltar, por fim, que o conjunto de B = 15 atributos, embora computa-
cionalmente eficiente, foi projetado para garantir a diversidade informacional ao incluir
as trés ordens de cumulantes. Este conjunto servird como base para uma etapa final
de otimizacdo (Sec. 4.6.4.4), a ser detalhada posteriormente. Como sera demons-
trado, uma analise de relevancia sobre este vetor permitira refinar a selegao para um
subconjunto ainda mais parcimonioso e robusto.

4.5 MAPA DE ATRIBUTOS NO INTERIOR DA ZND

Seja & € Dzyp um ponto de operacdo definido no Capitulo 3. Para cada 4, a
simulacdo do sistema fornece um trago de tensdes trifasicas vs(¢) no barramento do
PAC. Apdés amostragem e selegao da janela de interesse, o sinal correspondente é
organizado em um vetor x5 € R~.

O fluxo de extracado de atributos descrito nas Secdes 4.2—4.4 pode ser repre-
sentado, de forma compacta, por um mapeamento

S : Danp — R5, S(8) = ©(xs), (4.6)

em que ®(-) agrega as etapas de projegdo em subespaco por PCA, estimacgéo das cu-
mulantes de interesse e normalizagao do vetor de caracteristicas. O inteiro B denota,
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em cada experimento, o numero de atributos retidos apds o ranqueamento e a selecéo
conduzidos na Secéo 4.4.

Ao longo desta tese, assumiremos que S(-) é localmente continua no interior
da ZND, no sentido de que pequenas variagdes nos desbalancos (AP,AQ) produzem
pequenas variagcdes em S(9). De forma mais especifica, admitimos que existem cons-
tantes K > 0 e p > 0 tais que

1S(81) — S(82)|| < K ||6; — 8al], V81,82 € Danp cOm [|6; — 82| < p. (4.7)

Essa hipotese de regularidade € compativel com o fato de que o modelo de rede e
o processo de estimagao de cumulantes dependem de forma continua do ponto de
operacgao [87], e sera utilizada posteriormente para interpretar o comportamento do
MDI quando é varia no interior da ZND.

4.6 CLASSIFICADORES E OTIMIZACAO

Esta secdo descreve as arquiteturas de classificacdo e o protocolo de otimiza-
¢ao adotados para o MDI, conectando o vetor de atributos obtido nas Se¢des 4.2—4.4
ao treinamento e selecao de modelos. O desenho metodoldgico foi organizado em
duas fases complementares:

(i) Fase de otimizagao em janela fixa (Subsecdo 4.6.4): todos os experimentos de
busca e selec¢ao sdo conduzidos sobre janelas fixas de 2 ciclos (Subsecdo 4.1.1),
com SNR = 70 dB, partindo de um conjunto inicial de B = 15 atributos (cumulan-
tes de 2242 ordens). Nesta fase definem-se: (a) o numero de particbes K da
validagao cruzada; (b) o subconjunto 6timo de atributos para cada cardinalidade
B € {1,...,15}; (c) o niumero de neurdnios na camada escondida da MLP; e (d)
a combinagao final arquitetura x vetor de atributos.

(i) Fase de treino/avaliagao em janela deslizante (Subsec¢ao 4.6.5): com a to-
pologia e os atributos ja fixados na Fase (i), a rede é re-treinada sobre janelas
deslizantes 4 — 3 x 2 ciclos (Subsegéo 4.1.2) e avaliada por hold-out estratifi-
cado (30% teste), respeitando agrupamento por insténcia temporal. A decisao
por evento considera a fusdo das trés sub-janelas.

Salvo mengéo em contrario, as classes sao tri-rotulo {N, |, F}, os atributos séo
normalizados em [—1,1], e o vetor de entrada possui dimensionalidade B € {1, ..., 15}.
As métricas reportadas sao acuracia média + desvio-padrao sobre as partigdes.

4.6.1 Preparagao dos dados e alvos

O vetor de caracteristicas por janela € obtido a partir das séries de cumulantes
descritas na Sec¢ao 4.3 e do ranqueamento/selecido por FDR na Secao 4.4. Adota-se
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B = 15 atributos por janela, estratificados por ordem (B, = 5 para cada r € {2,3,4}).
Sejam P,,P3,P, os indices de atraso selecionados na Sec¢éo 4.4 para cada ordem; o
vetor final concatena, para cada janela, os elementos correspondentes {ES)(T)}TG%,
{7 (1)}rer, @ (R (D)} rep:

Seja G = {N, I, F} o conjunto de classes e S o numero de janelas por classe. O
conjunto total tem N = C'- S amostras, com C' = |G| = 3. As amostras sdo organizadas
em blocos contiguos por classe na ordem {N.I.F}. A matriz de dados e a de alvos sao
entao

7 c RNXB’ Y ¢ RNXS’

em que cada linha de Z contém um vetor de B atributos de uma janela, e cada linha
de Y é a codificagao one-of-K consistente com a ordem de classes adotada: (1,0,0)
para N; (0,1,0) para I; (0,0, 1) para F.

Normalizagao. Antes da particdo em folds, aplica-se uma reescala linear por
atributo para o intervalo [—1,1]. Seja z;, o valor do atributo b na amostra i, e definam-se
os limites globais

min max

Zy = N Z;p, 2 = max z;p.
1 1
O valor normalizado é .
. Zip = 2
Zivb = pmax _ Zmin - 1’
b b

equivalente a fungdo do MATLAB “mapminmax”. Os limites (2" 2"**) s&o estimados
uma unica vez no conjunto disponivel e aplicados de forma consistente a todos os
folds.

Validagao cruzada. Salvo mengédo em contrario, emprega-se validagao cru-
zada K-fold com K = 10 e particao aleatodria uniforme de amostras em K subcon-
juntos (MATLAB: crossvalind ('Kfold', N, 10)). Em cada fold i, define-se o
par treino—teste por indice e constroi-se Ziain, Yirain € Zitest, Ytest POr selecao de linhas.
Denotamos por nyain € ntest © NUMero de amostras de treino e teste em cada fold, com

K-1 1
Nirain = TN € Ntest = KN-

4.6.2 Arquiteturas consideradas

Foram avaliados dois classificadores complementares em custo e capacidade
de modelagem: (i) um linear por Minimos Quadrados (do inglés, Least Squares) (LS)
multiclasse e (ii) um Perceptron Multicamadas (do inglés, Multilayer Perceptron) (MLP)
com uma unica camada escondida. A escolha equilibra baixo custo computacional em
tempo de execucio e capacidade de capturar ndo-linearidades [84].
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4.6.2.1 LS multiclasse via pseudoinversa.

O classificador LS é obtido por minimos quadrados multissaida, com termo de
viés explicito. Dado Zan = [Zyan 1] € RManx(B+) g Y. e Ru=n*3 estima-se
W € R(B+D*3 resolvendo

W* = arg H‘lg]n || ZtrainW — Yirain pr

A solugao é computada pela pseudoinversa de Moore—Penrose (MATLAB PINvV, base-
ada em Decomposigcdo em Valores Singulares (do inglés, Singular Value Decomposi-
tion) (SVD)):

W* = Z¢

train

Ytrain .

Zain) 'Z{.. € recupera-

Se Zain tem posto completo em colunas, entdo Z; = (Z/ -

train train

se a solucdo das equacdes normais. Se for posto-deficiente, PINV entrega a solugao de
menor norma entre as infinitas solugbes que minimizam o erro quadratico, de acordo
com o truncamento de singulares definido internamente pela tolerancia padrao. Seja
Ziest = [Ziest 1] € RMesx(B+1) 3 predigéo no teste é

S = ZistW* € RMest™3, g; = arg max 9S,..
ce{1,2,3}

46.2.2 MLP com uma camada escondida.

Considera-se uma rede MLP com uma unica camada escondida e camada de
saida com trés neurénios (um por classe). Seja B o numero de atributos (B < 15),
C = 3 o numero de classes e, em um dado fold, ny.in € nest @s contagens de treino e
teste, respectivamente. As matrizes empregadas sao

Train X B Train X C Ntest X B
Ztrain € Rain ) Ytrain € Rrain 3 Ztest € Rt )

em que cada linha representa uma amostra; Y utiliza codificagdo one-of-K com a
ordem de classes {N,[,F}.

4.6.2.2.1 Arquitetura e ativacoes.

Seja ny 0 numero de neurdnios na camada escondida. Os parametros sao
W, e R b e R™, W, cR"™* b, cRC
A propagacao direta € dada por

H = éb(ztrainwl +1
?train = ¢(HW2 +1

T Ntrain XN H
ntrainbl ) € ]R ’

b;) c ]Rntrainxc7

Ntrain
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onde 1, denota um vetor coluna de 1’s de tamanho n. Adota-se ¢(u) = tanh(u), apli-
cada elemento a elemento, com definicdo
sinh(u)  e* —1

tanh(u) = =
anh(u) cosh(u) e?+1

d
€ (—1,1), . tanh(u) = 1 — tanh?(u).

A tanh é simétrica em torno de zero e saturante; a normalizagéo dos atributos em [—1,1]
(Secao 4.6.1) é compativel com essa faixa.

4.6.2.2.2 Treinamento por Levenberg—Marquardt.

A MLP é treinada minimizando o Erro Médio Quadratico (do inglés, Mean Squa-
red Error) (MSE) entre saidas e alvos. Escrevendo © = {W;,b;, W5, by} € ?train(@)
como a saida da rede no treino, define-se o vetor de residuos

e(@) = Vec(?train(@> - Ytrain) c Rntrainc,

e a funcao de custo

NyrainC'

Gle@IE = 3 e(©)

ntraln Ttrain

L(©) =

O método LM utiliza a aproximagdo Gauss—Newton do Hessiano, #(0) = V2L(0) ~
JTJ, e o gradiente g = J e, onde J = 2¢ € R{"=n®)xF & 3 jacobiana dos residuos em
relacdo ao vetor de parametros empilhados 0 = vec(©) € R, com P = Bnyg + ng +
nyg C + C. Em cada iteragao, resolve-se

(JTT+pI)AG = —Je, 0 < 0+ A,

com parametro de amortecimento p > 0. Para ;. pequeno, o passo se aproxima de
Gauss—Newton; para i grande, aproxima um passo de descida ingreme. O parametro
1 € ajustado iterativamente: se £ reduz, i € diminuido; caso contrario, u € aumentado
e 0 passo € reavaliado. O treinamento é interrompido ao atingir um limite de épocas
(até 100) ou um alvo de erro (10~?); ndo se utiliza validagéo interna (o controle de
generalizagdo é feito pelo protocolo K-fold externo).

4.6.2.2.3 Predigao e deciséo.

Para o conjunto de teste,

Ntest Thest

O rétulo estimado para a amostra j é

g; = arg max (Yiest). .
9i gce{1,2,3} ( )Jvc

Como a saida final é tanh, os valores sdo escores em (—1,1), sendo a decisao feita
por argmax entre as trés saidas.
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4.6.3 Modelo de decisao no espaco de atributos

Do ponto de vista estatistico, o MDI implementa um classificador
h:RP - {NIF}, g =h(5(5)), (4.8)

treinado a partir de amostras rotuladas (S(d(i)), y(i)), obtidas para diferentes pontos de
operagao e modos de funcionamento do sistema.

Para fins de analise conceitual, € conveniente considerar, no espaco de atribu-
tos RZ, os subconjuntos

X = {S(6W) : y =k}, ke {NILF}, (4.9)

que reunem os vetores de caracteristicas associados a cada classe.
Uma forma simples de quantificar o quao separadas essas classes podem estar
€ por meio de uma margem geométrica

— min min dist (s, X, dist(s,X,) = min s — ¢]. 4.10
7 = minmindis (5,:X), ist(s,Ay) = min ||s — ¢ (4.10)

Quando os aglomerados X} sdo bem separados no espago de atributos, o valor de
~ tende a ser maior; quando ha sobreposi¢ao significativa entre classes, v pode se
aproximar de zero. Essa nogao sera utilizada adiante na interpretacédo das fronteiras
de decisao aprendidas pelo classificador e de sua capacidade de generalizagao.

4.6.4 Protocolo de Otimizacao

A otimizacao foi organizada em quatro rodadas encadeadas, mantendo fixas as
convencgodes de preparacao dos dados. Em todas as comparacoes, os classificadores
LS e MLP operam sobre o mesmo vetor de caracteristicas (mesma cardinalidade B),
de modo que ambos recebem o mesmo numero de parametros de entrada. As rodadas
de otimizagao e seu objetivo geral foram:

(i) Rodada 1 — validagao cruzada. Definir o numero de particbes K da valida-
¢ao cruzada por K-fold, comparando LS (linear, com viés) e MLP (uma camada
escondida, n; = 20, ativagdes tanh).

(i) Rodada 2 — atributos. Para cada cardinalidade B € {1,...,15}, selecionar a
melhor combinagao de atributos dentre os 15 candidatos (Secéao 4.4), avaliando
LS e MLP sob o K definido na Rodada 1.

(i) Rodada 3 — tamanho da camada escondida. Para cada cardinalidade B e
seu melhor subconjunto (Rodada 2), escolher n; (nUmero de neurbnios na ca-
mada escondida da MLP) por varredura discreta. Nesta rodada apenas a MLP é
considerada.
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(iv) Rodada 4 — arquitetura final. Fixados B (subconjunto 6timo) e n;, (Rodadas 2—
3), consolidar a MLP final e compara-la ao LS como referéncia linear para compor
o par arquitetura x vetor de caracteristicas adotado nas avaliacbes subsequen-
tes.

A seguir cada rodada é detalhada.

4.6.4.1 Validacédo Cruzada

Esta rodada teve como objetivo escolher o numero de particdes K do protocolo
K-fold que produza estimativas de desempenho estaveis e com baixo viés.

Foram avaliados K € {5,10,15,20} para ambas as arquiteturas, utilizando todas
as B = 15 caracteristicas e as trés classes {N,I,F}. Em cada fold i € {1,...,K},
treina-se no subconjunto de treino e avalia-se no subconjunto de teste, obtendo a acu-
racia por fold:

i 1 1 = i 1 i _
A el Ax =) A, sKJﬁZ(Ag{)AK)Z.
=1

i=1

Reporta-se Ax + s e registram-se as matrizes de confusao por fold.

Para cada arquitetura, testou-se a hipétese nula de igualdade das médias en-
tre os niveis de K por ANOVA de um fator (niveis K), tomando como observagdes
0s {Aﬁ?}. Em caso de significancia (o« = 0,05), aplicou-se a Diferenga Significativa
Honesta (do inglés, Honestly Significant Difference) (HSD) de Tukey entre pares de
niveis.

O critério de escolha adotado foi

(a) Se a ANOVA indicou diferenca significativa, escolheu-se um nivel K pertencente
ao grupo de maior média (HSD de Tukey); entre empates, preferiu-se o menor
desvio-padrao sg.

(b) Se a ANOVA nao indicou diferenga significativa, adotou-se o K com menor sy
(estimativa mais estavel); persistindo empate, preferiu-se o0 menor K (menor
custo).

O valor selecionado € denotado por K™* e € utilizado nas Rodadas 2—4.

4.6.4.2 Atributos

Esta rodada tem por objetivo, para cada cardinalidade B, selecionar a melhor
combinagdo de atributos a partir de um conjunto candidato (cumulantes previamente
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selecionados; ver Sec. 4.4), avaliando LS e MLP sob o protocolo de validagédo cruzada
com K = K* definido na Secéo 4.6.4.1.

SejaZ = {1,...,M}, M = 15, o indice de atributos candidatos. Para cada
cardinalidade B € {1, ..., 15}, considera-se o conjunto de combinagdes

M
Co—{SCT:|S|=B}, [Csl= (B)

Para cada S € Cg, formam-se as matrizes de dados restringindo Z as colunas (atribu-
tos)em S.

Em cada combinagado S, ambos os classificadores sdo avaliados por validagao
cruzada K-fold, produzindo, para o modelo m € {LS,MLP}, as acuracias por fold
{Ags’m K |, amédia

1 K
) _ Z (4)
AB,S,m — E - AB,S,m

e o desvio-padrao

1 o, .
SB,S,;m = ﬁ Z(Ag&m - AB,S,m)Q-

=1

Para cada cardinalidade B e para cada modelo m, aplica-se ANOVA de um
fator sobre as acuracias por fold {Ag?s,m} ao longo de todas as combinagdes S € Cg.
Havendo significancia global (o« = 0,05), usa-se o teste HSD de Tukey para identificar
o(s) grupo(s) de maior média. Mantém-se, entdo, as combinac¢des G ,, cuja média
nao difere de forma significativa desses grupos para o modelo m. Caso a ANOVA
ndo indique significancia, toma-se G ,, = C. A concordancia entre modelos retém a
intersecéao

G = GpLs NG MLP-

Entre as combinacgdes remanescentes S € G, define-se um escore que privi-
legia alta acuracia média e baixa variabilidade, agregando os dois modelos:

Fg(S) = %(AB,S,LS + AB,S,MLP) - %(SB,S,LS + SB,S,MLP)J-

'

~
acuracia média penalizagao por instabilidade

Escolhe-se, para cada B, a combinagao 6tima

Sp = arg max Fg(S).

Esses subconjuntos S§7; s&o usados na rodada seguinte, dedicada ao ajuste do
tamanho da camada escondida da MLP.



78

4.6.4.3 Camada escondida

Nesta rodada ajusta-se o numero de neurdnios na camada escondida da MLP,
mantendo fixos, para cada cardinalidade B, o subconjunto 6timo de atributos S}, obtido
na Rodada 2. Os demais hiperparametros da rede (ativagéo tanh, fungao de treino LM,
épocas e meta de erro) permanecem conforme a Se¢ao 4.6.2.

Para cada B, considerou-se o conjunto de contagens de neurdnios
N =1{23,...,20}.

Para cada n;, € N, avaliou-se a MLP por validagdo cruzada K-fold com K = K*
(Secédo 4.6.4.1), usando somente as colunas de Z correspondentes a S;. Em cada
fold i € {1,... ,K*}, a rede é treinada no subconjunto de treino (sem particao interna)
e avaliada no de teste, produzindo as acuracias

K* K*
7 1 1 7 1 7 1 2
AR e0l],  Apy,, = = AR Spa, = s >S4, — Ap,)”

i=1 i=1

As particbes K-fold sdo amostradas aleatoriamente para cada n; sob semente fixa,
garantindo reprodutibilidade.

Aplicou-se ANOVA de um fator sobre as acuracias por fold {Ag?nh} ao longo
de todos os n;, € N. Havendo significancia global (o« = 0,05), utilizou-se o teste HSD
de Tukey para identificar os grupos de maior média; mantém-se, entdo, os valores
de n;, cuja média nao difere de forma significativa desses grupos. Na auséncia de
significancia, todos os n;, € A/ sdo mantidos.

Entre os n;, remanescentes, a escolha é feita por um escore que privilegia alta
acuracia e baixa variabilidade, com penalizagéo leve por complexidade:
— ’]’Lh
Jp(ny) = A - s - A— A =0,01.
B( h) B,np B,ny max(./\f) ) )

Seleciona-se, para cada B, o tamanho 6timo da camada escondida

n;(B) = arg max Jp(ng).

Em caso de empate em Jz, adota-se o menor sz, ; persistindo, prefere-se o menor
ny. O par (S5, n;(B)) alimenta a Rodada 4.

4.6.4.4 Arquiteturas e vetor de caracteristicas finais

Com os melhores subconjuntos de atributos por cardinalidade S}, (Rodada 2)
e os tamanhos 6timos de camada escondida n}(B) (Rodada 3) ja definidos, esta ro-
dada consolida a arquitetura final da MLP por comparacéao direta entre as candidatas
indexadas por B.
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Para cada B considerado, forma-se uma rede candidata
Mp = (B7 SE? nZ(B)>7

mantendo fixos os demais hiperparametros (ativagéo tanh, treino LM, numero de épo-
cas e meta de erro), e avalia-se cada Mg por validagdo cruzada K-fold com K = K*
(Secéo 4.6.4.1). Em cada fold i obtém-se a acuracia Ag); reportam-se, por candidata,

K*

— 1 a i 1 7 - 2
AB:F;AQ, sp = K*_IZ(ASE}—AB).

=1

Realiza-se ANOVA de um fator sobre as acuracias por fold das candidatas
{M}; havendo significancia (o = 0,05), aplica-se o teste HSD de Tukey para identifi-
car os grupos de maior média e retém-se os B cuja média ndo difere significativamente
desses grupos. Na auséncia de significancia, todas as candidatas seguem adiante.

Entre as candidatas remanescentes, a seleg¢ao final usa um escore que com-
bina desempenho e estabilidade, com leve penalizagdo por complexidade da camada
escondida:

A =0,01.

Define-se entéo
B* = arg max J(B), MLP* = Mp. = (B*, 8., nj(BY)).

Critérios de desempate s&o, nesta ordem: menor sz € menor n}(B). Para referéncia
linear, o classificador LS é também treinado e avaliado com o mesmo vetor de carac-
teristicas de dimensao B*.

4.6.5 Protocolo de Validagao e Controle de Viés

Uma vez definida a arquitetura 6tima do classificador na fase de otimizagéo (Se-
cao 4.6.4), a etapa subsequente é dedicada a treinar e validar o modelo final de forma a
garantir sua validade externa e capacidade de generalizagdo. Para tal, implementa-se
um protocolo projetado para emular a operagédo em tempo real (usando janelas des-
lizantes) e, crucialmente, para impedir qualquer forma de vazamento de informacgao
entre os estagios de desenvolvimento e de teste final.

Este protocolo se fundamenta em trés pilares essenciais:

1. Congelamento do Fluxo de Extracao de Atributos: Todos os parametros e
hiperparametros que definem a transformacg&o do sinal bruto em um vetor de
caracteristicas sao herdados da fase de otimizagdo e permanecem imutaveis.
Isso inclui:
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A matriz de rotagdo PCA fixa (R), estimada exclusivamente sobre os even-
tos de ilhamento do conjunto de otimizagao (Sec¢ao 4.2.2).

* A dimensionalidade da projegao.

» O conjunto exato de B* atrasos das cumulantes (S%.), selecionado na Se-
cédo0 4.6.4.4.

Esta medida é fundamental para evitar o viés de selegcao, garantindo que a per-
formance final ndo seja um artefato de um ajuste otimista sobre os dados de
teste. O fluxo de atributos, uma vez calibrado, é tratado como um sistema fixo e
nao adaptativo.

2. Particao Estratificada por Instancia Temporal: A geracao de dados via janela
deslizante (4 — 3x2 ciclos) introduz uma forte correlagao entre as trés subjanelas
(J1, T2, J3) extraidas da mesma forma de onda original. Uma particdo aleatéria
simples (a nivel de subjanela) levaria a um vazamento de informagao, pois o
modelo poderia ser treinado em 7; e testado em sua “irm&” quase idéntica /5.
Para impedir isso:

» As trés subjanelas geradas a partir da mesma instancia temporal sao trata-
das como um grupo atémico e indivisivel.

» A divisdo do conjunto de dados em subconjuntos de treino e teste € sempre
realizada a nivel de instancia temporal, garantindo que todas as trés subja-
nelas de um evento pertengam exclusivamente a um unico subconjunto.

3. Avaliagao Final em Conjunto de Dados Independente: A prova definitiva de
generalizagao é obtida através da avaliagdo do modelo treinado em um conjunto
de dados completamente inédito, o banco fora da grade (Segao 3.3.3). Este
conjunto:

» Contém 100 perfis de carga e geragcado que nao foram vistos em nenhuma
etapa anterior de otimizagao ou treinamento.

« E processado exatamente com o mesmo fluxo (Pilar 1).

» Serve como um teste cego, onde o desempenho medido reflete a capaci-
dade real do MDI de operar em condi¢gdes novas e desconhecidas.

4.6.5.1 Treinamento Final e Avaliagdo de Desempenho
O procedimento de treinamento e validagao segue, entéo, os fluxos descritos:
1. Treinamento em Janela Deslizante: O modelo final (MLP* e o LS de referéncia)
é treinado utilizando os dados do conjunto grade 3 x 3 (Secao 3.3.2), processados

com o mecanismo de janela deslizante. Adota-se uma particdo hold-out (70%
treino, 30% teste), respeitando o agrupamento por instancia temporal (Pilar 2).
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O treinamento de todas as trés subjanelas (71, J2, J3) assegura que o modelo
aprenda a lidar com as pequenas variagdes temporais inerentes ao processo de
varredura, o que € essencial para a robustez de decisdo.

2. Validacgao Independente: Apds o treinamento, os classificadores (com seus pe-
sos e parametros congelados) sdo aplicados ao conjunto de validagéo fora da
grade. Para cada evento neste conjunto, o sistema gera trés predi¢cdes inde-
pendentes, uma para cada subjanela. As matrizes de confusdo e métricas de
desempenho s&o calculadas primeiramente a nivel de subjanela, para entdo se-
rem consolidadas em uma decisao final por evento, conforme detalhado na secéo
seguinte.

Este protocolo metodoldgico garante que os resultados reportados sejam uma
estimativa conservadora e confiavel do desempenho do MDI em um cenario operaci-
onal realista.

4.7 FLUXO EM EXECUGAO

As secbes anteriores detalharam, de forma modular, os componentes de pro-
jeto, otimizagao e validagdo do MDI proposto. Esta sec¢ao final consolida essas etapas
em um unico fluxograma operacional, ilustrando a sequéncia de processamento que
seria executada em tempo real para classificar um novo evento a partir das tensbes
trifasicas monitoradas.

E fundamental reiterar a distincdo entre a fase de projeto (offline), que envolveu
a busca exaustiva por hiperparametros e a selecédo de atributos com custo computa-
cional elevado, e a fase de execugao (online), descrita aqui. O fluxo em execugao
herda os resultados da fase de projeto, isto €, a matriz de projecéo fixa R, o subcon-
junto 6timo de B* atrasos de cumulantes e a arquitetura do classificador treinado, para
operar com laténcia minima e baixo custo computacional.

A Figura 12 apresenta este fluxo de trabalho otimizado, que pode ser decom-
posto em duas fases interligadas:

1. Calibragdo Offline (Etapa Unica): Executada uma unica vez, esta fase utiliza
o conjunto de dados de otimizagao para calcular e “congelar” os componentes-
chave do sistema. Conforme ilustrado no lado esquerdo da figura, esta etapa
produz:

+ A matriz de rotagdo média R, que encapsula a direcdo de maxima varidncia
dos eventos de ilhamento.

» O conjunto fixo de atrasos {P,, Ps, P,}, que representa as caracteristicas
mais discriminantes.
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* A arquitetura e os pesos da rede MLP” final, ja treinada e otimizada.

Estes trés resultados sao os unicos artefatos transferidos para a fase de execu-
cao.

2. Execucgao Online (Tempo Real): Para cada nova forma de onda adquirida con-
tinuamente, o sistema executa o fluxo de baixo custo computacional ilustrado no
lado direito da figura:

(i) O sinal é recortado, normalizado e segmentado em trés subjanelas sobre-
postas.

(i) Cada subjanela é projetada em componentes principais usando a matriz fixa
R.

(iii) O sistema calcula as cumulantes apenas nos atrasos pré-selecionados
{Px}, formando o vetor final de atributos.

(iv) O vetor de atributos é reescalado e classificado pela MLP* ja treinada.

(v) As trés predigdes (uma por subjanela) sdo fundidas para gerar a decisao
final sobre o estado do sistema.

Este design desacoplado é a chave para a viabilidade do método: a complexi-
dade computacional é confinada a fase de projeto, permitindo que o fluxo em tempo
real opere com maxima eficiéncia, equilibrando alta precisao com os requisitos de baixa
laténcia indispensaveis para aplicagdes de protecéo e controle em sistemas de energia
elétrica.



Figura 12 — Fluxo de calibragao offline e execugao online.

Calibracao offline (unica) Execucao online (janela deslizante)

Tensoes trifasicas
aquisicao continua

Conjunto de otimizacao
Janela fixa 2c, SNR=70 dB

{Rij}ij W = 2 ciclos, p = 0,5 = 3 subjanelas

Normalizacao
v/vnom

pico

Media de rotacoes

PCA por janela (ilha) E Janela deslizante
R € R3*3 (Sec. 4.2.2) |

Cumulantes em C + FDR
picos Ps,Ps, P4 (Sec. 4.4)

Projecao fixa
C=XR

Calculo nos atrasos
P2, P3,Py
(K2,K3,K4)

Vetor fixo de atributos

P (fi
B* e S3. 1 (fxos)

Vetor de atributos
z € RE”

Topologia final
MLP*: n}, tanh, treino LM
(Sec. 4.6.4.4)

Reescala [—1,1]
(mapminmax do treino)

Fonte/dados

Processamento Classificacao
MLP* e LS

Parametros fixos (offline)

Saida/decisao Decisao
{N,L,F}

JUUU

Legenda: Fluxo operacional em duas fases. Na calibracao
offline, fixam-se R, os atrasos selecionados por FDR e a ar-
quitetura MLP*. Na execugédo online, cada nova forma de
onda é janelada, normalizada, projetada, descrita por cumu-
lantes nos atrasos selecionados e classificada em {N,|,F}.
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5 RESULTADOS

Este capitulo apresenta os resultados obtidos com a execugéao do fluxo proposto
no Cap. 4, aplicado aos sinais sintetizados no Cap. 3. Segue-se a filosofia de projeto
adotada:

(i) a etapa de otimizagdo baseada em janelas fixas de 2 ciclos (Sec. 4.1.1) para
selecionar atributos e hiperparametros;

(i) a etapa operacional sobre janelas deslizantes 4 — 3 x 2 ciclos (Sec. 4.1.2), que
emula o monitoramento quase em tempo real.

E reportado primeiro a configuragéo efetiva usada na execucdo. Em seguida, apresen-
tamos os achados das rodadas de otimizagao (escolha de K, subconjuntos de atributos
e n;, da MLP), os resultados em treino/teste com janela deslizante e, por fim, a vali-
dacgéo independente no banco fora da grade. Ao longo das subse¢des, mantemos os
vinculos com o desenho metodoldgico (Caps. 3—-4) e utilizamos as mesmas métricas
e convencgoes.

5.1 CONFIGURAGAO EXPERIMENTAL E REPRODUTIBILIDADE

5.1.1 Dados e janelamento

Todos os ensaios foram gerados a partir da microrrede de referéncia de 250 kW
(Cap. 3). As formas de onda brutas tém duracgdo T, = 0,5s e evento ancorado em
to = 0,35s (Sec. 3.1.7). Na etapa de otimizagao (Sec. 4.1.1) usou-se uma janela fixa
de 2 ciclos centrada em ¢, com jitter uniforme de ii de ciclo.

Para treino/teste e validagdo independente aplicou-se um recorte de 4 ciclos
com o mesmo jitter, seguido de janela deslizante 4 — 3 x 2 ciclos com sobreposi¢cao
de 50% (Sec. 4.1.2).

As Figuras 13 e 14 ilustram, para a mesma realizagao da fase A: (i) o trago bruto
de 0,5 s com o instante ¢; (ii) a janela fixa de 2 ciclos da otimizagéo; e (iii) a janela-mae
de 4 ciclos e as trés sub-janelas de 2 ciclos (50% de sobreposi¢gédo) da operagdo em
janela deslizante. Os parametros estao sintetizados na Tabela 8.

5.1.2 Reamostragem

O alvo foi 256 amostras por ciclo fundamental (f,om = 60 Hz), ou seja,

1 = 256 from = 15360 Hz.
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Figura 13 — Exemplo do janelamento temporal: sinal bruto e janela fixa.

Tensao bruta (fase A), T =05s;eventoemt=0.35s
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Legenda: Exempilo ilustrativo do janelamento aplicado aos sinais
no PAC, mantendo-se a mesma fase e a mesma realizacao: (a)
sinal bruto com duracgéo T, = 0,5 s e instante do evento ¢y; (b)
recorte fixo de 2 ciclos centrado em t,, com jitter de ii ciclo.
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Figura 14 — Exemplo do janelamento temporal: janela deslizante.

V, (ua) Janela deslizante: janela-mae 4¢ + 3 sub-janelas 2¢ (50%)

/A\A //\\ /\\ //\\ Janela-mée (4 ciclos)
/N /A S S WY

\
N/ N/ N /N
\/ \/ \/ \ / \/

N N

/ N\ /\ 7
/ 0\

/\ /N 7
\ \

Tempo
—
~

/ [\ |5
| \ /)

) \ / O\ \ ]

T \/ \J \J

<5 | ! \ Tempo (s, relativo a to)

-0.02 -0.008 0 0.008 0.02 0.03 0.03 0.04 0.05
|
I

4=

W = 2 ciclos

s =1 ciclo (p =0,5)

Sinal de tensdo Janela deslizante (2c)

(a) Janela deslizante: janela-mae de 4 ciclos (i}1 ciclo de jitter) e trés sub-janelas de
2 ciclos com sobreposigéo de 50%.

Legenda: Detalhe da etapa operacional: janela-mée de 4 ciclos
e trés sub-janelas de 2 ciclos com 50% de sobreposigao, usadas
para compor multiplas observacgdes por evento.

Implementou-se decimacao por fator inteiro M = [198,0kHz/15,36 kHz| = 13, resul-
tando em fs proc &~ 15,23kHz (=~ 254 pontos/ciclo). Essa diferenca de ~ 0,8% em rela-
¢ao ao alvo preserva as estatisticas de interesse e evita atrasos de grupo associados
a métodos que utilizam filtros (Sec. 4.1.1).

5.1.3 Ruido e normalizagcao

Em todas as fases de projeto/treino aplicou-se AWGN com SNR = 70dB trago

a trago (Sec. 4.1.1). As tensbes foram normalizadas por V" = Viemy/2/4/3, com

VIT™ = 25kV no PAC, produzindo grandezas adimensionais.
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5.1.4 Projecao PCA

Usou-se a rotagdo fixa R estimada exclusivamente com janelas de ilhamento
do conjunto de otimizagao (Sec. 4.2.2). A projegao opera com d = 1, retendo apenas
a primeira componente ¢; (Sec. 5.3). Cada janela é mapeada para um trago unidimen-
sional z antes do calculo das cumulantes.

5.1.5 Atributos

Os atributos sdo cumulantes de 22, 32 e 42 ordens calculados sobre z. Eles séo
avaliados por FDR multiclasse e reduzidos por picos locais (cinco por ordem) na fase de
projeto (Sec. 4.4). Na operacgao, apenas os atrasos pré-selecionados sédo computados
(Sec. 4.4.5).

5.1.6 Particao e decisao

No fluxo de janela deslizante, as trés sub-janelas de cada instancia temporal
sao tratadas como um grupo atémico na particao 70/30 (Sec. 3.3.2); a decisao por
evento é obtida por fusdo das trés predigbes (Sec. 4.6.5). As métricas sao reportadas
em nivel de sub-janela e de evento.

5.1.7 Implementagao e organizagao dos scripts

As rotinas MATLAB/Simulink foram organizadas em trés blocos: (i) geragao
de dados; (ii) pré-processamento da janela fixa; e (iii) janela deslizante e avaliagao.
Todos os cddigos utilizaram gerador de numeros aleatérios com semente fixa (rng
default) e foram executados na mesma versao do MATLAB/Simulink do Cap. 3.
A Tabela 8 sintetiza os parametros efetivamente adotados, em conformidade com o
Cap. 4 (Secs. 4.1.1-4.4.5) e o Cap. 3.

Tabela 8 — Parametros efetivamente usados na execucéo.

Item Configuragao

Duracdo da simulagcdo Tg, = 0,5s; evento em ¢ty = 0,35s.
Janelas (otimizagao) Fixa 2c, jitter i%c.

Janelas (operacgao) 4c — 3x2c, sobreposicao 50%, jitter iic.

Reamostragem downsample M = 13 = 15,23 kHz.

Ruido AWGN 70 dB por trago.

Normalizagao v/ Voo VIp " = 25kV.

PCA R fixa (estimada em ilhamento), d = 1, uso de c¢;.

Atributos Cumulantes (2°-42) em atrasos pré-selecionados por FDR.
Particoes Otimizagao: K-fold (Se¢ao 4.6.4.1); operacdo: 70/30 por instancia.

RNG rng default (todas as etapas MATLAB).
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5.2 CARACTERIZAGAO DO CONJUNTO

Esta se¢ao documenta o conjunto efetivamente utilizado nas etapas de otimiza-
¢ao (janela fixa, 2 ciclos) e operacéao (janela deslizante 4 — 3 x 2 ciclos). O objetivo é:
(i) explicitar as contagens e o equilibrio por classe, caso e repeticao; (ii) consolidar os
niveis de SNR empregados em cada bloco de analise; (iii) evidenciar a distribui¢do dos
modos de falta; e (iv) descrever a validag&o independente fora da grade. Adotamos a
convencéo de classes {N,I.F} para normal, ilhamento e falta, respectivamente.

5.2.1 Composicao e Estratificacao

A Tabela 9 resume as contagens por janelamento e por classe, distinguindo
instancias (janelas centrais) e sub-janelas (no regime deslizante). No conjunto de oti-
mizagdo (2 ciclos), cada classe possui 9x 100 = 900 janelas (9 casos x 100 repeti¢des),
perfazendo 2700 amostras balanceadas. No conjunto de treino/teste (4 — 3 x 2 ciclos),
cada instancia temporal gera trés sub-janelas: sdo 2700 sub-janelas por classe (900
instancias x 3) e 8100 no total. O conjunto fora da grade contém 100 perfis inéditos,
cada um com 10 repeticdes nas trés classes {N,|,F}, totalizando 3000 instancias e
9000 sub-janelas (trés por instancia).

Tabela 9 — Resumo de contagens por janelamento e classe.

Conjunto N | F Total
Otimizagéo (2 ciclos; instancias) 900 900 900 2700
Treino/Teste (4 — 3 x 2 ciclos; sub-janelas) 2700 2700 2700 8100
Validacao (fora da grade; instancias) 1000 1000 1000 3000

Validacao (fora da grade; sub-janelas) 3000 3000 3000 9000
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Para explicitar o equilibrio interno, a Tabela 10 agrega a estratificagdo por caso
(grade 3 x 3) e por perfil (fora da grade). No janelamento fixo (2 ciclos), cada caso da
grade contribui com 100 instancias por classe; no fora da grade, cada perfil contribui
com 10 instancias por classe. No regime em janela deslizante (4 — 3 x 2 ciclos), cada
instancia gera trés sub-janelas por classe.

Tabela 10 — Estratificagéo e balanceamento por conjunto.

Estrato (tipo) Numero Repeticoes/ Janela Janela

estratos estrato fixa deslizante
Casos 1-9 (grade 3 x 3) 9 100 900 2700
Perfis 1-100 (fora da grade) 100 10 1000 3000

5.2.2 Niveis de ruido (SNR) avaliados

No projeto/treino aplicou-se AWGN com SNR = 70 dB trago a trago (Sec. 4.1.1).
Para robustez, replica-se o processamento para SNR € {60, 50, 40,30} dB. A Tabela 11
consolida os cenarios usados neste capitulo.

Tabela 11 — Cenarios de SNR por bloco de analise.

Bloco de analise Conjunto SNR aplicado
Otimizacgéo (janela fixa) Grade 3 x 3 70dB
Treino/teste (janela deslizante) Grade 3 x 3 70dB

Robustez (variagdo de ruido)  Grade 3 x 3 {60,50,40,30} dB
Validagao independente Fora da grade (aleatéria) 70dB

Robustez na validacéo Fora da grade (aleatdria) {60,50,40,30} dB

5.2.3 Modos de falta e checagens de aleatoriedade

A sele¢do do modo de falta (FAULT MODE € {2,...,12}) é aleatéria a cada
repeticdo e a distancia do PAC ao ponto de aplicagédo é fixa em 5km (Cap. 3). A
Figura 15 resume as frequéncias relativas por modo de falta nos dois esquemas de
geracao (Sec. 3.2.2): (i) grade 3 x 3 (n = 900) e (ii) amostragem aleatéria na ZND
(n = 1000). Em ambos os casos observa-se distribuicdo aproximadamente uniforme
entre faltas monofasicas, bifasicas, bifasicas-terra e trifasicas.

5.3 VALIDACAO DA PROJEGAO FIXA (R)

Esta segéo tem como objetivo & verificar empiricamente que a rotagéo fixa R
(Sec. 4.2.2) é adequada e que a projecado unidimensional (d = 1; uso de ¢;) é sufici-
ente. Reporta-se: (A) o erro de ortogonalidade de R; (B) a energia explicada média (e
percentis) por componente em cada classe; e (C) a distribuigao de 7.
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Figura 15 — Distribuicdo dos modos de falta por esquema de amostragem.

Distribuicdo dos modos de falta — grade 3 x 3 Distribui¢io dos modos de falta— amostragem aleatéria
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Legenda: Histogramas das classes de falta adotadas nos cena-
rios (Segao correspondente), comparando a distribuicdo de ocor-
réncias entre (i) o conjunto deterministico em grade 3 x 3 e (ii) o
conjunto por amostragem aleatdria fora da grade. O valor n indica

o numero total de instancias consideradas em cada esquema.

5.3.1 Erro de ortogonalidade de R

Calcula-se R de acordo com a Equacgéo 4.1 sobre as matrizes ortonormais R
calculadas por PCA sobre as janelas do conjunto de otimizagao, perfazendo 900 ma-
trizes: ¢« = 9 perfis de carga e j = 100 repetigdes.

O afastamento ou erro de ortonormalidade pode ser calculado como

oth = |RTR—1I]|,. (5.1)
Onde ||-||,. denota a norma de Frobenius [88]. Para o conjunto estudado
obteve-se:
Eorth ~ 1,41.

Observa-se que, embora preserve aproximadamente a ortogonalidade entre colunas,
a matriz obtida ndo é ortonormal exata, com o desvio resultando principalmente da di-
ferenca nas normas das colunas, nao unitarias. Trata-se de uma consequéncia natural
da média direta no espaco euclidiano.

Esse comportamento é esperado e aceitavel dentro da proposta adotada. Como
discutido em [79], a média euclidiana de matrizes em O(3) pode resultar em uma matriz
fora do grupo, sendo necessario aplicar projecdes especificas para reestabelecer a
ortogonalidade, o que nao foi adotado aqui por priorizar simplicidade computacional.

Enfatiza-se que o objetivo desta projecao néo é a reconstrugado do sinal ou a
descorrelagao perfeita, mas sim a criagdo de um transformador fixo e computacional-
mente eficiente que maximize a separabilidade entre as classes de interesse.

Use-se, portanto, apenas a primeira coluna r; de R para projetar (z = Xi,),
uma vez que esse desvio nao prejudica a separabilidade, como confirmam as préximas
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analises.

5.3.2 Energia explicada por componente

Seja X € R%*3 g janela de observagdes ja normalizada (ver Secdo 4.2.1) e
A = (A\,)\2,)3) 0s autovalores da matriz de covariancia ¥ = - X"X. Definimos a

fracao de variancia (ou energia) preservada pelo j-é€simo componente principal como

Aj

= €123, 0<n <l1. 52
A+ X+ g J L (52)

15

A Tabela 12 apresenta as estatisticas descritivas da fragéo de variancia explicada (7;)
pelos trés primeiros componentes principais para cada classe de operacdo: nominal,
ilhamento e falta. Foram computadas a média e os percentis 5% (p5) € 95% (po5) com
base em N = 900 janelas por classe, todas extraidas do conjunto de otimizagao.

Tabela 12 — Energia explicada pelos componentes principais (;) em porcentagem.

m 2 3
Classe Média D5 P95 Média D5 Pos Média D5 Pos

Nominal 50,03 50,03 50,03 49,97 49,97 49,97 < 0,01 <0,01 <0,01
llhamento 54,01 50,49 56,17 45,99 43,83 49,51 < 0,01 <0,01 <0,01
Falta 68,07 52,14 84,79 29,87 14,11 44,75 2,05 < 0,01 5,96

Observa-se que, na classe nominal, a variancia é praticamente dividida igual-
mente entre os dois primeiros componentes principais (n; ~ 50,03%, 1, ~ 49,97%),
com variagdes nulas, enquanto o terceiro componente n&o contribui significativamente
(n3 = 0,00% em todos os casos). Isso indica que, sob operagao normal, os sinais trifasi-
cos sao altamente correlacionados e linearmente redundantes, sendo essencialmente
bidimensionais.

Na classe de ilhamento, nota-se uma leve assimetria: o primeiro componente
concentra em média 54,01% da variancia (com minimo de 50,49% e maximo de 56,17%),
enquanto o segundo retém os 45,99% restantes. O terceiro componente segue com
contribuicdo préxima de nula. A pequena diferenca entre os dois primeiros compo-
nentes sugere que, embora ainda haja correlagdo entre as fases, o ilhamento introduz
uma ligeira ruptura nessa estrutura, o que pode ser util para discriminagao.

Ja na classe de falta, o comportamento muda substancialmente. O primeiro
componente explica, em média, 68,07% da variancia, podendo chegar a 84,79%, en-
quanto o segundo cai para 29,87% e o terceiro passa a ter participagdo néo desprezi-
vel (até 5,96%). Essa dispersdo maior entre os componentes reflete a forte assimetria
introduzida pelas faltas, o que reduz a redundéncia entre as fases.
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Em conjunto, os resultados indicam que os dois primeiros componentes captu-
ram > 97% da variancia para todos os cenarios, sugerindo que d = 2 é dimensiona-
lidade suficiente para os classificadores. Entretanto, a subsegao seguinte demonstra
que, mesmo com d = 1, obtém-se desempenho competitivo em virtude da grande
separabilidade proporcionada por 7. Isto confirma a robustez da projecédo de ordem
reduzida sem sacrificar a discriminacao entre classes.

5.3.3 Distribuicao de 7; por classe

A Figura 16 mostra as densidades de 7, para as trés classes (N, I, F') calculadas
sobre as 900 janelas de otimizag&o por classe. Para NN, a distribuigcdo & praticamente
degenerada em torno de 50% (linha vertical preta), refletindo a simetria trifasica e a
dominancia da sequéncia positiva. Em I, o pico desloca-se para a direita, tipicamente
no intervalo 50,5-56%, com mediana indicada pela linha tracejada azul. Ja em F, a
densidade é mais espalhada e deslocada para valores maiores (mediana laranja =
70%), com cauda longa até ~ 90%. Essa separacao F' > {N,I/} em n; antecipa a boa
discriminabilidade quando trabalhamos com d = 1 (Sec. 5.3.2) e explica por que 0 uso
exclusivo de ¢, ja oferece alto desempenho (Tab. 13).

Figura 16 — Densidade de n; por classe no conjunto de otimizagao.
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Legenda: Estimativa de densidade (KDE) da energia explicada

pelo primeiro componente principal (n;) para cada classe (N, | e F)
no conjunto de otimizagéo.

Em sintese, 1; concentra metade da varidncia em N (=~ 50%), cresce modera-
damente em I (~ 54%) e torna-se dominante em I (~ 68%, com ampla variabilidade).
Essa hierarquia é consistente com a fisica do problema (quebra de simetria e surgi-
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mento de sequéncia negativa em faltas) e fundamenta a adogéo sistematica de d = 1
com a primeira coluna de R nas etapas seguintes.

5.3.4 Separabilidade por componente

A fragao de variancia explicada oferece um primeiro indicio de quao informativa
pode ser cada componente principal, mas ndo garante que a projecédo unidimensional
preserve a separabilidade entre as classes {N, I, F'}. Portanto, conduziu-se um expe-
rimento empirico para avaliar diretamente essa capacidade de discriminagao quando
se utiliza cada componente de forma isolada (d = 1). O procedimento segue quatro
etapas:

(1) Calculo das cumulantes de 22, 32 e 42 ordens em todos os 508 atrasos, gerando
matrizes I'y, I's, T’y € R?08%900,

(2) Calculo do FDR multiclasse para ranquear atributos.

(3) Selegao dos cinco maximos locais de cada ordem, resultando em um vetor de
5 x 3 = 15 atributos por janela. A escolha de picos locais, em vez dos maiores
valores absolutos de FDR, mitiga correlagdes entre cumulantes vizinhas.

(4) Treinamento, em validagao cruzada estratificada de 10 folds, de dois classifica-
dores:

(i) LS multiclasse;

(i) MLP com uma camada oculta (20 neurénios, tansig, trainlm).

Os resultados desta subsecao tém carater preliminar. Adotou-se validagao cru-
zada estratificada com K = 10 apenas como sonda para verificar a informatividade de
cada componente (ci, co, c3). A escolha definitiva de K sera realizada adiante, na Se-
¢ao 5.5. As conclusdes aqui reportadas nao antecipam essa escolha, servindo apenas
para motivar o uso de d = 1 nas etapas seguintes.

Os desempenhos meédios obtidos em cada cenario estdo sumarizados na Ta-
bela 13. Os valores apresentados correspondem a média de acuracia e ao respectivo
desvio-padrao ao longo das 10 parti¢des.

Os resultados de ¢, revelam que a MLP quase atinge 100% de acuracia, com
um desvio-padrao inferior a 0,4%, enquanto o classificador LS permanece em torno
de 93%. Essa combinacao de alto desempenho e baixa variabilidade sugere que os
15 atributos derivados de ¢; concentram a maior parte da informacao relevante para a
tarefa, mesmo sem qualquer etapa adicional de otimizacgao.

No caso da segunda componente, observa-se que o LS mantém praticamente
0 mesmo patamar de acuracia verificado em c¢;; entretanto, a MLP apresenta uma
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Tabela 13 — Acuracia média (%) + desvio-padrdao em validagao cruzada 10-fold por
componente principal (ensaio preliminar).

Componente dim(Z) LS (%) MLP (%)
¢ 15 93,48 + 1,25 99,74 + 0,36
Co 15 93,63 +1,94 97,33 + 9,41
c3 15 49,48 + 2,01 48,78 + 2,24

variabilidade muito superior (desvio-padrao de 9,4%). Esse comportamento indica que,
embora haja informacgéao discriminativa em ¢,, ela se encontra mesclada a ruido nao
gaussiano ou a atributos redundantes que tornam o processo de treinamento da rede
sensivel as particdes dos dados.

Por fim, a terceira componente produz desempenhos que nao ultrapassam 50%
de acuracia em nenhum dos classificadores. Tal resultado refor¢ca a conclusao de que
c3 carrega essencialmente residual pouco informativo, corroborando a analise apre-
sentada na Sec¢ao 5.3.2.

Em sintese, a projecao unidimensional sobre ¢; preserva, e de fato maximiza,
a separabilidade entre as classes enquanto cumpre o requisito de baixa complexidade
computacional: apenas trés multiplicagdes escalares por amostra no estagio de proje-
¢ao. Por essa razdo, adota-se d = 1 como dimensionalidade de trabalho nas etapas
subsequentes do MDI. Questdes relativas a selegéo fina de cumulantes e ao ajuste
dos classificadores serdo exploradas nas Sec¢des 4.4—4.6.

5.4 SELECAO DE ATRIBUTOS POR FDR

Apds fixar d = 1, estimaram-se as cumulantes conforme a Segéo 4.3 e calculou-
se a FDR multiclasse por atraso 7 (Secao 4.4). Para r = 2 explorou-se a simetria par
da autocovariancia, retendo apenas 7 € [0, [L/2] — 1] (Secédo 4.4.3). Em seguida,
aplicou-se a selegao por picos locais (cinco por ordem), evitando colinearidade entre
atrasos vizinhos e preservando diversidade informacional.

5.4.1 Mapas de FDR e leitura inicial

As Figuras 17-19 exibem os mapas 1-D de FDR para r € {2,3,4} em ¢;, com
marcadores nas cinco cristas selecionadas P,. Para facilitar a leitura visual da forma
dos mapas (e ndao apenas das alturas absolutas), as curvas foram normalizadas por
ordem dividindo-se pela FDR maxima de cada ordem. Assim, valores “1” indicam o
pico daquela ordem e os demais aparecem em escala relativa a ele.

Observa-se a recorréncia de cristas em torno das quadraturas (~ 90°) e entre
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Figura 17 — Mapa 1-D de FDR de 22 ordem em ¢;.
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Legenda: Mapa unidimensional da FDR de 22 ordem calculada so-
bre ¢;, com normalizagéo pela propria ordem. Os marcadores x
em vermelho indicam os cinco picos selecionados, definidos como
P2, que representam atrasos candidatos para extragdo de atribu-
tos.

260°-320°". Em 22 ordem (energia/defasagem) e 42 ordem (impulsividade) essas re-
gides concentram os maiores picos; em 32 ordem (assimetria) ha cristas menores, o
que sugere que a separagao entre {N,|,F} se da mais por nivel/energia e impulsividade
do que por skewness.

' Conversdes de T para tempo e angulo elétrico na Segdo 5.4.1.4.
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Figura 18 — Mapa 1-D de FDR de 32 ordem em ¢;.
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Legenda: Mapa unidimensional da FDR de 32 ordem calculada so-
bre ¢;, com normalizagéo pela propria ordem. Os marcadores x
em vermelho indicam os cinco picos selecionados, definidos como
Ps, que representam atrasos candidatos para extragdo de atribu-
tos.

5.4.1.1 Poder discriminativo geral

A Tabela 14 resume, por ordem, os cinco picos selecionados com suas FDR
absolutas e normalizadas (diviséo pelo pico maximo de cada ordem). Os valores con-
firmam que:

(i) em 22 e 42 ordens ha separacgao forte, com valores de FDR na casa das dezenas;

(i) em 32 ordem os valores sdo muito menores (centésimos). O seu pico maximo
de FDR é de ~0,03, um valor trés ordens de magnitude inferior aos picos das
outras ordens.

Na Tabela 14, a FDR normalizada é obtida pela divisdo pela FDR maxima den-
tro de cada ordem. Essa diferenga drastica indica que a contribuicdo da 3% ordem
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Figura 19 — Mapa 1-D de FDR de 42 ordem em ¢;.
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Legenda: Mapa unidimensional da FDR de 42 ordem calculada so-
bre ¢;, com normalizacéo pela prépria ordem. Os marcadores x
em vermelho indicam os cinco picos selecionados, definidos como
P4, que representam atrasos candidatos para extragdo de atribu-
tos.

Tabela 14 — Poder discriminativo dos picos por ordem (FDR bruta e normalizada).

Ordem r =2 Ordemr =3 Ordemr =4
T FDR FDRnorm. FDR FDRnorm. r FDR FDR norm.

1 211 29,8473 1,000 226 0,0274 1,000 194 20,4921 1,000
2 70 16,9824 0,569 58 10,0147 0,537 69 18,0404 0,881
3 154 14,8217 0,497 148 0,0107 0,391 283 17,3394 0,846
4 62  8,8591 0,297 371 0,0061 0,223 186 16,9018 0,825
5 192 7,9583 0,267 313 0,0050 0,182 439 15,0897 0,736
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para a classificagdo € marginal e potencialmente prejudicial, podendo adicionar ru-
ido e complexidade computacional desnecessaria ao modelo. Diante dessa evidéncia
quantitativa, optou-se por descartar os cumulantes de 32 ordem e construir o vetor de
atributo final exclusivamente com as as caracteristicas de 22 e 42 ordem. Assim, o
conjunto final de atributos € composto por B* = 10 caracteristicas, os cinco picos de
r=2eo0scincoder =4.

A baixa relevancia da 3% ordem nao € uma particularidade deste conjunto de
dados, mas sim um reflexo da fisica do problema. A cumulante de 32 ordem quanti-
fica a assimetria (skewness) da distribuicdo de probabilidade do sinal. Sinais de CA,
como os analisados, sao intrinsecamente simétricos em regime permanente, possu-
indo cumulantes de ordem impar teoricamente nulas. Os fenbmenos de interesse,
faltas e ilhamentos, alteram drasticamente a energia (capturada pela 22 ordem) e a im-
pulsividade (capturada pela 42 ordem) do sinal, mas preservam em grande parte essa
simetria. Uma falta, por exemplo, manifesta-se como um aumento de amplitude simé-
trico, enquanto o ilhamento acarreta desvios de frequéncia e amplitude que também
nao introduzem assimetria estatistica relevante. Portanto, os resultados empiricos da
Tabela 14 corroboram a expectativa tedrica de que a assimetria ndo € uma caracteris-
tica distintiva para este problema de classificagao.

5.4.1.2 Pares 2D mais discriminativos

Para inspecionar a separabilidade bivariada, avaliou-se todo par (z,,z,) for-
mado pelos B* = 10 atributos selecionados via FDR. Apoés padronizagdo z-score,
cada par foi ranqueado pelo critério de Fisher multiclasse em duas dimensoes,

Jon(p.q) = tr(S,1Ss),

onde S, é a covariancia intra-classes e S, a covariancia entre-classes restritas ao
par [84]. Selecionaram-se os seis maiores J,p, a Figura 20 mostra os scatter plots
desses pares, onde se observam fronteiras quase lineares entre {N, |, F}. Essa etapa
€ meramente visual.

5.4.1.3 Projegéo linear e contribuigbes individuais

Como sintese global do espago de atributos, aplicou-se a Analise Discrimi-
nante Linear (do inglés, Linear Discriminant Analysis) (LDA) ao vetor de 15 atributos,
projetando-o nas duas primeiras Discriminantes Lineares (LD1 e LD2), solug&o do pro-
blema

Sp,w=AS,w,

com S, e S,, computadas no espago completo apds z-score [84]. Como C' = 3 classes,
o posto de S, € no maximo C' — 1, logo a LDA produz até duas discriminantes (LD1
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Figura 20 — Seis pares com maior separabilidade segundo J5p.
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Legenda: Seis pares de atributos com maior separabilidade en-

tre classes segundo o critério Jop = tr(S;lsb), calculado a partir
das matrizes de dispersao intra-classe (S,,) e entre-classes (S;).
Os dados foram previamente padronizados em z-score para tor-
nar comparaveis escalas distintas entre atributos.

e LD2). A Figura 21 exibe a projecado em (LD1, LD2), evidenciando separagao clara
entre {I} e {F}. A nuvem {N} é muito compacta e sobreposta a de falta, ficando pouco
visivel no plano.
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Figura 21 — Projecéo LDA com 15 atributos padronizados.
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Legenda: Projecéo bidimensional obtida por LDA a partir do con-
junto completo de 15 atributos. Antes da projecéo, os atributos
foram padronizados em z-score, de modo que a separagao re-
flita predominantemente diferengas estruturais entre classes e ndo
apenas diferengas de escala entre variaveis.

Para validar a decis&o de excluir a 32 ordem, analisou-se a importancia dos atri-
butos na projeg¢do LDA. A Tabela 15, que aqui ainda exibe os 15 atributos para fins de
comparacgao, demonstra que as cinco caracteristicas de 32 ordem estao nas ultimas
posi¢cdes, com contribuicdes praticamente nulas. Isso corrobora que sua remogao nao
acarreta perda de informacao relevante para a discriminacgao linear. A analise final,
portanto, foca-se nos atributos de 22 e 42 ordem, que dominam completamente a for-
magcao das discriminantes LD1 e LD2.

Na Tabela 15, |LD1| e |LD2| representam contribui¢des relativas normalizadas,
com soma 1 em cada discriminante, enquanto combinado corresponde a meédia arit-
mética dessas importancias.
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Tabela 15 — Importancia normalizada dos atributos na LDA.

Atributo  Ordem |LD1| |LD2|] Combinado

r2[r=154] 2 03941 03214  0,3578
r2[r = 211] 20,3256 0,1972  0,2614
rd[r=283] 4 00064 02252  0,1158
r2[r = 62] 2 01210 00477  0,0843
r2[r = 70] 20,0757 0,0331 0,0544
rd[r=186] 4 00158 0,0828  0,0493
2[r=192] 2 00401 0,0419  0,0410
rd[r = 69] 40,0008 0,0332  0,0170
rd[r=194] 4 00139 00124  0,0131
rd[r=439] 4 0,047 00016  0,0031
r3[r=148] 3 00004 0,0013 0,000
r3[r = 58] 30,0005 0,0009  0,0007
B[r=226] 3 00004 0,0008  0,0006
B[r=313] 3  0,0005 000003  0,0004
B[r=371 3 0,002 0,0002  0,0002

5.4.1.4 Atrasos em amostras, tempo e angulo

Apés a decimagéao, a taxa de amostragem é

198000 5 ;
fs = 5 15230,77 Hz, Neiclo = 6f_0 ~ 253,85 amostras/ciclo.

Dado um atraso 7 (em amostras), o tempo e o0 dngulo correspondentes séo

Hr)=—[s] = tms(r)=10° L [ms],

[s [s

(1) = (% - 360 - 60) mod 360° — (T. 21600

Reporta-se ¢(7) no intervalo angular de 0° a 360°, pois picos separados de mais de um
ciclo podem cair em fases equivalentes.

) mod 360°.

S

Os angulos ¢(7) sao relativos ao inicio da janela. Como a fase da Fase A é
aleatéria e o instante do evento possuijitter de -1 de ciclo, o angulo efetivo do evento
na janela é gt = (4 + 360 f dt) mod 360°, onde ¢4 € o angulo da Fase A no inicio da
janela e it e [—}‘TO, iTO] é o jitter do ancoramento temporal do evento (7, = 1/ fy).

A Tabela 16 lista os mesmos picos em ordem crescente de r, convertendo para
tempo e fase elétrica com f, = 1252 e f, = 60 Hz. Note que a janela de andlise tem
dois ciclos e o evento é ancorado apds meio ciclo com jitter de i}; de ciclo; isto é, na
pratica o disturbio entra entre ~ ;11 e % de ciclo apds o inicio. A recorréncia de picos
perto de ~ 90° e 260°-320° é compativel com esse posicionamento relativo do evento

e com a sensibilidade de 2%/42 ordens nessas quadraturas.

Tomando os picos dominantes, observamos 7 = 211 (22 ordem), 7 = 226 (3%) e
T = 194 (4?), que caem em 299°, 320,5° e 275,1°, respectivamente, todos na regido de
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Tabela 16 — Atrasos selecionados por ordem (picos de FDR) em ¢;.

Ordem r = 2 Ordem r =3 Ordem r =4
T t(ms) o(graus) 7 t(ms) o(graus) 7 t(ms) ¢ (graus)
62 4,07 87,9 58 3,81 82,3 69 4,53 97,9
70 4,60 99,3 148 9,72 209,9 186 12,21 263,8
154 10,11 218.4 226 14,84 320,5 194 12,74 275,1
192 12,61 2723 313 20,55 83,9 283 18,58 41,3

211 13,85  299,2 371 24,36  166,1 439 28,82  262.6

trés-quartos de ciclo, onde a combinagao entre poténcia/defasagem e impulsividade
maximiza diferengas entre {N, |, F}. As “segundas melhores” cumulantes de cada or-
dem (7 = 70, 58, 69) aparecem proximas de um quarto de ciclo (~ 90°), formando, junto
com 0s picos em ~ 270°-320°, dois aglomerados angulares estaveis. Alguns atrasos
acima de um ciclo (p.ex., 7 = 313,371 em 32 ordem) retornam a fases equivalentes,
refletindo cordilheiras de FDR uteis quando o transiente se estende por mais de um
periodo.

Em termos de magnitude absoluta, conforme demonstrado pela Tabela 14, a
32 ordem apresenta FDRs insignificantes em comparagdo com as ordens 2 e 4. Isso
valida a conclusdo de que, para este problema, a assimetria do sinal (skewness) nao
€ uma caracteristica relevante para a separacéo das classes, que sao dominadas pela
estrutura de energia e pela impulsividade. Por essa raz&o, optou-se por um modelo
mais enxuto e robusto, descartando os atributos de 32 ordem. A coeréncia da sele¢ao
dos atributos de 22 e 42 ordens é confirmada pela analise dos pares 2D (Figura 20) e
pela projecao LDA (Tabela 15).

5.5 OTIMIZAGAO EM JANELA FIXA

Com o conjunto de B* = 10 atributos candidatos definido pela etapa de FDR
(Secédo 5.4) e mantendo a janela de dois ciclos, procede-se a otimizagao do classi-
ficador no regime janela fixa. O objetivo aqui € seguir o protocolo experimental da
Secao 4.6.4 para escolher, de forma reprodutivel:

(i) o particionamento de validagao cruzada,
(i) o melhor subconjunto de atributos para cada cardinalidade B*,
(iii) o tamanho da camada escondida da MLP e, por fim,

(iv) consolidar a arquitetura final, comparando-a a uma referéncia de LS.
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Em todas as rodadas, os dados sao previamente escalonados para [—1,1] e as
comparagdes entre configuragdes usam a mesma familia de partigdes, evitando vieses
entre métodos. A apresentagédo segue quatro blocos:

a Rodada 1 define o niumero de particbes K* via estabilidade de acuracia;

a Rodada 2 seleciona, para cada B*, o subconjunto S%. que maximiza o critério
adotado;

a Rodada 3, restrita a MLP, varre o nimero de neurénios escondidos n;, no me-
lhor B*;

» e a Rodada 4 consolida a arquitetura escolhida e reporta o desempenho (média
+ desvio padrao) e a Matriz de Confuséo (MC).

Quando pertinente, sao incluidas analises de significancia para comparagdes
entre configuragoes.

5.5.1 Rodada 1 — escolha do tamanho do particionamento

Avaliou-se o impacto do numero de partigdes na validagao cruzada, testando
K € {5,10,15,20} com os mesmos indices para ambos os classificadores (LS e MLP).
A MLP utilizou camada escondida com 20 neurénios e trainlm. A Tabela 17 reporta a
acuracia meédia geral e o desvio padrao por K e por classificador.

Tabela 17 — Acuracia (%) na validagcéo cruzada em funcéo de K (B = 10 atributos).

% Least Squares (LS) MLP
média dp média dp
5 93,48 0,58 99,63 0,19
10 93,48 1,15 99,56 0,34
15 93,48 1,99 97,37 8,65
20 93,48 1,68 99,63 0,56

Para o LS, a acuracia média permaneceu essencialmente inalterada em 93,48%
entre os valores de K, com leve aumento do desvio padrdo a medida que o con-
junto de teste por fold diminui. Notavelmente, K = 5 apresentou o menor desvio pa-
drao (0,58%), indicando maior estabilidade do modelo nessa configuragdo. A ANOVA
de uma via confirmou a auséncia de diferengas entre os grupos (p = 1,00); o teste
Tukey—HSD nao identificou pares significativamente distintos (todas as comparagdes
CoOM pajust = 1,00).

Para a MLP, observa-se um desempenho consistentemente alto e estavel, com
acurdacias proximas a 99,6% e desvios padrdo muito baixos para a maioria dos valores
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de K, alcangando em K = 5 a maior acuracia média (99,63%) e o menor desvio
padrao (0,19%). Uma pequena queda de desempenho foi observada em K = 15,
mas a ANOVA nao indicou diferencga estatistica global entre os grupos (p = 0,520), e 0
teste Tukey—HSD subsequente n&o encontrou pares significativamente distintos. Isso
demonstra a robustez do modelo frente a diferentes estratégias de particionamento.

Considerando que os grupos néo apresentaram diferenga estatistica global, a
escolha de K* passa a ser guiada exclusivamente por critérios de estabilidade e custo
computacional, assim, considerando que K = 5 proporcionou o desempenho mais es-
tavel (menor variancia) para ambos os classificadores e o melhor desempenho médio
para a MLP, além de implicar um menor custo computacional, ele é selecionado como
o valor 6timo. Adota-se, portanto, K* = 5 nas rodadas subsequentes.

5.5.1.1 Matrizes de confusdo e métricas por classe

A Figura 22 apresenta as matrizes de confusdo agregadas para K* = 5 folds,
representando a soma das predigdes sobre todo o conjunto de dados.? Cada célula
exibe a contagem absoluta de amostras (negrito) e seu percentual relativo ao total de
dados.

A matrizdo LS (Fig. 22b) demonstra precisao igual a 100% para as classes Falta
(F) e llhamento (I), mas seu principal erro consiste na classificagdo incorreta de 176
amostras de Falta (F) como Nominal (N), resultando em um recall de apenas 80,4%
para a classe F.

Em contrapartida, a MLP (Fig. 22a) exibe um desempenho superior e com um
padrdao de erro minimo. As classes Ilhamento (I) e Nominal (N) sao perfeitamente
identificadas (recall de 100%). O unico erro residual ocorre na classe Falta (F), onde
apenas 10 amostras (1,1%) sdo confundidas com a classe Nominal (N). Essa dras-
tica reducao na confusao F—N, em comparagao com o LS, justifica a acuracia global
superior da MLP.

Com Nyt = 2700 janelas, a acuracia é reportada com duas casas decimais e
intervalo de confianga (IC95%): LS 93,48% (IC95% 92,49-94,35) e MLP 99,63% (1C95%
99,32—-99,80). As métricas por classe na Tabela 18, calculadas a partir das matrizes
agregadas, quantificam essas observacoes.

O LS alcanca precisao perfeita para F e |, mas ao custo de um baixo recall para
a classe Falta (80,44%). A MLP, por sua vez, apresenta um perfil de desempenho
excepcional, com scores F1 superiores a 99,4% para todas as classes, o que a qualifica
como uma solugao extremamente robusta e confiavel.

2 A matriz de confusdo média por fold (média das matrizes normalizadas de cada fold) tam-
bém foi calculada para avaliar a estabilidade entre particbes. Seus resultados sdo consis-
tentes com a analise agregada aqui apresentada, ndo sendo exibida por brevidade.



Figura 22 — Matrizes de confusdo agregadas (K* = 5).
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Legenda: Matrizes de confusao agregadas para os classificadores
MLP e LS, com K* = 5. Os painéis laterais resumem o desem-
penho por classe predita (aprox. precisao por linha) e os painéis
inferiores por classe verdadeira (aprox. recall por coluna). O canto
inferior direito apresenta a acuracia global do modelo.

Tabela 18 — Métricas por classe em K = 5 (valores em %).

LS MLP
Classe
precision recall F1 precision recall F1
N 83,64 100,00 91,09 98,90 100,00 99,45
I 100,00 100,00 100,00 100,00 100,00 100,00
F 100,00 80,44 89,16 100,00 98,89 99,44

Em sintese, a escolha de K* = 5 é justificada pela obtengdo do desempenho mais

estavel e preciso, confirmando o alto poder discriminativo do conjunto de atributos se-
lecionado e estabelecendo uma base solida para as proximas rodadas de otimizacgao.

5.5.2 Rodada 2 — melhor subconjunto para cada B*

Com o particionamento fixado em K*=5 (Se¢ao 5.5) e o conjunto-base de 10
atributos selecionado por FDR (cinco cumulantes de 22 ordem e cinco de 42, Se-
¢ao 5.4), conduz-se nesta rodada uma busca exaustiva para, em cada cardinalidade
B* € {1,...,10}, determinar o subconjunto 6timo S}. que maximize simultaneamente

o desempenho dos dois classificadores avaliados (LS e MLP). Para manter a notagao
inequivoca, adota-se: B para o conjunto-base de 10 atributos; B* para a cardinalidade
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do subconjunto; e Si. C B para o subconjunto 6timo de tamanho B*.

A motivacao desta rodada é que a selecao via FDR, por ser univariada e linear,
ordena bem os atrasos mais informativos, mas nao modela relagées de complementa-
ridade, nem elimina redundancias entre atributos de ordens distintas. Assim, embora
o conjunto completo com 10 atributos seja informativo, ndo ha garantia de que ele seja
0 mais adequado para os classificadores considerados; frequentemente, subconjun-
tos menores combinam melhor atributos de 22 e 42 ordens e levam a solu¢gdes mais
estaveis em validacdo cruzada. Por isso, avaliam-se exaustivamente todos os subcon-
juntos de cada cardinalidade, sempre sob o0 mesmo particionamento K*, buscando o
melhor compromisso entre LS e MLP.

5.5.2.1 Resultados por cardinalidade

Para cada cardinalidade B*, enumeraram-se todas as combinag¢des possiveis
de B* atributos em B e aplicou-se validagao cruzada estratificada com dobras fixas e
compartilhadas (K* = 5). O classificador LS foi ajustado por minimos quadrados com
viés (pseudoinversa). A MLP empregou uma camada escondida com 20 neurénios,
funcao de ativagdo tansig e algoritmo de treinamento trainlm (100 épocas, goal =
1073), sem particdo de validagao interna.

O critério de escolha de S},. foi 0 seguinte: (i) maximizacdo mutua da média das
acuracias de LS e MLP em validag&o cruzada; e (ii) em caso de empate nessa média,
selec¢ao do subconjunto com menor desvio-padrao medio.

As posicoes 1-10 apresentadas na Tabela 19 fixam o mapeamento entre in-
dice e atributo efetivo: cada numero que aparecer nos subconjuntos adiante refere-se
exatamente a um desses cumulantes de 22 ou 42 ordens. Com esse mapeamento
estabelecido, a proxima tabela passa a listar, para cada cardinalidade B*, qual combi-
nagao de posi¢cdes obteve o melhor desempenho em validagao cruzada.

Tabela 19 — Mapeamento das posi¢des do conjunto de atributos r[r].

Posicao Atributo (r[7])

1 2[211]
2 4[194]
3 4[69]
4 4[283]
S 2[70]
6 4[186]
7 4[439]
8 2[154]
9 2[62]
10 2[192]
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A Tabela 20 resume entdo, para cada B*, o subconjunto selecionado Sj. (em
termos das posi¢cdes da Tabela 19) e as acuracias de validagao cruzada (K* = 5) dos
classificadores LS e MLP, com média e desvio-padrao.

Tabela 20 — Melhor subconjunto S3. por cardinalidade e desempenho em validagao
cruzada (K* = 5).

Subconjunto S%. LS (Acuracia %) MLP (Acuracia %)

-
-

B*

posicoes média dp média dp
1 [5] 85,00 18,77 99,33 0,53
2 [2,5] 94,52 1,56 99,56 0,21
3 [1,2,4] 92,37 0,98 99,56 0,36
4 [1,4,5,9] 93,33 0,81 99,74 0,31
5 [1,2,4,5,8] 93,48 0,50 99,89 0,17
6 [1,3,4,5,8,9] 93,48 0,61 99,78 0,24
7 [3,4,5,6,7,8,9] 93,41 0,21 99,59 0,15
8 [1,2,3,5,6,7,8,9 93,48 0,30 99,59 0,15
9 [1,2,3,5,6,7,8,9,10] 93,48 0,80 9948 0,56
10 [1,2,3,4,5,6,7,8,9,10] 93,48 1,29 99,63 0,26

Os resultados permitem algumas observacdes relevantes. Primeiro, mesmo
uma unica caracteristica de 22 ordem (B*=1, posi¢ao 5, r2[70]) ja fornece a MLP
desempenho muito alto (99,33% + 0,53%), mas o LS apresenta maior variabilidade
(85,00% + 18,77%), o que indica que uma unica projecao linear nao é suficiente para
separar de modo homogéneo todas as dobras. Segundo, o salto para B*=2, com o
par {r4[194]1,r2[70]}, estabiliza o classificador linear e o leva a 94,52% + 1,56%,
enquanto a MLP mantém desempenho acima de 99,5%. Isso mostra que a combina-
¢ao de uma informacéo de 42 ordem com uma de 22 ordem ja captura boa parte da
variabilidade discriminativa do problema.

Para cardinalidades intermediarias, notadamente B* > 4, o LS passa a oscilar
em torno de 93,3-93,5% com desvios-padrao pequenos, sugerindo que, a partir desse
ponto, o espaco de atributos € suficientemente rico para uma fronteira quase linear
sob o particionamento adotado. A MLP, por sua vez, alcanga seu melhor resultado em
B* =5(99,89% + 0,17%), com leve decréscimo, ainda dentro da faixa de 99,5-99,8%,
quando mais atributos sdo adicionados. Esse comportamento é coerente com a ideia
de que um conjunto moderado de atributos bem escolhidos explora as interagdes entre
cumulantes de ordens distintas sem introduzir ruido ou redundancia excessivos.

Assim, a Rodada 2 estabelece, para cada cardinalidade B*, o subconjunto S5.
que melhor combina atributos de 22 e 42 ordens sob o mesmo particionamento K*.
Conjuntos moderados (B* € [5,8]) oferecem desempenho praticamente perfeito para
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a MLP e desempenho estavel para o LS, o que os torna candidatos naturais para as
etapas seguintes. A escolha final da cardinalidade 6tima sera refinada na Rodada 3, na
qual a MLP sera reavaliada com arquiteturas alternativas para cada S7., empregando
a estrutura aqui definida como referéncia de atributos. O LS, por ser deterministico
dado B* e K*, nao requer ajuste adicional nessa etapa.

5.5.3 Rodada 3 — ajuste de arquitetura da MLP

Nesta rodada a escolha do numero de neurdnios da MLP foi feita com base em:
(i) no particionamento e nos subconjuntos 6timos de atributos encontrados nas Roda-
das anteriores; (ii) na avaliagao sistematica do desempenho da rede para diferentes
tamanhos de camada escondida; e (iii)) em uma etapa estatistica (ANOVA e teste de
Tukey), seguida de um critério composto de decisao para selecionar a arquitetura mais
adequada. O obijetivo foi evitar escolher uma rede apenas porque, por acaso, obteve a
maior média em uma unica execug¢ao de validacao cruzada, priorizando em vez disso
arquiteturas estatisticamente indistinguiveis da melhor e, dentro desse grupo, as mais
estaveis e parcimoniosas.

Para cada cardinalidade de atributos B* € {1,...,10} aplicou-se o seguinte
procedimento:

(i) Selecionou-se o subconjunto S3. identificado na Tabela 20;

(i) Manteve-se o mesmo particionamento estratificado de validagcdo cruzada com
K* =5 dobras;

(iii) Varreu-se o numero de neurbnios na camada escondida na faixa
ny € {2,3,...,20},

treinando em cada caso uma MLP com a mesma configuracao de treinamento
(tansig, trainlm, 100 épocas, goal = 10~3) e sem particdo de validagao in-
terna adicional,

(iv) Para cada par (B*,n;) foram armazenadas as acuracias por dobra, a acuracia
meédia e o desvio padrdao em validagao cruzada;

(v) Sobre o conjunto de acuracias por dobra foi aplicada uma ANOVA de uma via,
tendo o numero de neurénios como fator;

(vi) Quando a ANOVA nao indicou diferenga global significativa, todas as arquite-
turas foram consideradas equivalentes; quando indicou diferenga, aplicou-se o
teste de comparacgdes multiplas de Tukey—HSD para identificar o subconjunto de
arquiteturas que nao eram significativamente piores que as melhores (isto €, com
p > 0,05 em relagdo ao grupo de maior acuracia);
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(vii) Dentro desse subconjunto estatisticamente indiferenciavel, calculou-se um indice

composto
Np

max ’

ny

J(np) = a(ng) — s(np) — A (5.3)

em que a(n,) € a acuracia média na validagao cruzada, s(n;,) € o desvio padréo
associado e o ultimo termo penaliza arquiteturas mais complexas (A = 1072 e
ny®* = 20). Assim, duas redes com mesma média caem no critério de desempate
pela menor variabilidade; persistindo o empate, vence a de menor numero de
neurdnios.

Aplicando esse protocolo para cada subconjunto Sy., chegaram-se as arquite-
turas resumidas na Tabela 21.

Tabela 21 — Arquiteturas MLP selecionadas por cardinalidade B*.

B* Subconjunto S%. ny Acuracia (%) dp (%)
1 [5] 2 99,33 0,10
2 [2,5] 5 99,59 0,15
3 [1,2,4] 7 100,00 0,00
4 [1,4,5,9] 2 99,96 0,08
5 [1,2,4,5,8] 3 99,96 0,08
6 [1,3,4,5,8,9 2 99,93 0,10
7 [3,4,5,6,7,8,9] 2 99,93 0,17
8 [1,2,3,5,6,7,8,9] 2 99,81 0,19
9 [1,2,3,5,6,7,8,9,10] 2 99.89 0,10
10 [1,2,3,4,5,6,7,8,9,10] 3 99,96 0,08

Alguns pontos merecem destaque:

* JAcom B* = 1 (um unico cumulante de 22 ordem) uma MLP extremamente com-
pacta, com apenas dois neurdnios escondidos, atinge 99,33% de acuracia média
com desvio padrao de apenas 0,10%. Isso indica que o problema ja apresenta
forte separabilidade mesmo em uma dimensao.

» A partir de B* = 2-3 observa-se um claro platdé de desempenho. Em particular,
para B* = 3 o subconjunto [1,2,4] leva a 100,00% de acuracia média com desvio
padrdo nulo, ao custo de uma camada escondida um pouco maior (nj = 7).

* Para cardinalidades intermediarias (B* € {4,...,7}) surgem combinag¢des que
estabilizam o desempenho em torno de 99,9%, agora com arquiteturas mais en-
xutas (nj = 2 ou 3). Isso mostra que, uma vez combinados cumulantes de 22 e
42 ordens, poucos neurdnios sao suficientes para saturar a acuracia.

* Mesmo com quase todos os 10 atributos disponiveis, a rede nao cresce significa-
tivamente. Para B* = 10 a melhor solugédo segundo a Equacgéo 5.3 utiliza apenas
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trés neurdnios escondidos e atinge 99,96% + 0,08%, evidenciando que o pro-
blema, na janela de dois ciclos e com os cumulantes selecionados, ndo exige
arquiteturas profundas nem largas.

Nos experimentos conduzidos, os testes de Tukey—HSD n&o indicaram diferen-
cas estatisticamente significativas entre as arquiteturas avaliadas em cada cardinali-
dade B*, de modo que as redes selecionadas via J(n,) devem ser interpretadas como
escolhas parcimoniosas dentro de um conjunto de solugbes estatisticamente equiva-
lentes.

Em resumo, a Rodada 3 mostra que a alta acuracia observada na Rodada 2 nao
dependia de uma MLP grande (como a configuragao inicial de 20 neurdnios utilizada
apenas como referéncia). Ao controlar estatisticamente as diferengas entre arquite-
turas e penalizar a complexidade, chega-se a um conjunto de redes muito pequenas
(tipicamente 2—3 neurdnios, com até 7 no caso mais extremo) que preservam o desem-
penho de 99,8-100% e apresentam variabilidade minima entre as dobras. Essas ar-
quiteturas serdo, portanto, as candidatas naturais a serem consolidadas na Rodada 4,
quando serao comparadas entre si para definicdo do melhor modelo nao linear estu-
dado.

5.5.4 Rodada 4 — consolidagao da arquitetura

Na Rodada 3 foram obtidas, para cada cardinalidade B*, as arquiteturas can-
didatas MLP(B*,n}) que maximizam o J(n;) sob o particionamento fixo K* = 5. Em
todos os casos nao se indicou diferengas estatisticamente significativas entre as ar-
quiteturas avaliadas para um mesmo B*, isto é, dentro de cada cardinalidade as redes
com diferentes numeros de neurdnios ndo puderam ser distinguidas em termos de
acuracia média. Assim, as arquiteturas selecionadas pela Equacédo 5.3 devem ser
entendidas como representantes parcimoniosas de um conjunto de solugdes estatisti-
camente equivalentes.

Nesta rodada, essas arquiteturas MLP(B*,n}) sao reavaliadas de forma com-
parativa, mantendo-se:

* 0 mesmo conjunto de atributos Sj,. definido na Rodada 2;
* 0 mesmo particionamento estratificado de validagao cruzada (K* = 5);

* 0 mesmo numero de neurénios escondidos n; selecionado na Rodada 3 para
cada B*.

O objetivo desta etapa é consolidar a escolha da arquitetura final a luz de um
critério de compromisso entre desempenho médio, estabilidade (desvio padrdo) e com-
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plexidade (numero de atributos e neurdnios), comparando ainda a MLP “étima” com
um classificador linear de referéncia (LS) que utiliza o mesmo vetor de atributos.

A Tabela 22 resume as acuracias em validagao cruzada para cada par (B*, n})
nesta rodada.

Tabela 22 — Desempenho em validag&o cruzada das arquiteturas MLP(B*,n}) reavali-
adas na Rodada 4.

B* nj; Acuracia (%) dp (%)
1 2 99,33 0,10
2 5 99,44 0,29
3 7 99,81 0,32
4 2 99,93 0,10
5 3 99,85 0,33
6 2 99,96 0,08
7 2 99,96 0,08
8 2 93,89 12,53
9 2 99,93 0,17
10 3 99,85 0,15

Algumas observagdes podem ser feitas:

» Para B* = 1 e B* = 2 a MLP ja apresenta desempenho elevado (entre 99,3%
e 99,4%) com variabilidade pequena, mas o modelo trabalha com um ou dois
atributos apenas e nao explora completamente a complementaridade entre cu-
mulantes de 22 e 42 ordens.

» A partir de B* = 3, com excecdo de B* = 8, forma-se um platdé de desempenho
em torno de 99,8%-99,96%, com desvios padrao inferiores a 0,4%. As cardina-
lidades B* € {3,4,5,6,7,9,10} pertencem claramente a esse platé.

A cardinalidade B* = 8 constitui um ponto fora da curva, com acuracia média de
93,89% e desvio padrao elevado (12,53%), indicando forte sensibilidade a parti-
¢des e inicializagbes. Tal combinagéo é, portanto, descartada como candidata a
arquitetura final.

» As melhores médias globais sédo obtidas para B* = 6 e B* = 7, ambas com
99,96% de acuracia e desvio padrao de 0,08%, usando apenas dois neurbnios
na camada escondida. Em termos de complexidade, B* = 6 utiliza seis atributos,
enquanto B* = 7 emprega sete atributos com o mesmo numero de neurénios.

Como os testes na Rodada 3 ndo apontaram diferengas estatisticamente signi-
ficativas entre as arquiteturas candidatas dentro de cada B*, e as médias da Tabela 22
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se encontram, em sua maioria, em um patamar praticamente saturado, as arquitetu-
ras devem ser consideradas equivalentes do ponto de vista estatistico. Diante desse
cenario de empate, adotou-se explicitamente um critério de consolidagcdo baseado em:

(a) selecionar apenas as arquiteturas com acuracia média > 99,8% e desvio padrao
< 0,2%;

(b) dentro desse grupo, preferir a menor cardinalidade B*; em caso de empate, pre-
ferir o menor numero de neurénios nj;.

Aplicando esse critério a Tabela 22, chega-se a escolha de B* = 6 atributos e
nj = 2 neurdnios como arquitetura final da MLP. Essa configuragédo corresponde ao
subconjunto S§ = [1, 3,4, 5,8, 9], corresponde aos cumulantes de 2° ordem nos atrasos
T = {211,70,154,62} e de 4 ordem em 7 = {69,283} amostras, isto &, as posicbes
r9[211], 7o[70], r2[154], r2[62], r4[69] € 74[283]. Em termos de topologia, o MDI proposto
em janela fixa de dois ciclos € implementado por uma rede do tipo

MLP(6,2,3),

com seis entradas (atributos), dois neurénios na camada escondida e trés saidas (clas-
ses {N,I,F'}), treinada com funcdo de ativacdo tansig na camada escondida e de
saida e algoritmo trainlm.

Para efeito de comparacéo linear, considera-se o classificador LS ajustado so-
bre o mesmo conjunto de atributos S;. Como mostrado na Tabela 20, o LS atinge
acuracia média de aproximadamente 93,5% neste cenario, com desvio padrao inferior
a 1%. Assim, a MLP final de baixa complexidade (B* = 6, nj = 2) fornece um ga-
nho absoluto de cerca de 6 p.p. em acuracia global em relagéo ao classificador linear
de referéncia, mantendo ao mesmo tempo numero reduzido de parametros e custo
computacional compativel com aplicagbes quase em tempo real.

5.5.4.1 Visualizagdo do espaco de atributos da arquitetura final

Para complementar a analise numérica da Rodada 4, a Figura 23 apresenta a
matriz de dispersao de todas as combinacdes bidimensionais dos seis cumulantes que
compdem o vetor de atributos final em janela fixa, S;. Cada painel mostra a projecdo
das janelas de dois ciclos em um par de atributos, com as cores identificando as classes
Nominal (N), llhamento (I) e Falta (F). Ainda que a figura seja densa, é possivel notar
que as nuvens de pontos tendem a se organizar em faixas bem definidas ao longo
de curvas nao lineares, com sobreposigao relativamente limitada em boa parte das
projecoes.

Para tornar mais evidente a estrutura de separagao induzida por Sf, a Figura 24
detalha a projecéo no plano formado pelos cumulantes r,[70] e r4[69], pertencentes ao
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Figura 23 — Matriz de dispersdo dos seis atributos cumulantes selecionados (janela

fixa).

r2[154] r2[70] r4[283] r4[69] r2[211]

r2[62]

0
r2[211]  r4[69]  r4[283]  r2[70]  r2[154]  r2[62]

Legenda: Matriz de dispersao (pares bidimensionais) construida
a partir do subconjunto final de 6 atributos cumulantes, S, para o
caso de janela fixa. As cores codificam as classes Nominal (N),
Ilhamento () e Falta (F) em cada projecao 2D.
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vetor final. Nesta vista, as trés classes formam regides com geometria caracteris-
tica: a classe Nominal concentra-se em uma faixa relativamente compacta, enquanto
as classes llhamento e Falta se distribuem em ramos distintos ao longo das diagonais.
Embora a separacao perfeita s6 seja alcangada pela combinagéo multivariada dos seis
atributos na MLP(6,2,3), essa projecao ilustra de maneira mais clara como a combina-
¢ao de cumulantes de 22 e 42 ordens contribui para a discriminagao entre os regimes
operativos.

Figura 24 — Projecéo no plano r,[70] x r4[69] (janela fixa).

-1 -0.5 0 0.5 1
r,[70]

Legenda: Projecéo bidimensional do conjunto de dados no plano
formado pelos cumulantes r,[70] e 4[69], pertencentes ao vetor fi-
nal de atributos Sg. A separacéo entre as nuvens de pontos indica
a discriminagdo geométrica entre os regimes Nominal (N), Ilha-
mento (l) e Falta (F) para este par representativo.

Essa arquitetura consolidada sera utilizada nas segbes seguintes como base
para a avaliacdo em janela deslizante e para a validagao independente no conjunto
fora da grade.

5.6 TREINAMENTO EM JANELA DESLIZANTE

Nesta secéo, a arquitetura final obtida na janela fixa, MLP(6,2,3) com vetor de
atributos S;, é treinada no regime de janela deslizante descrito na Sec¢ao 4.6. O obje-
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tivo é adaptar o MDI ao cenario em que o instante de detecgdo n&o esta rigidamente
ancorado ao inicio do disturbio, mantendo, contudo, a mesma representagao estatis-
tica de ordem superior consolidada na etapa de otimizacao.

5.6.1 Formacgao do conjunto em janela deslizante

O ponto de partida desta etapa sdo exatamente as tensdes trifasicas simuladas
na grade 3x3 apresentada no Capitulo 3, isto €, os mesmos perfis de operagao que
deram origem as janelas de dois ciclos utilizadas na etapa de otimizagdo em janela
fixa. Na etapa anterior, para cada evento (Nominal, Ilhamento, Falta) e para cada
combinacado de parametros da grade, era extraido um unico recorte de dois ciclos,
rigidamente ancorado em torno do instante do disturbio.

No regime de janela deslizante, o procedimento € reorganizado da seguinte
forma. Para cada realizagdo de tensédo trifasica v(n) pertencente a grade 3x3,
seleciona-se inicialmente uma janela ampla de quatro ciclos em torno do instante
de ocorréncia do evento (ou, no caso nominal, do ponto central de referéncia).
Sobre essa janela de quatro ciclos aplica-se entdo um janelamento deslizante de
comprimento fixo de dois ciclos e sobreposicdo de 50%. Isso resulta, para cada
realizagao, em trés janelas menores de dois ciclos, denotadas por W, W, e Wj:

* W;: contém majoritariamente o regime nominal, com apenas uma pequena fra-
¢ao do disturbio ao final do recorte;

* W,: € centrada aproximadamente no mesmo ponto que a janela de dois ciclos
utilizada na otimizagao em janela fixa, representando uma condi¢ao intermedia-
ria, em que o transitério nominal—disturbio € bem capturado;

* Wjs: contém predominantemente o regime perturbado (ilhamento ou falta), com
pouca ou nenhuma contribuicdo do regime puramente nominal.

Do ponto de vista estatistico, cada sinal da grade 3 x 3 que anteriormente gerava
um unico vetor de atributos em janela fixa passa a gerar trés vetores associados as
janelas Wy, W, e W5. Mantendo-se 0 mesmo numero de casos e repeti¢coes utilizado
na etapa de janela fixa, obtém-se, para cada classe, trés vezes mais padrdes de treino
no regime deslizante. No experimento considerado, isso resulta em Njs, = 2700 jane-
las por classe (Nominal, llhamento e Falta), totalizando 8100 janelas rotuladas, todas
derivadas do mesmo conjunto de simulagdes em grade 3x3 com SNR de 70 dB.

Esse arranjo permite avaliar se o conjunto de atributos étimos extraidos em ja-
nela fixa (Sf) permanece discriminante quando a decisdo é tomada a partir de recortes
que capturam diferentes fragées do transitorio nominal—-disturbio, desde janelas ainda
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predominantemente nominais até janelas quase totalmente dominadas pela perturba-
cao.

Para tornar mais concreta essa organizagao, a Figura 25 ilustra, para um caso
representativo da grade 3x 3, as trés janelas W, W, e W; extraidas de uma mesma re-
alizacao de tensao trifasica. As linhas superior, intermediaria e inferior correspondem,
respectivamente, as classes Nominal, Ilhamento e Falta.

Observa-se que a primeira janela capta majoritariamente o regime nominal. A
segunda recorta o transitério nominal—disturbio em torno do ponto de referéncia uti-
lizado na janela fixa, enquanto a terceira concentra quase exclusivamente o regime
perturbado (ilhamento ou falta).

Figura 25 — Exemplo de janelamento deslizante em uma realizacgéo trifasica.

Janela 1 Janela 2 Janela 3

PR S RN

oS AN RYAMAL
Hoda X 1 ' —
(A O Sl e vaa s

0

Tenséao [p.u.]
[e)

0 0 200 400

Fase A Fase B Fase C‘

Amostra
Legenda: Exemplo do esquema de janela deslizante aplicado a

uma realizagcédo de tenséo trifasica da grade 3 x 3. Cada painel
corresponde a uma sub-janela de dois ciclos: W, predominante-
mente nominal, W, centrada na transicdo nominal—disturbio e W3
contendo majoritariamente o regime perturbado. As linhas supe-
rior, intermediaria e inferior representam, respectivamente, os ca-
sos Nominal, Ilhamento e Falta.

5.6.2 Projegao PCA global e calculo de cumulantes por janela

Seguindo a metodologia descrita na Seg¢ao 4.2, o processamento em janela
deslizante n&o introduz uma nova etapa de estimacdo de componentes, mas reutiliza
a mesma base obtida na fase de otimizagdo em janela fixa. Em particular, adota-se
um vetor de rotagéo global r, € R3, correspondente a primeira componente média cal-
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culada a partir das tensdes trifasicas do evento de ilhamento na grade 3 x3, e mantido
fixo para todos os cenarios considerados nesta sec¢ao.

Cada janela de tenséo trifasica v[n] € R?® é projetada sobre essa diregéo prin-
cipal por meio de

c1[n] = v[n] 1y,

produzindo, para cada janela Wy, W, e W3, uma série escalar ¢, [n|. Em conformidade
com a etapa de otimizagdo, nenhuma outra componente é utilizada, uma vez que a
primeira componente ja se mostrou suficiente para concentrar a maior parcela da va-
riancia e discriminar adequadamente as classes na janela fixa. Esse procedimento é
aplicado a todos os eventos, casos e repeticdes, resultando em uma colecao de séries
escalares, uma para cada janela deslizante.

Sobre cada uma dessas séries calcula-se, em seguida, um conjunto reduzido
de estatisticas de ordem superior. Avaliam-se diretamente as cumulantes de segunda
e de quarta ordens apenas nos atrasos 7 associados ao vetor 6timo S;, conforme
definido na Sec¢do 5.5. No caso em estudo, utilizam-se as cumulantes de segunda
ordem nos atrasos 7 = {211, 70, 154,62} amostras e as cumulantes de quarta ordem
em 7 = {69, 283} amostras. Assim, para cada janela deslizante obtém-se diretamente
o vetor de atributos

s = [r2[211], 7o[70], 75[154], 75[62], r4[69], 4 [283]] .

Desse modo, o mapeamento de “tensao trifasica em janela de dois ciclos —
vetor de atributos” permanece idéntico ao utilizado na fase de otimizagao, sendo agora
apenas aplicado a multiplos recortes ao longo do transitério nominal—disturbio. Isso
garante que os resultados apresentados a seguir reflitam exclusivamente o impacto
do janelamento deslizante sobre o desempenho do MDI, sem a introdugcédo de novos
graus de liberdade na etapa de extragao de caracteristicas.

5.6.3 Vetor de atributos e treinamento hold-out 70/30

Como detalhado na subsecao anterior, cada janela deslizante W, é mapeada
em um vetor de atributos s € R construido a partir das cumulantes de segunda e
quarta ordens associadas ao conjunto 6timo S;. No regime de janela deslizante, cada
realizacao da grade 3 x 3 passa a contribuir com trés vetores s (um por janela), de modo
que, ao final, sdo obtidas Nja, = 2700 janelas por classe (Nominal, llhamento e Falta),
totalizando 8100 vetores de atributos rotulados.

Os vetores de atributos sdo entdo organizados em uma matriz de dados

X = [SN SI SF] c RGXBlOO,
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em que cada bloco Sy, S;, S € R5%27 re(ine os vetores de atributos de uma mesma
classe. Os rétulos correspondentes sdo codificados em formato one-hot, resultando
em uma matriz de alvos Y € {0,1}**%1% com uma linha por classe (N, I, F) e uma
coluna por janela.

Antes do treinamento, cada componente do vetor de atributos € escalonada
para o intervalo [—1,1] por meio de uma normalizacao linear aplicada linha a linha em
X, em conformidade com o protocolo descrito na Se¢ao 4.6.1. Essa etapa garante que
todas as caracteristicas contribuam em uma mesma escala numérica para o ajuste dos
classificadores.

A avaliagao de generalizagcado em janela deslizante é conduzida por meio de um
esquema de particao hold-out, com aproximadamente 70% dos padrdes destinados ao
treino e 30% reservados para teste interno. As colunas de X e Y sao inicialmente em-
baralhadas de forma aleatdria; em seguida, o conjunto é dividido em dois subconjuntos
disjuntos, Df® (treino) e D% (teste), contendo Ny = 5670 e Ny = 2430 amostras,
respectivamente. Como as classes sdo originalmente balanceadas, a amostragem
aleatdria simples resulta, neste experimento, em contagens de janelas por classe bas-
tante proximas em cada subconjunto, conforme resumido na Tabela 23. As colunas
de % _tr e %_ts evidenciam que, mesmo com a aleatorizagdo imposta pelo particio-
namento hold-out, as trés classes permanecem aproximadamente balanceadas em
ambos os subconjuntos, com proporgdes em torno de um tergo em treino e teste. A
coluna %_total confirma que cada classe responde por cerca de 33,3% do conjunto
completo de janelas.

Tabela 23 — Contagem de janelas por classe nos conjuntos de treino e teste (janela
deslizante).

Classe N, % _tr N %_ts Y%_total

N 1922 339 778 32,0 333
| 1894 334 806 33,2 333
F 1854 32,7 846 348 333

5.6.4 Desempenho da MLP(6,2,3) em janela deslizante

A rede neural adotada nesta etapa € exatamente a arquitetura consolidada na
Rodada 4: uma MLP com seis entradas, dois neurdnios na camada escondida e trés
saidas, MLP(6,2,3). A camada escondida utiliza funcédo de ativagéo tansig, assim
como a camada de saida, e o treinamento é realizado com o algoritmo de retropropa-
gacdo trainlm. O nimero maximo de épocas é fixado em 103, sem critério explicito
de validacao interna, uma vez que o papel de conjunto de teste € cumprido diretamente
por pslide

ts
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A rede é treinada apenas com os padrdes de D, produzindo um conjunto de
pesos especifico para o regime de janela deslizante. Em seguida, o modelo é avaliado
tanto no conjunto de treino quanto no de teste, e as predigbes sao convertidas em
rétulos de classe a partir da posi¢do do maior valor na saida (regra do maximo).

5.6.4.1 Matrizes de confusdo e métricas por classe

A Tabela 24 resume as acuracias globais obtidas pela MLP(6,2,3) em treino e
teste, enquanto a Figura 26 apresenta a matriz de confusdo agregada no conjunto de
teste em janela deslizante. A partir dessa matriz derivam-se as métricas de desempe-
nho utilizadas em todo este capitulo.

Seja ¢ € {N,|F} uma das trés classes (Nominal, llhamento e Falta) e denote-
se por T'P., F'P. e FN,. os numeros de verdadeiros positivos, falsos positivos e falsos
negativos relativos a c. A acuracia global é definida como

Acc = ﬂ, (5.4)
tot
em que Nyt € 0 numero total de amostras avaliadas. A preciséo, o recall e o F1-score
por classe sao dados por

TP,
PI"GC(C) = m, (55)
TP,
RGC(C) = m, (56)
Fl(c) = 2 Prec(c) Rec(c) (5.7)

~ Prec(c) + Rec(c)’
As métricas por classe extraidas a partir da matriz de confusao de teste sao
reunidas na Tabela 25.

Tabela 24 — Acuracia global da MLP(6,2,3) em treino e teste (janela deslizante).

Conjunto Acuracia (%)

Treino 97,76
Teste 98,52

Tabela 25 — Métricas por classe da MLP(6,2,3) no teste (janela deslizante).

Classe Precisao (%) Sensibilidade (%) F1 (%)

N 99,62 100,00 99,81
| 98,49 97,15 97,81
F 97,54 98,46 98,00

Uma inspecéo direta da matriz de confusao da Figura 26 mostra que todas as
778 janelas nominais do conjunto de teste foram corretamente identificadas como No-
minal, sem qualquer falso alarme associado a classe de operacdo normal. Os erros
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Figura 26 — Matriz de confusao da MLP(6,2,3) no teste (janela deslizante).

MLP - Teste
Alvo
Prev. N | E
N 778 2 1
32,0% 0,1%  0,0%
| 0 783 12
0,0% 32,2% 0,5%
E 0 21 833
0,0% 09% 34,3%

Legenda: As linhas indicam as classes previstas e as colunas as
classes alvo. Em cada célula, apresenta-se a contagem e sua
porcentagem no conjunto de teste; a diagonal principal representa
as classificacbes corretas.

concentram-se exclusivamente na fronteira entre os regimes de llhamento e Falta: en-
tre as 806 janelas de ilhamento, apenas 23 (~ 2,9%) foram mal classificadas, sendo
2 como Nominal e 21 como Falta, ao passo que, das 846 janelas de falta, apenas 13
(=~ 1,5%) foram confundidas com outras classes, 1 como Nominal e 12 como llhamento.
Em termos de desempenho para a funcéo de protecéo, isso se reflete em uma preci-
sao de 98,49% e recall de 97,15% para a classe de ilhamento, valores compativeis com
um esquema altamente seletivo e pouco propenso a disparos indevidos.

Os resultados numéricos destas tabelas mostram que a MLP treinada em janela
deslizante mantém desempenho elevado no conjunto de teste, com acuracia global
préxima a observada na etapa de validagao cruzada em janela fixa e sem discrepancias
pronunciadas entre as métricas das trés classes. Isso indica que o vetor de atributos

&, originalmente otimizado em dois ciclos ancorados no disturbio, continua fornecendo
um espaco de representagao favoravel mesmo quando a decisido € tomada a partir de
janelas deslizantes ao longo da forma de onda.

5.6.5 Comparagao com o classificador LS

Para fins de comparacéao linear, ajusta-se também um classificador por minimos
quadrados (LS) sobre o mesmo conjunto de atributos S e a mesma particdo hold-out
70/30. O modelo é obtido pela solugdo de pseudoinversa da relagdo X, W =~ Y/,
resultando em uma matriz de pesos W que implementa uma fronteira de decisao linear

no espaco de atributos.

De forma analoga a MLP, o LS é avaliado nos conjuntos de treino e teste, e
suas acuracias sao reunidas na Tabela 26. A Figura 27 apresenta a matriz de confusao
agregada no conjunto de teste, enquanto a Tabela 27 resume as métricas por classe.
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Tabela 26 — Acuracia global do classificador LS em treino e teste (janela deslizante).

Conjunto Acuracia (%)

Treino 80,26
Teste 79,59

Figura 27 — Matriz de confus&o do classificador LS no teste (janela deslizante).

LS - Teste
Alvo
Prev. N | E
N 778 261 221
32,0% 10,7%  9,1%
| 0 535 4
0,0% 22,0% 0,2%
E 0 10 621
0,0% 04% 256%

Legenda: As linhas indicam as classes previstas e as colunas as
classes alvo. Em cada célula, apresenta-se a contagem e sua
porcentagem no conjunto de teste; a diagonal principal representa
as classificagbes corretas.

Tabela 27 — Métricas por classe do classificador LS no teste (janela deslizante).

Classe precision (%) recall (%) F1 (%)

N 61,75 100,00 76,35
| 99,26 66,38 79,55
F 98,42 73,40 84,09

No conjunto de teste, o classificador LS atinge acuracia global de aproximada-
mente 79,6 %, com F1-score entre 76,4 % e 84,1 % para as trés classes (Tabela 27). A
matriz de confusdo da Figura 27 revela, contudo, um padrao bem distinto daquele ob-
servado para a MLP(6,2,3): todas as janelas nominais sao corretamente reconhecidas
(recally = 100 %), mas a custa de um numero expressivo de falsos nominais. Entre as
806 janelas de ilhamento em teste, 261 (= 33,6 %) s&o classificadas como Nominal e 10
como Falta, enquanto, dentre as 846 janelas de falta, 221 (~ 26,6 %) sédo igualmente ab-
sorvidas pela classe Nominal e apenas quatro sdo confundidas com llhamento. Assim,
as classes de disturbio apresentam elevadas precisdes (> 98 %), mas sensibilidades
mais modestas, sobretudo para o ilhamento (recall, ~ 66,4 %).

De maneira geral, o desempenho do LS em janela deslizante repete o padrao
observado na etapa de janela fixa: embora a acuracia global seja elevada, ela perma-
nece bem abaixo daquela obtida pela MLP(6,2,3), e o padrdo de erros concentra-se
em confusdes entre os estados Nominal e de disturbio. Esse comportamento é tipico
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de uma fronteira linear que privilegia o aglomerado nominal no espago de atributos,
levando a um classificador mais conservador e propenso a subestimar a ocorréncia de
ilhamento e faltas em regides limitrofes. Em contraste, a MLP(6,2,3) consegue manter
simultaneamente alta precisao e alto recall para as trés classes, explorando de forma
mais eficiente a separabilidade proporcionada pelas cumulantes de ordem superior e
justificando a adog¢ao de um modelo nao linear para a decisao final.

5.6.6 Sintese e preparacao para a validagao

Os resultados desta secdo mostram que a arquitetura MLP(6,2,3), otimizada em
janela fixa de dois ciclos, mantém desempenho elevado quando treinada e testada em
janelas deslizantes extraidas do mesmo conjunto de simulagdes (SNR de 70dB). A
combinag¢do de cumulantes de segunda e quarta ordens em S} continua fornecendo
um espaco de atributos altamente discriminante, no qual uma rede neural de baixa
complexidade apresenta desempenho consistentemente superior ao classificador li-
near por minimos quadrados, tomado como referéncia. Ainda assim, o LS permanece
como um linha de base linear relevante, representando uma solugdo de menor com-
plexidade para fins de comparacgao sistematica na etapa de validagao.

A partir deste ponto, considera-se encerrada a fase de treinamento: os pesos
da rede MLP(6,2,3) ajustada sobre D e a matriz de pesos W do classificador LS
calculada a partir do mesmo conjunto sdo mantidos fixos e passam a definir, respec-
tivamente, o modelo principal do MDI e o modelo linear de referéncia. Na proxima
secao, esses modelos s&o apenas avaliados — sem qualquer novo ajuste de parame-
tros — em cenarios de validagao independentes, incluindo condigbes fora da grade e
diferentes niveis de SNR, de modo a investigar sua robustez e capacidade de genera-
lizacao em situagdes mais proximas da operagao real do sistema.

5.7 VALIDAGCAO INDEPENDENTE

Concluida a etapa de treinamento e selecdo de modelos em janela deslizante,
resta verificar se o desempenho obtido se mantém quando o MDI é exposto a condi-
¢cbes de operagao nao utilizadas no processo de otimizagdo. Esta secao € dedicada
justamente a essa validacao independente, na qual o par formado pelo vetor de atri-
butos S; e pelos classificadores treinados na secéo anterior, a rede MLP(6,2,3) e o
classificador linear por minimos quadrados (LS), é avaliado em novos conjuntos de
simulacgdes.

A validagéao é conduzida sobre perfis de carga sorteados aleatoriamente no in-
terior da regidao de nao deteccio definida na etapa de planejamento, bem como sob
diferentes niveis de SNR, variando de 70 dB até 30 dB. Em todos os casos, o fluxo de
processamento de sinais é rigorosamente o mesmo adotado na fase de treinamento:
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aplicagcdo da matriz de projecao obtida por PCA, calculo das cumulantes de ordem
superior e extragdo do vetor S, seguido pela normalizagdo e pela classificacdo. Ne-
nhum parametro interno dos modelos é reajustado nesta etapa; isto €, tanto os pesos
da MLP(6,2,3) quanto a matriz de ganho do LS sdo mantidos fixos.

Ao longo da secéao, sao inicialmente caracterizados os conjuntos de validagao
e o protocolo experimental empregado. Em seguida, analisam-se em detalhe os re-
sultados obtidos para o cenario de referéncia com SNR = 70 dB, para entao investigar
a influéncia sistematica do ruido sobre o desempenho dos classificadores. Por fim,
é apresentada uma sintese comparativa entre a MLP(6,2,3) e o LS, destacando os
compromissos entre robustez, complexidade do modelo e capacidade de deteccao
em condi¢gdes mais proximas da operagao real.

5.7.1 Conjuntos de validagao e protocolo experimental

A validagao independente do MDI é conduzida sobre o banco fora da grade
descrito na Secao 3.3.3, construido a partir de 100 perfis de carga inéditos sortea-
dos uniformemente dentro da ZND definida nas Equagoes (3.3)-(3.4). Para cada par
(AP,AQ) sao simulados os trés modos de operagéo, nominal (N), ilhamento nao in-
tencional (1) e faltas (F), conforme os cenarios da Secao 3.2.3, de modo que, antes do
janelamento, cada classe disponha de 100 perfis distintos, cada um repetido n = 10
vezes.

Na etapa de validacao, esse mesmo conjunto € avaliado sob cinco condigdes de
ruido distintas, com SNR igual a 70 dB, 60 dB, 50dB, 40dB e 30 dB. Para cada nivel de
SNR é gerado um conjunto de sinais ruidosos contendo, em cada classe, os mesmos
100 perfis e 10 repetigdes por perfil. Em seguida, as tensdes trifasicas no PAC sao
recortadas em janelas deslizantes de quatro ciclos e, tal como no conjunto de treino
em janela deslizante (Sec¢do 3.3.2), cada janela de quatro ciclos € decomposta em
trés sub-janelas de dois ciclos com sobreposi¢cao de 50%. Assim, para cada nivel de
SNR obtém-se, por classe, 100 perfis x 10 repetigcdes x 3 sub-janelas, totalizando 3000
sub-janelas por classe e 9000 sub-janelas por conjunto de validacgao.

O processamento de cada conjunto reutiliza exatamente o mapeamento de ca-
racteristicas consolidado na etapa de treinamento em janela deslizante (Sec¢ao 5.6),
conforme formalizado no Capitulo 4. Todas as sub-janelas de tenséo trifasica sao pro-
jetadas na mesma base global R obtida a partir da grade 3 x 3, utilizando, em particular,
a sua primeira direcdo principal r; para gerar, em cada janela, uma série escalar ¢, [n].
Sobre essa série, calculam-se diretamente apenas as cumulantes de segunda e quarta
ordens nos atrasos fixados na etapa de otimizagao em janela fixa, reconstruindo o vetor
de atributos 6timo

s = [r2[211], 72[70], r2[154], 72[62], 74[69], r4[283]] T
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associado ao conjunto S;. Em seguida, cada componente de s € escalonada pelo
mesmo mapeamento afim adotado na fase de treinamento em janela deslizante, ga-
rantindo que os bancos de treino, teste e validagdo independente sejam processados
de forma estritamente consistente, sem introdu¢ao de novos hiperparametros ou reo-
timizacao de caracteristicas.

A etapa de classificagdo é inteiramente congelada: os parédmetros da rede
MLP(6,2,3) e os pesos do classificador por minimos quadrados (LS) sdo exatamente
aqueles ajustados na fase de treino e teste em janela deslizante (Sec¢ao 5.6), sem qual-
quer retreinamento ou ajuste adicional. Para cada sub-janela, os dois classificadores
produzem um vetor de saidas continuas associado as trés classes (N, I, F), e a decisédo
por janela é obtida pela posi¢gdo do maior valor na saida. Os rotulos verdadeiros sao
definidos ao nivel de perfil de carga e modo de operagéo, sendo replicados para as
trés sub-janelas correspondentes, de forma que cada janela derivada de um mesmo
sinal compartilhe a mesma classe de referéncia.

Nas subsegdes seguintes, esse processo € aplicado a todos os niveis de SNR
e a ambos os classificadores. Primeiro, analisam-se as matrizes de confusao e as
meétricas por classe em nivel de sub-janela; em seguida, avaliam-se estratégias de
agregacao das trés janelas de cada sinal, explorando o compromisso entre robustez a
degradacado da SNR e tempo de deteccéo do ilhamento.

5.7.2 Resultados para SNR de 70 dB na ZND

O cenario com SNR de 70 dB é adotado como caso de referéncia na validagao
independente porque reproduz o mesmo nivel de ruido empregado na etapa de trei-
namento em janela deslizante, porém agora aplicado a perfis de carga totalmente fora
da grade 3 x 3. Dessa forma, isola-se o efeito da mudancga de perfis dentro da ZND,
mantendo constantes as demais condi¢cdées de simulagao.

Em todas as analises desta se¢ao, o desempenho dos classificadores € quan-
tificado a partir das matrizes de confusdo associadas as trés classes (Nominal, llha-
mento e Falta), utilizando as métricas de acuracia global, precisao, recall e F1-score
definidas em (5.4)—(5.7). As tabelas e figuras a seguir reportam esses indicadores
para cada classificador, sub-janela deslizante e cenario de validagdo, e as mesmas
definicdes permanecem validas na analise de diferentes niveis de SNR apresentada
na subsecéao seguinte.

As matrizes de confusao obtidas com a MLP em cada sub-janela de dois ciclos
sdo apresentadas na Fig. 28, enquanto a Tab. 28 resume a acuracia global e as mé-
tricas por classe. Na primeira sub-janela (Fig. 28a), a rede ja atinge acuracia global
em torno de 90,7%. A classe nominal é identificada sem erros (recall de aproximada-
mente 100%), ao passo que ilhamento e faltas apresentam recall ainda moderado, da
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ordem de 85%—90%. Os erros concentram-se quase exclusivamente em trocas entre
ilhamento e faltas: praticamente ndo ha confusdes entre regimes perturbados e ope-
racao nominal, indicando que, mesmo em uma janela inicial, as cumulantes ao longo
de r; ja separam bem a presencga de disturbios.

Figura 28 — Matrizes de confusao da MLP na ZND para as trés sub-janelas de dois
ciclos (SNR=70dB).

Janela 1 Janela 2 Janela 3

Alvo Alvo Alvo
Prev. N | E Prev. N | £ Prev. N | £
N 1000 7 52 N 1000 O 22 N 1000 O 0
33,3% 02% 1,7% 33,3% 0,0% 0,7% 33,3% 0,0% 0,0%
| 0 849 77 | 0 1000 19 | 0 1000 O
0,0% 28,3% 2,6% 0,0% 33,3% 0,6% 0,0% 33,3% 0,0%
E 0 144 871 E 0 0 959 E 0 0 1000
0,0% 4,8% 29,0% 0,0% 0,0% 32,0% 0,0% 0,0% 33,3%

(a) Janela 1 (b) Janela 2 (c) Janela 3

Legenda: Matrizes de confusao agregadas por sub-janela (dois ci-
clos) no cenario em ZND com SNR=70 dB. Linhas indicam a classe
prevista (Prev.) e colunas a classe alvo (Alvo); cada célula reporta
contagem e porcentagem no respectivo conjunto. Abreviagdes: N
= nominal, | = ilhamento, F = falta.

Na segunda sub-janela (Fig. 28b), o desempenho da MLP se aproxima do limite
ideal. A acuracia global sobe para cerca de 98,6%, mantendo recall de 100% para a
classe nominal e acima de 95% para as classes de ilhamento e falta, com escores F1
elevados para todas as classes (Tab. 28). Na terceira sub-janela (Fig. 28c), obtém-se
classificagao perfeita sobre o conjunto de validagéo (100% de acuracia global e F1 igual
a 100% em todas as classes), 0 que sugere que, apos aproximadamente quatro ciclos
de observagao, o mapeamento de caracteristicas consolidado na grade generaliza de
forma praticamente irrestrita para perfis inéditos dentro da ZND.

Tabela 28 — Desempenho da MLP na validagc&o independente na ZND (SNR=70 dB).

Janela Acuracia Nominal Ilhamento Falta
[%] Rec. [%] F1[%] Rec. [%] F1[%] Rec. [%] F1[%]
1 90,67 100,00 84,90 87,10 97,13 88,16 86,45
2 98,63 100,00 100,00 95,90 98,91 99,06 97,91
3 100,00 100,00 100,00 100,00 100,00 100,00 100,00

Para o classificador linear por minimos quadrados, as matrizes de confusao
sdo mostradas na Fig. 29 e os indicadores numéricos correspondentes na Tab. 29. Na
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primeira sub-janela (Fig. 29a), a acuracia global é de apenas 54,70%. Embora todos
os perfis nominais sejam corretamente rotulados (recall de 100%), nenhum perfil de
ilhamento € identificado como tal (recall de 0%), sendo majoritariamente absorvido pela
classe nominal (e, em menor grau, confundido com faltas). Além disso, uma fragao
significativa das faltas é confundida com operacdo normal, resultando em recall de
apenas 64,10% para a classe de faltas. O padrao de confusao indica que, tdo préximo
ao instante de perturbacgao, a fronteira linear em R induzida pelo conjunto S néo é
suficientemente flexivel para separar ilhamento das demais condigdes.

Figura 29 — Matrizes de confusao do classificador LS na ZND (SNR=70 dB).

Janela 1 Janela 2 Janela 3

Alvo Alvo Alvo
Prev. N | E Prev. N | £ Prev. N | E
N 1000 988 359 1000 O 178 N 1000 0 178
33,3% 32,9% 12,0% 33,3% 0,0% 5,9% 33,3% 0,0% 5,9%
| 0 0 0 | 0 929 O | 0 1000 O
0,0% 0,0% 0,0% 0,0% 31,0% 0,0% 0,0% 33,3% 0,0%
E 0 12 641 E 0 71 822 E 0 0 822
0,0% 0,4% 21,4% 0,0% 24% 27,4% 0,0% 0,0% 27,4%

(a) Janela 1 (b) Janela 2 (c) Janela 3

Legenda: Matrizes de confusdo agregadas por sub-janela de dois
ciclos na validacao independente, restrita a ZND e com SNR de
70 dB. Linhas correspondem as classes preditas (Prev.) e colunas
as classes verdadeiras (Alvo). Classes: N = nominal, | = ilhamento,
F = falta.

Nas sub-janelas seguintes, o classificador LS se beneficia da evolugao tempo-
ral das cumulantes e recupera um desempenho mais competitivo. Na segunda janela
(Fig. 29b), a acuracia global sobe para 91,70%, com recall de 100% para nominal e
de 92,90% e 82,20% para ilhamento e faltas, respectivamente. Na terceira sub-janela
(Fig. 29c), a acuracia global atinge 94,07%, com recall de 100% para nominal e ilha-
mento e de 82,20% para a classe de faltas (Tab. 29). Permanece, portanto, um residuo
de confusao entre faltas e regime nominal, mesmo apds quatro ciclos de observagao.

Considerando exclusivamente o cenario de 70 dB e perfis fora da grade, os re-
sultados indicam que o MDI baseado em cumulantes projetados ao longo de r, apre-
senta forte capacidade de generalizagdo quando associado a MLP, que atinge desem-
penho praticamente perfeito a partir da segunda/terceira sub-janela. O classificador
por minimos quadrados também alcanga acuracia elevada nas janelas posteriores,
mas sofre degradagao marcante na detecg¢ao precoce do ilhamento, especialmente na
primeira sub-janela. Em termos de compromisso entre tempo de deteccéo e acuracia,
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Tabela 29 — Desempenho do classificador por minimos quadrados (LS) na validagao
independente na ZND (SNR=70dB).

Janela Acuracia Nominal Ilhamento Falta
[%] Rec. [%] F1[%] Rec.[%] F1[%] Rec.[%] F1[%]
1 54,70 100,00 59,76 0,00 0,00 64,10 77,56
2 91,70 100,00 91,83 92,90 96,32 82,20 86,85
3 94,07 100,00 91,83 100,00 100,00 82,20 90,23

0 uso de janelas mais precoces favorece claramente a MLP, enquanto janelas mais
tardias reduzem o risco de decisdo equivocada a custa de alguns ciclos adicionais de
observacao.

5.7.3 Influéncia do nivel de ruido (30-70 dB)

A robustez do MDI frente a ruidos de medicéo foi avaliada por meio de uma
varredura sistematica do nivel de SNR, variando-o de 70dB até 30dB. Em todos os
casos, o0 conjunto de perfis fora da grade descrito na Secgéo 5.7.1 foi reaproveitado,
preservando-se integralmente o fluxo de processamento estabelecido anteriormente:
projecao das tensdes trifasicas no subespacgo principal, extracdo de cumulantes em
atrasos pré-selecionados, normalizacao e classificacdo pelos modelos MLP e LS ao
longo de trés sub-janelas deslizantes de dois ciclos. Assim, apenas a poténcia do
ruido gaussiano branco aditivo foi modificada entre os cenarios, o que permite isolar o
impacto da SNR sobre o desempenho de deteccgao.

Como discutido na Secao 5.5, o vetor de caracteristicas que alimenta os classi-
ficadores é composto por cumulantes de segunda e quarta ordens avaliados em atra-
sos nao nulos. Em presenga de ruido gaussiano branco, as cumulantes de ordem
superior do proprio ruido sdo teoricamente nulas, e as cumulantes de segunda ordem
em atrasos distintos de zero também se anulam. Como as cumulantes séo aditivas
para componentes estatisticamente independentes, a contribuicdo do ruido nessas
estatisticas tende a ser nula, de modo que o valor observado das cumulantes reflete
essencialmente a dinamica do sinal util. Espera-se, portanto, que as caracteristicas
utilizadas apresentem baixa sensibilidade a esse tipo de ruido, e que a varredura em
SNR funcione como uma validagdo empirica dessa propriedade de robustez.

Para cada combinacgao de classificador, sub-janela e nivel de SNR, sao calcu-
ladas as métricas de acuracia global, preciséo, recall e F1-score definidas em (5.4)—
(5.7), a partir das matrizes de confusao associadas as trés classes (Nominal, IIhamento
e Falta). Além dessas métricas, duas quantidades derivadas sao particularmente rele-
vantes do ponto de vista da segurancga da operagéo: a probabilidade de n&o detecgéo
de ilhamento (P)..) € a probabilidade de falso alarme de ilhamento (P},). Denotando

miss
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a classe de ilhamento por |, define-se
P,'niss =1 — Rec(l), (5.8)

que quantifica a fracdo de eventos de ilhamento classificados incorretamente como

Nominal ou Falta, e
Nnoi + Ney

NN + Ne
em que Nn_, € Ng_, representam, respectivamente, o niumero de amostras nominais

e de falta que foram classificadas como ilhamento, enquanto Ny e N sdo os totais
de amostras dessas classes. Essa decomposigao por tipo de erro permite avaliar nao
apenas o desempenho médio, mas a natureza dos erros cometidos em cada nivel de
SNR.

Pip = (5.9)

A Figura 30 resume a acuracia global dos classificadores MLP e LS em fun¢éo
da SNR, para as trés sub-janelas deslizantes. Observa-se, em primeiro lugar, que a
acuracia permanece elevada em todo o intervalo de SNR analisado, com variagbes
pouco expressivas mesmo na presenga de ruido mais intenso. Em segundo lugar,
nota-se que o uso de janelas mais tardias tende a consolidar a deciséo, resultando em
desempenho superior quando comparado a primeira sub-janela, especialmente para
o classificador LS. Para a MLP, as trés sub-janelas ja se encontram praticamente
saturadas em altos niveis de SNR, e a degradagcédo com a redug¢ao de SNR é marginal,
em torno de poucos décimos de ponto percentual.

Apenas a acuracia global, entretanto, ndo é suficiente para caracterizar o com-
portamento do MDI em situagdes criticas. A Figura 31 detalha o desempenho espe-
cifico na detecgao de ilhamento por meio das curvas de recall e F1-score da classe
de ilhamento em fungédo da SNR. Para a MLP, as métricas associadas as sub-janelas
intermediaria e final mantém-se préximas de seu valor maximo em todo o intervalo de
SNR, indicando que praticamente todos os eventos de ilhamento sdo corretamente
identificados mesmo em niveis de ruido mais severos. Para o LS, a primeira sub-
janela apresenta desempenho insatisfatorio, com recall de ilhamento proximo de zero
e Pl ~ 100% independentemente da SNR, o que evidencia uma limitagdo estrutural
da combinagao entre janela com pouca contribuicdo do evento e classificador linear.
As sub-janelas subsequentes, por sua vez, compensam essa limitagao e alcangam de-
sempenho comparavel ao da MLP, sobretudo na sub-janela final, em que o ilhamento

passa a ser corretamente identificado em praticamente todas as realizagoes.

A mesma analise pode ser refinada ao se considerar explicitamente as proba-
bilidades de nao detecgao e de alarme falso de ilhamento, apresentadas na Figura 32.
Nota-se que, para a MLP, P! é praticamente nulo a partir da segunda sub-janela em
todo o intervalo de SNR, refletindo uma taxa de erro para ilhamento desprezivel. Ja o
LS apresenta P! elevado na primeira sub-janela, mas converge para valores redu-

zidos (da ordem de poucos por cento) nas sub-janelas subsequentes. Em relagao ao
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Figura 30 — Acuracia global de MLP e LS em fungédo da SNR.
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Legenda: A figura compara a acuracia global dos classificadores
MLP e LS para diferentes niveis de SNR, considerando as trés
sub-janelas deslizantes de dois ciclos. Cada curva representa o
desempenho agregado no respectivo regime de ruido gaussiano
branco aditivo, permitindo avaliar a sensibilidade do desempenho
as variagdes de ruido.

alarme falso, Pl, permanece baixo para ambos os classificadores, com ligeira eleva-
¢ao apenas nas janelas mais precoces da MLP e, ainda assim, dentro de um patamar
operacionalmente aceitavel.

Embora a deteccdo de ilhamento seja o foco principal do MDI, é igualmente
importante assegurar que o sistema preserve boa capacidade de identificar faltas. A
Figura 33 apresenta as curvas de recall e F1-score da classe Falta em fungdo da SNR.
De forma semelhante ao observado para o ilhamento, as métricas associadas as sub-
janelas intermediaria e final mostram-se pouco sensiveis a redugao da SNR, indicando
que a introdugao do ruido ndo induz a uma confusao sistematica entre faltas e condi-
¢des nominais ou de ilhamento. Dessa forma, o método mantém simultaneamente boa
seletividade para faltas e alta sensibilidade para ilhamento ao longo de toda a faixa de
SNR considerada.



Figura 31 — Recall e F1-score da classe de ilhamento em fungdo da SNR.
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Legenda: A figura apresenta as métricas de recall e F1-score para
a classe de ilhamento, avaliadas em diferentes niveis de SNR, con-
siderando as trés sub-janelas deslizantes de dois ciclos. Para cada
nivel de ruido, as curvas comparam o desempenho dos classifica-
dores MLP e LS, permitindo analisar a estabilidade da detecgao
de ilhamento sob a adi¢gao de ruido gaussiano branco aditivo.

Para facilitar a comparacao entre diferentes niveis de ruido, a Tabela 30 resume

o desempenho dos classificadores MLP e LS em trés cenarios representativos: 70 dB,
50 dB e 30 dB. Nesta sintese, considera-se a terceira sub-janela deslizante, que agrega
ainformacao correspondente aos ciclos 3 e 4 da componente fundamental desde o ini-
cio do monitoramento. Embora represente o pior caso em termos de atraso de deciséo,
o tempo maximo associado a quatro ciclos permanece da ordem de algumas dezenas
de milissegundos, muito inferior ao limite de 2 s estabelecido em normas de intercone-
xao. Em contrapartida, essa sub-janela apresenta os melhores resultados em todas

as métricas de interesse, 0 que a torna a opgao mais conservadora do ponto de vista
da seguranca da protecado. A tabela apresenta, portanto, a acuracia global, o F1-score
de ilhamento e as probabilidades de nao deteccao e de alarme falso de ilhamento para

essa sub-janela final.
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Figura 32 — P} € Pty em fungdo da SNR.
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Legenda: A figura apresenta a probabilidade de nao detecgéo de
ilhamento (P ;) e a probabilidade de alarme falso de ilhamento
(P}A) em funcao do nivel de SNR, comparando os classificadores
MLP e LS no regime de janela deslizante (trés sub-janelas de dois
ciclos). As curvas permitem avaliar como o ruido afeta, separa-
damente, erros do tipo ndo detecgao e alarme falso, bem como a
influéncia da posigcao temporal da sub-janela na ocorréncia desses
erros.

Tabela 30 — Desempenho dos classificadores MLP e LS em trés niveis de SNR (sub-

janela 3).
MLP — Sub-janela 3 LS — Sub-janela 3

Acc F1, p'. P! Acc F1, p'. P}

SNR dB miss FA miss FA

@B) ooy %) %) ) () () () (%)

70 100.00 100.00 0.00 0.00 94.07 100.00 0.00 0.00

50 100.00 100.00 0.00 0.00 94.07 100.00 0.00 0.00

30 99.10 100.00 0.00 0.00 94.07 100.00 0.00 0.00
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Figura 33 — Recall e F1-score da classe Falta em fungdo da SNR.
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Legenda: A figura apresenta as métricas de recall e F1-score da
classe Falta em fungéo do nivel de SNR, para as trés sub-janelas
deslizantes de dois ciclos, comparando os classificadores MLP e
LS. As curvas permitem avaliar a estabilidade das métricas com a
degradacgao de SNR e o efeito da posigao temporal da sub-janela
no desempenho de deteccéo de faltas.

No caso particular do LS na sub-janela final, € interessante notar que, apesar da
acuracia global de aproximadamente 94 %, todos os erros concentram-se na distingao
entre condi¢gdes nominais e de falta: nenhum evento de ilhamento é perdido e nenhum
estado nao-ilhado é indevidamente rotulado como ilhamento em toda a faixa de SNR
considerada. Isso reforca que o vetor de caracteristicas separa de forma consistente
a classe de ilhamento das demais.

Em conjunto, os resultados indicam que a introdugao de ruido gaussiano branco
aditivo, mesmo em niveis relativamente baixos de SNR, ndo provoca degradacao sig-
nificativa nas métricas de interesse. A estabilidade das curvas de acuracia, recall e

F1-score, bem como os valores praticamente nulos de P!. . e PL, na sub-janela final,

iss
corroboram experimentalmente a expectativa tedrica de que cumulantes de ordem su-

perior e cumulantes de segunda ordem em atrasos n&o nulos s&o pouco sensiveis
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a esse tipo de ruido. Além disso, ao se adotar a terceira sub-janela como referéncia,
obtém-se um atraso de detecgao amplamente compativel com os requisitos normativos
e, ao mesmo tempo, um desempenho praticamente ideal na deteccao de ilhamento.
A comparacéao entre MLP e LS mostra ainda que as diferencas de desempenho estao
mais relacionadas a capacidade de modelagem de cada classificador e ao uso de sub-
janelas deslizantes do que a SNR propriamente dita, reforgando a robustez do vetor
de caracteristicas adotado para a detecg¢ao de ilhamento.

5.7.3.1 Interpretacao geométrica da validagéao fora da grade

Os resultados desta segao mostram que, embora o classificador tenha sido
treinado apenas com amostras associadas a uma discretizagao regular da ZND (grade
3 x3), a MLP(6,2,3) mantém elevado desempenho ao ser avaliada em perfis aleatérios
& € Dzyp nao contemplados na etapa de otimizagdo. Essa generalizagdo pode ser
interpretada a luz da modelagem introduzida nos Capitulos 3 e 4.

Para cada 6 € Dzyp, 0 fluxo de processamento define um vetor de atributos
S(8) € RP (Equacgéo 4.7), enquanto o classificador % particiona esse espago em trés
regides de deciso associadas as classes {N,[,F}. Seja 6! um dos pontos de ope-
racdo usados na fase de treinamento, com vetor de caracteristicas S(6") € X, para
algum k£ € {N,I,F}. Assumindo que a margem geométrica  definida em (4.10) é es-
tritamente positiva, a hipétese de regularidade (4.7) garante que, para qualquer outro
ponto § € Dzyp suficientemente proximo de 6,

15(8) = 56" < K [|6 -5 (5.10)
Enquanto o deslocamento induzido pela mudanca de perfil satisfizer
K6 — 8| < 7, (5.11)

o vetor S(8§) permanecera dentro da mesma regido de decisédo que S(6), garantindo
a consisténcia da classificacao.

Como os perfis aleatérios utilizados na validacdo independente sé&o sorteados
no interior da ZND, e, portanto, no interior do “envelope” definido pela grade 3 x 3, é de
se esperar que uma parcela significativa deles satisfaga uma condi¢éo do tipo (5.11)
em relagéo a algum ponto de treinamento 5. Os resultados empiricos desta segdo
corroboram essa interpretacdo geométrica, evidenciando que o MDI preserva a capa-
cidade de discriminar ilhamentos, faltas e regime nominal em uma ampla variedade de
perfis de carga nao vistos na etapa de otimizagao.

5.7.3.2 Extenséo qualitativa aléem da ZND e limitagbes

Importa enfatizar que todos os cenarios de treinamento, teste e validagao inde-
pendente foram restritos a regido de nédo detecgao da IEEE Std. 1547, descrita pelas
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Equacgdes (3.1)—(3.4) no plano (AP/Ppi, AQ/Ppc). Essa escolha é deliberada: a ZND
corresponde precisamente a faixa em que relés convencionais de sub/sobretenséo e
sub/sobrefrequéncia, ajustados conforme os limites normativos, ndo conseguem ga-
rantir detecgdo sem aumento indesejado da taxa de falsos acionamentos.

Por outro lado, as relagdes entre EDP, tensao e frequéncia discutidas no Ca-
pitulo 4 mostram que, para pontos de operagao que ultrapassam a ZND, ao menos
uma das grandezas V ou f sai dos intervalos nominais. Nessa situagao, espera-se
que as perturbagdes induzidas nas formas de onda sejam mais pronunciadas do que
aquelas presentes no interior da ZND, produzindo vetores de atributos S(4) ainda mais
afastados do aglomerado nominal no espacgo de caracteristicas.

Sob a mesma hipdtese de continuidade do mapa S(4) introduzida na Equa-
cao (4.7), é razoavel conjecturar que o afastamento em termos de EDP se traduza,
em média, em um aumento da disténcia de S(d) as fronteiras de deciséo aprendidas
pela MLP, tornando a deteccao de ilhamento potencialmente mais favoravel do que
no caso limite estudado dentro da ZND. No entanto, como o presente trabalho nao
inclui uma campanha sistematica de simulagdes fora da regido de nao deteccéo, o de-
sempenho quantitativo do MDI nessas condi¢cdes permanece como uma hipotese de
trabalho, constituindo uma limitagdo deste estudo e um topico natural para investiga-
¢cbes futuras.

5.7.4 Analise comparativa entre MLP e LS

As subsecbes anteriores apresentaram, separadamente, o desempenho do
MDI para o cenario fora da grade em 70dB e para a varredura em SNR de 70dB
a 30dB. Nesta subsecado, o foco passa a ser a comparagado qualitativa entre os
classificadores MLP e LS, enfatizando como a escolha do modelo de decisédo se
relaciona com o vetor de caracteristicas e com o uso das sub-janelas deslizantes.

Um primeiro ponto importante é que, quando o problema é visto sob a 6tica bina-
ria ilhamento versus n&o-ilhamento (isto €, agrupando as classes Nominal e Falta em
uma unica categoria), ambos os classificadores apresentam, na terceira sub-janela, um
comportamento praticamente ideal para o conjunto de cenarios avaliados. As matrizes
de confusdo indicam que, nessa sub-janela, nenhum evento de ilhamento é confundido
com condi¢des nao ilhadas e tampouco ha amostras nominais ou de falta classificadas
como ilhamento. Em termos das métricas definidas em (5.8)—(5.9), obtém-se P}, = 0
e PL, = 0 para todas as combinagdes de SNR estudadas, tanto para a MLP quanto
para o LS, enquanto o F1-score da classe de ilhamento atinge 100 % em todos os ca-
sos. Assim, do ponto de vista estrito da detecgao de ilhamento no conjunto de teste
construido, até mesmo o classificador linear LS funciona como um detector perfeito

quando alimentado pelas caracteristicas extraidas na terceira sub-janela.
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Esse resultado reforca a ideia central desta tese de que o desempenho é forte-
mente determinado pelo processamento de sinais e pelo desenho do vetor de caracte-
risticas, mais do que pela sofisticagao do classificador em si. A proje¢ao das tensoes
no subespaco principal, seguida da extracdo de cumulantes de segunda e quarta or-
dens em atrasos n&o nulos, produz um espaco de caracteristicas no qual a classe de
ilhamento se torna quase linearmente separavel das demais. Nessa situagao, um es-
timador linear por minimos quadrados ja é suficiente para realizar a separagdo com
desempenho ideal, desde que se disponha das amostras correspondentes a terceira
sub-janela.

Do ponto de vista de implementagdo, em um cenario de monitoramento em
tempo real, o relé pode operar com janelas deslizantes de dois ciclos sobre as tensdes
trifasicas, projeta-las no subespago principal e extrair, a cada nova janela, o mesmo
vetor de cumulantes utilizado nos experimentos. A estratégia sugerida pelos resultados
€ que a deciséo efetiva de ilhamento seja tomada apenas quando a janela corrente
estiver posicionada de forma equivalente a terceira sub-janela analisada neste estudo,
isto €, quando o regime pos-disturbio ja estiver estabelecido. Sob essa politica de
decisao, o atraso maximo entre o inicio do disturbio e a sinalizacdo de ilhamento € da
ordem de quatro ciclos da componente fundamental, ainda muito abaixo do limite de
2 s usualmente especificado em normas de interconexdo, ao mesmo tempo em que
se obtém, para o conjunto de validagdo analisado, detecgcédo de ilhamento sem erros
observados mesmo com um classificador linear simples.

A MLP, por sua vez, passa a oferecer vantagens claras quando se busca redu-
zir ligeiramente o tempo de detecgao ou enriquecer o problema para além da simples
deteccéo binaria. Os resultados mostram que, na segunda sub-janela, a MLP ja atinge
F1-score de 100 % para a classe de ilhamento em toda a faixa de SNR, com probabilida-
des de nao detecgao e de alarme falso igualmente despreziveis. Em outras palavras, a
rede neural consegue antecipar uma decisao confiavel de ilhamento utilizando apenas
os ciclos 2 e 3 da componente fundamental, o que representa um compromisso inte-
ressante entre rapidez e robustez. Além disso, quando se considera a classificagao
completa em trés classes (Nominal, llhamento e Falta), a MLP apresenta acuracias
globais mais altas e menor confusdo entre as classes Nominal e Falta, especialmente
na terceira sub-janela, onde o desempenho se aproxima de um classificador ideal tam-
bém para faltas.

Em sintese, a comparacgao entre MLP e LS sugere a seguinte leitura de projeto:
o vetor de caracteristicas baseado em cumulantes projetados no subespacgo principal
é suficientemente informativo para que um classificador linear simples atue como de-
tector de ilhamento praticamente perfeito, desde que seja permitido utilizar a terceira
sub-janela deslizante como referéncia para a decisdao. A MLP, por outro lado, agrega
valor principalmente em dois aspectos: (i) antecipagao da decisdo de ilhamento na



136

segunda sub-janela, com desempenho equivalente ao da terceira sub-janela do LS; e
(i) melhoria da classificagao multiclasse, reduzindo erros entre condigdes nominais e
de falta. As diferencas observadas entre os classificadores, portanto, refletem mais a
capacidade de modelagem e o compromisso entre tempo de detecgao e seletividade
do que uma limitacao intrinseca do vetor de caracteristicas, que se mostrou robusto e
eficaz em todos os cenarios de SNR considerados.

5.7.5 Sintese da validagao independente

A validagéo independente teve como objetivo principal verificar se 0 desempe-
nho obtido na fase de otimizagao se sustentaria em cenarios de operagao nao utili-
zados no ajuste dos classificadores. Para isso, todos os experimentos deste capitulo
foram conduzidos com classificadores fixos: a arquitetura e pesos da MLP, os pesos
da solugdo por minimos quadrados (LS) e o vetor de caracteristicas S; foram manti-
dos inalterados. Do ponto de vista dos dados, todo o conjunto de perfis fora da grade,
bem como as variacbes de SNR consideradas, sdo estritamente independentes da-
queles utilizados no processo de otimizagao descrito na Se¢ao 5.5. Dessa forma, os
resultados reportados nas Segdes 5.7.1-5.7.4 refletem, de fato, a capacidade de ge-
neralizagao do MDI proposto.

Em termos de desempenho, os resultados convergem para um quadro bastante
consistente. No cenario de referéncia com 70 dB e no conjunto fora da grade, o par
S¢ + MLP apresenta acuracia global muito préxima de 100 % ja a partir da segunda
sub-janela, alcangando desempenho praticamente ideal na terceira sub-janela, tanto
para deteccao de ilhamento quanto para a classificacdo multiclasse entre estados No-
minal, llhamento e Falta. Quando se introduz ruido gaussiano branco aditivo e a SNR
€ reduzida até 30 dB, as curvas de acuracia, recall e F1-score mostram variagdes mar-
ginais, indicando forte robustez do vetor de caracteristicas baseado em cumulantes
projetados no subespacgo principal.

O classificador LS, empregado como referéncia linear, reforga essa interpre-
tagcdo. Apesar de apresentar acuracias globais inferiores as da MLP, sobretudo em
janelas iniciais, o LS é capaz de operar como um detector de ilhamento praticamente
perfeito quando se considera a terceira sub-janela: para todos os niveis de SNR ava-
liados, as probabilidades de ndo detecgao e de alarme falso de ilhamento s&o nulas
no conjunto de validacao, e o F1-score da classe de ilhamento atinge 100 %. Esses
resultados sugerem que o processamento de sinais proposto, proje¢cao no subespaco
principal, extragao de cumulantes de segunda e quarta ordens em atrasos n&o nulos
e selecao de S, é o principal responsavel por tornar o ilhamento quase linearmente
separavel das demais condigdes de operacgao.

A influéncia da posicéo da sub-janela também se mostrou decisiva. As primei-
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ras janelas, que capturam predominantemente o inicio do transitério, representam um
compromisso entre rapidez de decisio e estabilidade das métricas: a MLP consegue
antecipar uma decisao segura de ilhamento na segunda sub-janela, enquanto o LS se
beneficia de sub-janelas mais tardias, nas quais o regime pds-disturbio esta mais bem
estabelecido. A terceira sub-janela, em particular, agrega a informacéao de quatro ciclos
completos da componente fundamental, o que ainda resulta em atrasos de decisao da
ordem de algumas dezenas de milissegundos na pratica, largamente compativeis com
0s requisitos normativos, mas com desempenho que, no conjunto testado, se aproxima
de um classificador ideal.

Em conjunto, a validagao independente permite formular algumas conclusées
gerais sobre o MDI proposto. Em primeiro lugar, o vetor de caracteristicas S, baseado
em cumulantes de ordem superior e cumulantes de segunda ordem em atrasos nao
nulos, mostrou-se robusto a presenga de ruido gaussiano branco em uma faixa ampla
de SNR. Em segundo lugar, a comparacao entre MLP e LS indica que, uma vez es-
tabelecido um espaco de caracteristicas adequadamente informativo, até mesmo um
classificador linear simples é suficiente para garantir detec¢ao confiavel de ilhamento,
enquanto a MLP agrega valor ao antecipar a decisdo e melhorar a classificagdo mul-
ticlasse. Por fim, embora os resultados sejam bastante promissores no contexto da
microrrede e dos cenarios simulados, eles também apontam dire¢des claras para tra-
balhos futuros, como a avaliagdo do método em topologias distintas de sistema de
distribuicdo, em condi¢cdes de ruido mais complexas (por exemplo, ruido colorido e
distor¢des harmdnicas) e em ambientes com multiplos pontos de medigéo, temas que
serao retomados nas conclusdes desta tese.

5.8 COMPLEXIDADE COMPUTACIONAL E CONSIDERACOES DE TEMPO DE
EXECUCAO

Além das métricas de desempenho apresentadas nas subsec¢des anteriores, é
importante verificar se o MDI proposto € compativel com uma implementacgao pratica
em tempo real. Nesta secéo, é feita uma estimativa da complexidade computacional
da fase operacional do método (Fig. 12), isto é, do custo para processar uma janela
de dois ciclos e tomar uma decisao a partir do vetor de caracteristicas e de um classi-
ficador previamente treinado, sem considerar o custo da etapa offline de otimizagao e
treinamento.

Considere uma janela deslizante de comprimento L amostras, correspondente
a dois ciclos da componente fundamental. Em um cenario operacional, assume-se
que, para cada janela, estao disponiveis as tensodes trifasicas no barramento do PAC,
organizadas em uma matriz de dimenséao 3 x L (trés fases, L. amostras por fase). O
fluxo online utilizado pode ser resumido nas seguintes etapas:
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(i) normalizagdo: as trés fases sdo escalonadas pelo valor nominal de pico do

barramento (V" = 25kV), produzindo tens6es adimensionais;

(i) projecao no subespacgo principal: as tensées normalizadas sao projetadas ao
longo da primeira componente r,, gerando uma série escalar ¢;[n| ao longo da
janela, por meio de uma combinacao linear dos trés canais de fase;

(iii) extracdo de cumulantes: o sinal projetado ¢;[n| é centralizado (subtracdo da
meédia) e, em seguida, sao calculadas cumulantes de segunda e quarta ordens
ke[T] € K4[T] em atrasos pré-selecionados, de acordo com as definicdes em (4.2)—
(4.4);

(iv) formacéao do vetor de atributos: o vetor de caracteristicas S} € composto por
quatro cumulantes de segunda ordem em atrasos nao nulos e duas cumulantes
de quarta ordem em atrasos nao nulos, totalizando seis atributos;

(v) classificacao: o vetor S; é aplicado a um classificador previamente treinado, que
pode ser um estimador linear por minimos quadrados (LS) ou uma rede neural
MLP com arquitetura 6—2-3, utilizando a funcao de ativagao tangente hiperbdlica
sigmoidal (tansig) tanto na camada oculta quanto na camada de saida.

A Tabela 31 resume, em termos do comprimento L da janela, o numero aproxi-
mado de operagdes aritméticas necessarias em cada bloco da fase operacional, con-
siderando somas, multiplicacdes e fungdes nao lineares. As contagens foram obtidas
a partir das expressoes de referéncia e da estrutura da MLP utilizada nesta tese, as-
sumindo que: (i) a normalizagdo consiste na divisdo de cada amostra de tensdo por

oico s (i) @ projec@o em r, é realizada por uma combinagao linear dos trés canais a
cada amostra; (iii) as cumulantes de segunda ordem k,|7] s&o calculadas a partir do si-
nal centralizado, segundo (4.2), para um conjunto de atrasos que inclui tanto os quatro
atrasos utilizados como atributos quanto os atrasos auxiliares necessarios as cumu-
lantes de quarta ordem (incluindo 7 = 0); (iv) as cumulantes de quarta ordem %,[7]| séo
obtidas pela expressao (4.4), reutilizando as cumulantes de segunda ordem ja calcula-
das; e (v) os classificadores operam sobre o vetor de seis caracteristicas ja extraidas,
de modo que o custo de decisdo independe de L.

Na etapa de normalizagcdo, cada amostra de tensao de fase € multiplicada por
uma constante de escala 1/V;2". Como s&o trés fases e L amostras por janela, o custo
€ de aproximadamente 3L multiplicagdes e nenhuma soma. Em seguida, na projecao

em r{, para cada amostra n calcula-se
c1[n] = ravaln] + rpugln] + recvelnl,

0 que exige trés multiplicacbes e duas somas por amostra. Para uma janela de com-
primento L, isso totaliza 3L multiplicacbes e 2L somas.
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Tabela 31 — Numero aproximado de operacdes matematicas na fase operacional do
MDI por sub-janela de dois ciclos, em fungdo do comprimento L da janela.

= Proj. Cum. Cum. MLP
Operacgao Norm. em 2aa 42 LS (6,2,3)
Somas 0 2L 9L — 1 2L +2 18 18
Multiplicagbes 3L 3L 7TL+8 4L +6 18 18
Fungdes nao lineares 0 0 0 0 0 5

@ Inclui as cumulantes de segunda ordem utilizadas como atributos e as cumulantes auxiliares neces-
sarias ao calculo das cumulantes de quarta ordem, incluindo %2[0].

O bloco de cumulantes de segunda ordem comega pela centralizagdo do sinal
projetado, com o calculo da média de ¢;[n] e a subtragcao desse valor de cada amostra,
0 que implica em 2L somas e uma multiplicacao para o fator 1/L. Em seguida, séo
avaliadas cumulantes de segunda ordem k,[r| em sete atrasos: quatro atrasos néo
nulos que compdem o vetor de atributos e trés atrasos auxiliares (dois atrasos adicio-
nais utilizados na corregdo das cumulantes de quarta ordem e o atraso 7 = 0). Para
cada atraso, a expressao

éi[n]éi[n + 7]

demanda, de forma conservadora, L multiplicagdes e L somas no somatério, além de
uma multiplicacéo adicional pelo fator 1/L. O custo total do bloco de cumulantes de
segunda ordem é, portanto, da ordem de 7L + 8 multiplicagées e 9L — 1 somas por
janela.

As cumulantes de quarta ordem para dois atrasos nao nulos séo calculadas a
partir da expresséao

() [&[n + 7]]° = 3R, [r]R,[0],

o™\

reutilizando o sinal centralizado ¢;[n] e as cumulantes de segunda ordem ja computa-
das. Considerando uma implementagéo direta, em que se pré-calcula ¢;[n]* ao longo
da janela (cerca de 2L multiplicagdes), cada atraso ndo nulo exige aproximadamente
3L multiplicagdes e L somas no somatorio, mais trés multiplicagdes e uma soma na
etapa de corregdo. Para os dois atrasos de interesse, o custo global do bloco de cu-
mulantes de quarta ordem é da ordem de 4L + 6 multiplicagdes e 2L + 2 somas por
janela.

Os classificadores operam sobre o vetor de seis atributos S, de modo que o
custo independe do comprimento L. No caso do estimador linear por minimos quadra-
dos, admite-se uma matriz de pesos de dimenséo 6 x 3 e trés termos de bias, resultando
em cerca de 18 multiplicagdes e 18 somas para calcular as trés saidas e aplicar a regra
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de decisao (escolha da maior saida). Para a MLP com arquitetura 6—2—3 e fungao de
ativacdo tansig em ambas as camadas, a camada oculta realiza aproximadamente
12 multiplicagbes e 12 somas, seguidas de duas ativagdes né&o lineares; a camada
de saida utiliza cerca de 6 multiplicacbes e 6 somas adicionais, além de trés ativa-
¢des tansig, totalizando 18 multiplicagcdes, 18 somas e cinco fungdes nao lineares
por decisao.

Agrupando os termos dominantes em L, o custo por janela de dois ciclos é da
ordem de

(0+24+9+2)L~13Lsomas e (3+3+7+4)L~ 17L multiplicagbes,

aos quais se somam apenas algumas dezenas de operagdes adicionais associadas
aos classificadores. Para um valor tipico de L ~ 500 amostras por janela (dois ciclos),
isso corresponde a aproximadamente 8,5 x 10° multiplicagdes e 6,5 x 10°> somas por
sub-janela, isto é, cerca de 1,5 x 10* operagdes aritméticas no total. Mesmo consi-
derando a necessidade de acumular trés janelas de dois ciclos para tomar a deciséao
final na janela mais tardia, o custo por evento permanece da ordem de poucas deze-
nas de milhares de operagdes, plenamente compativel com a capacidade de DSPs ou
microcontroladores modernos operando na faixa de dezenas de megahertz.

Um ponto importante € que a etapa de extracdo de caracteristicas domina o
custo computacional, enquanto o classificador em si (seja LS ou MLP) contribui com
uma fracdo muito pequena do total. Isso reforca a interpretacao de que o desempenho
alcangado decorre principalmente do desenho do vetor de atributos e da projeg¢ao no
subespaco principal, mais do que da sofisticagdo do modelo de decisdao. Além disso,
a selecdo de apenas seis cumulantes especificos, em vez de séries completas em
grades densas de atrasos, reduz significativamente o numero de operagdes necessa-
rias na fase operacional, sem comprometer a capacidade de deteccao de ilhamento
demonstrada nos cenarios de validagao independente.

Por fim, ressalta-se que a analise apresentada fornece uma estimativa conser-
vadora da ordem de grandeza do custo computacional do MDI proposto. Implementa-
¢Oes otimizadas em linguagem de baixo nivel ou em hardware dedicado podem explo-
rar reutilizacdo de termos intermediarios e instrugdes vetoriais, reduzindo ainda mais
o numero efetivo de operagdes por decisao. A caracterizagao detalhada do tempo de
execucao em plataformas especificas € deixada como perspectiva de trabalhos futu-
ros, mas os numeros obtidos aqui ja indicam que o método é computacionalmente leve
e compativel com aplicagdes de protecdo em tempo real.
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5.9 ANALISE DE ERROS, INCERTEZA ESTATISTICA E CASOS LIMITE

Os resultados de validagao apresentados nas se¢des anteriores mostram que
o MDI proposto atinge, para o conjunto de cenarios simulados, desempenho extrema-
mente elevado na detecgao de ilhamento, em particular na terceira sub-janela des-
lizante, tanto para o classificador linear por minimos quadrados (LS) quanto para a
MLP. Ainda assim, mesmo diante de matrizes de confusdo sem erros observados em
determinados cenarios, € importante discutir: (i) a incerteza estatistica associada as
métricas estimadas a partir de um conjunto finito de amostras, (ii) a estrutura qualitativa
dos erros residuais que de fato ocorrem em janelas e classes especificas e (iii) casos
limite nos quais o problema de decisao tende a se tornar mais desafiador.

Incerteza estatistica nas métricas de desempenho

Do ponto de vista estatistico, as quantidades reportadas (acuracia, recall, F1-
score, probabilidades de ndo deteccdo e de alarme falso) sdo estimativas obtidas a
partir de um numero finito de amostras de validagdo. Suponha, por exemplo, que, para
uma dada combinagao de classificador, sub-janela e nivel de SNR, a classe de ilha-
mento tenha sido avaliada em N, amostras na validagao independente, e que nenhuma
delas tenha sido classificada incorretamente. Denotando por pl,, a probabilidade ver-
dadeira de erro de classificagdo para ilhamento nesse cenario (isto é, a probabilidade
de um evento de ilhamento ser rotulado como nao-ilhamento), o resultado empirico
de zero erros em N, ensaios ndo implica pl,, = 0, mas apenas que nenhum erro foi
observado nessa amostra finita.

Modelando cada decisdo como uma variavel Bernoulli (acerto/erro) com pro-
babilidade de erro p.,,, € possivel quantificar a incerteza por meio de um intervalo de
confianga binomial. No caso N, = 0, obtém-se um limite superior unilateral. Na va-
lidacao independente considerada, a classe de ilhamento possui Ny = 1000 amostras
por sub-janela; assim, quando P, = 0 é observado, um limite superior unilateral com
95 % de confianga fornece

Phiss < 2,99 x 1072,

valor consistente com as estimativas empiricas reportadas. De modo analogo, para o
conjunto nao-l com N,q, = 2000 amostras, a observagao de P} = 0 implica um limite
superior unilateral tipico da ordem de 1073. Logo, sempre que se afirmam resultados
como Pl = 0 ou F1-score de 100 % para ilhamento, deve-se entender que tais valo-
res indicam auséncia de erros observados no conjunto de validagédo, permanecendo
sujeitos a uma incerteza estatistica inversamente proporcional ao numero de amostras

avaliadas.
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Estrutura qualitativa dos erros residuais (énfase em SNR=30 dB)

A analise das matrizes de confuséo e das métricas por sub-janela indica que os
erros residuais se concentram, de modo geral, em dois aspectos:

» sub-janelas mais precoces, especialmente a primeira sub-janela, quando o dis-
turbio ainda n&o se consolidou por completo ao longo da janela de observacao;

» separacgao entre classes nao ilhadas (nominal e falta), com confusbes pontu-
ais em regides de fronteira no espacgo de atributos, mesmo quando a classe de
ilhamento ja se encontra bem separada.

Esses padrdes tornam-se particularmente claros no pior caso de ruido analisado
(SNR = 30dB). Para a MLP, observa-se na primeira sub-janela um total de 292/3000
erros multiclasse, dominados pela confuséo I — F (140 ocorréncias) e F — 1 (68
ocorréncias), refletindo a proximidade entre assinaturas transitorias de ilhamento e
falta quando o disturbio é parcialmente observado. Na segunda sub-janela, a detec¢éo
de ilhamento se estabiliza (P!.... = 0), e 0s erros remanescentes passam a concentrar-
se em confusdes entre modos nao ilhados (principalmente F — I, N - F e F — N).
Na terceira sub-janela, a MLP torna a classe I perfeitamente separavel no conjunto
avaliado e elimina também os erros de falta, restando apenas confusdes residuais do

tipo N — F (27 ocorréncias).

Para o LS, a primeira sub-janela em 30dB revela um caso limite relevante: a
classe de ilhamento é integralmente perdida (P}, = 1), com predominancia de I — N
(976 ocorréncias). Esse comportamento evidencia a sensibilidade do separador linear
quando a janela ainda contém grande mistura temporal e quando a transformagéao de
projecao, orientada ao ilhamento, ainda nao produz atributos suficientemente estaveis
para uma fronteira linear. Na segunda sub-janela, o LS recupera grande parte da se-
parabilidade de ilhamento (P!... = 0,066), e na terceira sub-janela elimina os erros
observados de ilhamento (P! ... = 0). Contudo, mesmo nessa sub-janela tardia, per-
sistem confusdes entre falta e nominal (F — N, 178 ocorréncias), indicando que, em
baixo SNR, a distingédo F vs. N é estruturalmente mais desafiadora para o modelo linear

e para o conjunto de atributos selecionados.

Papel da projecao orientada ao ilhamento e implicagées para erros N-F

A interpretacao dos erros entre N e F deve ser feita a luz da transformacgao em-
pregada. A projecéo x[n] — c[n] foi construida a partir de uma matriz de rotagcdo média
obtida no treinamento utilizando apenas ilhamento, isto é, uma transformagé&o orien-
tada ao ilhamento. Nesse sentido, o objetivo da projecdo ndo € preservar variancia
global, reconstruir o sinal, nem recuperar componentes principais no sentido classico;
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o objetivo € produzir uma mudanga de coordenadas que favorega a separabilidade das
classes com énfase no problema I vs. ndo-I.

Essa escolha metodoldgica ajuda a explicar dois fenbmenos observados:

* em alguns casos de falta (sobretudo em baixo SNR), a componente projetada
¢1[n] pode permanecer dominada por uma componente de natureza fundamental,
produzindo estatisticas de ordem superior semelhantes as do regime nominal e,
portanto, confusdes do tipo F — N;

 aclasse de falta, embora presente e reportada nas matrizes de confusao, ndo é o
foco principal do MDI; sua classificagao correta emerge como um efeito colateral
interessante da estrutura discriminativa aprendida para o ilhamento. Assim, erros
residuais N < F em condi¢des adversas de ruido ndao contradizem o objetivo
central do método, desde que a separacéao I vs. ndo-l permaneca robusta.

Em termos praticos, a persisténcia de N <> F em 30dB é compativel com um
cenario em que: (i) a projecao prioriza dire¢des relevantes ao ilhamento; e (ii) as cumu-
lantes selecionadas em S} capturam assinaturas estatisticas altamente discriminativas
para I, mas ndo necessariamente maximizam a separagao entre todas as classes nao
ilhadas, em especial sob ruido mais elevado.

Janela de observacao e mistura temporal nas sub-janelas iniciais

A relagao entre a posi¢ao temporal da sub-janela e a consolidagao do disturbio
fornece uma explicagdo conceitual para a maior taxa de erros em janelas precoces.
Quando o disturbio (ilhamento ou falta) se inicia dentro da janela de dois ciclos, espe-
cialmente proximo de suas extremidades, o sinal projetado c¢;[n] contém uma mistura
entre o regime pré-disturbio e o regime pods-disturbio. Nessa situagado, as cumulantes
estimadas na janela representam, efetivamente, estatisticas de um processo nao es-
tacionario composto, o que tende a suavizar contrastes entre classes e a aproximar
amostras das fronteiras de deciséo.

Do ponto de vista do espaco de atributos, essa mistura temporal se reflete em
valores de cumulantes ocupando regides intermediarias, o que explica: (i) as confu-
sbes I «+» F na MLP na sub-janela 1 em 30 dB; e (ii) a degradagéo severa do LS na sub-
janela 1, quando os atributos ainda ndo se estabilizaram a ponto de permitirem uma
separac3o linear robusta. A medida que a janela se desloca e passa a capturar pre-
dominantemente o regime pés-disturbio (segunda e, sobretudo, terceira sub-janela),
os atributos convergem para valores caracteristicos do evento, e o desempenho na
deteccao de ilhamento melhora rapidamente, mesmo sob SNR adverso.
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Sintese

Em sintese, a analise de erros, incerteza estatistica e casos limite permite des-
tacar quatro pontos principais:

(i) mesmo quando n&o s&o observados erros de ilhamento na validagédo indepen-
dente, a probabilidade verdadeira de erro € limitada por uma incerteza estatistica
inversamente proporcional ao numero de amostras (por exemplo, limites superi-
ores unilaterais da ordem de 103 para N, = 1000);

(i) os erros residuais concentram-se nas sub-janelas iniciais, onde a mistura tem-
poral entre regimes reduz a separabilidade, e diminuem drasticamente na sub-
janela mais tardia, na qual o regime pés-disturbio domina a janela;

(i) em SNR = 30dB, a MLP estabiliza a detec¢&o de ilhamento ja na segunda sub-
janela (P

miss = 0 observado) e praticamente elimina erros na terceira, enquanto

o LS apresenta um caso limite na sub-janela 1, mas recupera a separagao de
ilhamento nas janelas seguintes;

(iv) confusbes N <> F em baixo SNR sdo compativeis com a escolha metodoldgica
de uma projecéao orientada ao ilhamento, cujo propdsito € maximizar a separa-
bilidade do evento de ilhamento, sendo a classificagao de faltas um resultado
secundario.

Esses elementos reforcam a estratégia de projeto adotada neste trabalho, em
que a terceira sub-janela é privilegiada como referéncia para a deciséao final de ilha-
mento, ao mesmo tempo em que se reconhece a possibilidade de decisbes mais ra-
pidas com a MLP em janelas intermediarias, em um compromisso controlado entre
rapidez de deteccao, seletividade e robustez estatistica.

5.10 CONCLUSOES PARCIAIS DO CAPITULO

Este capitulo consolidou, de forma experimental, os principais elementos do
método de deteccao e classificacdo proposto, desde as escolhas estruturais de pré-
processamento até sua avaliagdo em cenarios operacionais e de generalizagdo. Em
primeiro lugar, demonstrou-se que a projecao fixa construida a partir de janelas de ilha-
mento constitui um compromisso adequado entre simplicidade computacional e preser-
vacao de informacéo discriminativa. A analise de energia e 0s ensaios por componente
sustentam a adog¢ao de uma representacao unidimensional baseada na primeira com-
ponente principal, a qual mantém elevada capacidade de separagao entre os regimes
Nominal, llhamento e Falta.
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Na etapa de otimizagao, o procedimento de ranqueamento e seleg¢ao de atribu-
tos a partir de cumulantes projetados resultou em um vetor compacto de seis caracte-
risticas, combinando cumulantes de segunda e de quarta ordens em atrasos especifi-
cos. Esse vetor mostrou-se suficiente para sustentar alto desempenho de classificacéo
com uma arquitetura MLP minima (6—2-3), preservando acuracia elevada e baixa vari-
abilidade em validagao cruzada, ao mesmo tempo em que estabelece um modelo com
custo de decisao constante e adequado a aplicagdes em tempo real.

Ao migrar para o regime de janela deslizante, verificou-se que a MLP treinada
nesse regime mantém desempenho elevado no conjunto de teste e apresenta erros
residuais concentrados principalmente na fronteira entre ilhamento e falta, com alta
seletividade para o regime nominal. Em contraste, o classificador linear por minimos
quadrados, embora apresente elevada precisdo para classes de disturbio, mostrou
menor sensibilidade (recall) para ilhamento e maior tendéncia a absorver janelas per-
turbadas na classe nominal, evidenciando limitagdes estruturais de fronteiras lineares
em janelas precoces.

A validagao independente, com perfis fora da grade na zona de nao deteccgao,
confirmou a capacidade de generalizagdo do método quando acoplado a MLP, atin-
gindo desempenho praticamente perfeito a partir das sub-janelas mais informativas.
O classificador LS também melhora de forma consistente em janelas posteriores, mas
apresenta degradagao marcante na deteccao precoce do ilhamento, reforgando o pa-
pel do modelo nao linear para reduzir o risco de nao detec¢gdo em horizontes curtos.

Quanto arobustez aruidos de medi¢ao, os experimentos com variagao sistema-
tica da SNR indicaram baixa sensibilidade do desempenho global ao ruido gaussiano
branco aditivo, em especial nas sub-janelas intermediaria e final. Tal comportamento
€ coerente com as propriedades estatisticas dos cumulantes utilizados e sustenta a
aplicabilidade do método em cenarios realistas de medi¢do, nos quais a degradagao
por ruido € inevitavel.

Por fim, a analise de complexidade computacional mostrou que o custo opera-
cional do método € dominado por operacdes lineares no comprimento da janela, com
um numero reduzido de operagdes adicionais no estagio de classificacdo. Assim, o
conjunto de resultados deste capitulo estabelece que o método proposto combina (i)
alta acuracia, (ii) generalizagéo fora da grade, (iii) robustez frente a ruido e (iv) viabi-
lidade computacional, criando uma base sdlida para as discussdes finais e a sintese
conclusiva do trabalho.

Este capitulo consolidou a etapa de validagdo do MDI proposto, discutindo nao
apenas métricas agregadas de desempenho, mas também a coeréncia do fluxo de pro-
cessamento e sua adequagao a uma implementagao pratica (Secs. 5.1-5.8). A arqui-
tetura avaliada combina (i) uma projecao linear fixa das tensoes trifasicas, construida



146

por uma estratégia dirigida ao evento-alvo (ilhamento), e (ii) a extragdo de cumulantes
de segunda e quarta ordens em atrasos nao nulos, formando um vetor compacto de
atributos que alimenta classificadores supervisionados.

Do ponto de vista metodolégico, é importante enfatizar que a transformacgao
empregada nao tem como finalidade reconstrugao de sinal, nem deve ser interpretada
como uma PCA classica executada em tempo real. Em vez disso, utiliza-se uma rota-
cdo média R estimada exclusivamente a partir de janelas de ilhamento (Sec. 5.3), de
modo a induzir uma projec¢éao orientada ao ilhamento. Essa escolha deliberada sacri-
fica propriedades estritas de componentes principais (e.g., ortonormalidade perfeita e
descorrelagdo 6tima para todas as classes) em favor de um mapeamento fixo, estavel
e computacionalmente eficiente, cujo propdsito central € aumentar a separabilidade
entre classes no espaco de atributos. Como consequéncia, é esperado que em parte
dos cenarios nao-ilhados a componente projetada ainda seja dominada por compor-
tamento de baixa ordem (incluindo tracos fortemente associados a fundamental), pois
o eixo de projecao foi ajustado para privilegiar o evento de ilhamento e nao para ca-
racterizar exaustivamente o universo de faltas. Assim, a capacidade de discriminar
faltas deve ser interpretada como um efeito adicional util, enquanto o objetivo prima-
rio permanece a deteccao robusta de ilhamento. Essa leitura é consistente com (i) a
caracterizagao do erro de ortogonalidade e estabilidade da projecéo (Sec. 5.3) e (ii) a
distribuicdo de energia por componente e por classe (Sec. 5.3.2, Tabela 12).

Os principais resultados e conclusdes do capitulo podem ser resumidos como
segue:

* Projecao de baixa dimensao suficiente e coerente com o fenémeno: a ana-
lise da energia explicada por componente (Tabela 12) e o ensaio preliminar por
componente (Tabela 13) sustentam que uma projecéo de baixa dimensao é com-
pativel com a preservacgao de informacéao discriminativa relevante ao ilhamento.
Em particular, a primeira componente projetada concentra a estrutura estatistica
util a separagéo.

» Vetor compacto e informativo: a selegdo por FDR (Sec. 5.4) conduz a um con-
junto reduzido de atributos cumulantes em atrasos n&o nulos, permitindo estrutu-
rar um espaco de decisao separavel com baixa dimensionalidade. A arquitetura
consolidada utiliza seis caracteristicas, com mapeamento explicito de posi¢coes
e atrasos (Tabela 19), e a visualizagdo do espacgo de atributos reforga a exis-
téncia de organizagcado geométrica nao linear entre as classes (p.ex., Figuras da
Sec. 5.5).

« Comparacgao entre classificadores e papel do modelo nao linear: uma vez
estabelecido um espaco de atributos informativo, o classificador linear LS ja for-
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nece desempenho estavel em validagdo cruzada, porém com acuracia global
inferior a solugdo nao linear, enquanto a MLP agrega ganho consistente (Ta-
bela 17) sem exigir aumento substancial de complexidade na etapa de decisao.
Esse ganho torna-se particularmente relevante quando a separagéo € mais dificil
(e.g., nas transi¢cdes temporais), pois a MLP ajusta fronteiras mais adequadas a
geometria observada no espacgo de atributos.

Consisténcia entre otimizagao (janela fixa) e operagao (janela deslizante):
ao migrar para o regime de janela deslizante (Sec. 5.6), observa-se manutencao
de desempenho elevado para a arquitetura final (Tabela 24), ao passo que o
LS sofre degradacéao relevante no mesmo regime (Tabela 26). Esse resultado
sustenta que o desenho do vetor de atributos € necessario, mas nao suficiente,
para garantir robustez quando ha maior mistura temporal entre regimes dentro
da janela.

Validagao independente e generalizagao na ZND: a validacdo com perfis néo
vistos (Sec. 5.7, Tabelas 28 e 29) confirma a capacidade de generalizagcdo do
método, com melhora acentuada do desempenho nas sub-janelas mais tardias,
quando o regime pos-disturbio domina a janela. Em particular, a terceira sub-
janela emerge como referéncia conservadora para a deciséo final, ao mesmo
tempo em que se reconhece a possibilidade de decisbes mais rapidas em sub-
janelas intermediarias, em um compromisso controlado entre rapidez de detec-
¢ao, seletividade e robustez estatistica (Sec. 5.7.5; ver também o exemplo de
janelamento na Fig. 25).

Robustez ao ruido e leitura correta dos casos limite: a variagdo sistematica
da SNR indica baixa sensibilidade do desempenho do método no regime mais
informativo (sub-janela 3), com métricas de ilhamento preservadas mesmo em
SNR = 30dB (Sec. 5.7.3, Tabela 30). Em cenarios adversos, confusdes residu-
ais envolvendo classes nao prioritarias (p.ex., N <+ F) sdo compativeis com a
escolha metodoldgica de uma projecéo orientada ao ilhamento, na qual a classi-
ficagdo de faltas € um resultado secundario.

Compatibilidade com tempo real e dominadncia do custo de extragao: a
analise de complexidade mostra que o custo operacional por sub-janela é do-
minado pela extragdo de caracteristicas (normalizagao, projecdo e cumulantes),
enquanto o classificador contribui com uma fragao pequena do total (Sec. 5.8, Ta-
bela 31). Assim, o desempenho alcangado decorre principalmente do desenho
da projegao e do vetor de atributos, e ndo de um modelo de deciséo excessiva-
mente complexo.
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Além disso, o capitulo explicitou a necessidade de interpretar corretamente re-
sultados de “erro zero” em conjuntos finitos: a auséncia de erros observados nao im-
plica probabilidade verdadeira nula, sendo mais apropriado discutir limites superiores
e incerteza estatistica em paralelo as métricas pontuais (Sec. 5.9 e Sec. 5.7.5). Tam-
bém se verificou que erros residuais tendem a concentrar-se em sub-janelas iniciais,
nas quais a mistura temporal entre regimes reduz a separabilidade, e diminuem dras-
ticamente na sub-janela mais tardia.

Por fim, embora os experimentos tenham sido conduzidos no contexto de uma
microrrede e com énfase em cenarios restritos a ZND, a propria natureza do problema
sugere uma perspectiva favoravel de generalizagdo: a ZND representa precisamente
0 caso mais desafiador para relés convencionais, e perturbagdes mais pronunciadas
tendem a produzir deslocamentos maiores no espaco de atributos, afastando S(6)
das fronteiras de decisdo. Dessa forma, o capitulo sustenta a tese de que a com-
binac&o projecéao fixa orientada ao ilhamento + cumulantes em atrasos selecionados
constitui um MDI robusto e promissor, com forte apelo pratico: baixa dimensionalidade,
custo computacional reduzido e desempenho consistente em validagdes independen-
tes. Ao mesmo tempo, os resultados delimitam com clareza os proximos passos na-
turais, como a avaliagdo em topologias distintas de sistemas de distribuicdo, em con-
dicbes de ruido mais complexas e com multiplos pontos de medicéo, para quantificar
a generalizagdo em cenarios progressivamente mais proximos do campo.
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6 CONCLUSAO

A integracao crescente de Geragao Distribuida (GD) tem ampliado o desafio de
garantir seletividade, rapidez e robustez da protegcdo em redes de distribuigcdo. Entre
os eventos criticos, o ilhamento nao intencional permanece especialmente delicado
por (i) poder ocorrer com desequilibrio minimo entre geragao e carga e (ii) expor riscos
a seguranga, a integridade de equipamentos e a coordenacgao da protecao. Esta tese
enfrentou esse problema propondo e validando um método passivo de detecgao de
ilhamento (MDI) orientado por processamento estatistico de sinais e reconhecimento
de padroes.

6.1 SINTESE DO TRABALHO E RESPOSTA AOS OBJETIVOS

O objetivo central do trabalho foi desenvolver um MDI passivo capaz de ope-
rar com elevada confiabilidade inclusive em condigdes criticas associadas a Zona de
N&o-Deteccao (ZND), preservando simultaneamente as vantagens tipicas de métodos
passivos: simplicidade operacional e auséncia de perturbacao deliberada na rede.

Para atender a esse objetivo, a tese estruturou um fluxo com duas fases com-
plementares:

» Calibracao e consolidagao offline: construcdo de uma transformacao linear
fixa para projecao das tensoes trifasicas do PAC em baixa dimensao, seguida
de extragdo de estatisticas de ordem superior (cumulantes) e sele¢cao de atra-
sos/atributos mais discriminantes. Nessa fase, também se define e treina o de-
cisor final (detector/classificador).

+ Execugao online em janela deslizante: aplicagdo da projecéo fixa as janelas
de tensao, calculo de cumulantes apenas nos atrasos pré-selecionados (vetor
compacto de atributos) e decisdo em tempo curto, compativel com requisitos
normativos.

Do ponto de vista conceitual, a escolha-chave foi tratar o problema como uma
tarefa de classificagcao supervisionada no espaco de atributos estatisticos: a dindmica
transitoria contida nas tensdes trifasicas € comprimida por uma projecao linear de baixa
dimensao e, em seguida, descrita por cumulantes (2* e 4“ ordens, em atrasos nao
nulos) que funcionam como assinaturas robustas para distinguir ilhamento de operagao
nominal e de faltas.

6.2 PRINCIPAIS CONTRIBUICOES CIENTIFICAS E TECNICAS

As contribui¢des desta tese podem ser sintetizadas em quatro eixos:
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6.2.1 Contribuicdes metodologicas

1. Projecao linear fixa orientada ao ilhamento: em vez de executar uma PCA
“classica” em tempo real (com autovetores variando a cada janela), o método
adota uma rotacdo média estimada offline e mantida fixa na operacéao, delibera-
damente orientada ao evento-alvo. Essa escolha preserva eficiéncia computa-
cional e estabilidade, ao mesmo tempo em que aumenta a separabilidade entre
classes no espaco de atributos.

2. Uso de cumulantes como descritores do transitério: a extracao de estatisti-
cas de ordem superior em atrasos nao nulos reforga aspectos ndo gaussianos e
nao lineares do sinal util, contribuindo para discriminar eventos que, no dominio
de grandezas elétricas tradicionais, podem ser pouco separaveis.

3. Selegao parcimoniosa de atributos por FDR: a combinagcédo de cumulantes em
atrasos especificos com ranqueamento por separabilidade permite um vetor final
compacto, reduzindo risco de sobreajuste e favorecendo implementagao pratica.

6.2.2 Contribuicoes experimentais

1. Geragao e organizagao de um banco de dados abrangente: a tese estruturou
um protocolo de simulagao e particionamento com cenarios de operagao nomi-
nal, faltas e ilhamentos, incluindo condi¢des criticas de baixo desequilibrio de
poténcia e varredura de ruido.

2. Validacao independente e andlise de generalizagao: além de desempenho
agregado, o trabalho avaliou consisténcia em perfis inéditos e investigou a influ-
éncia da SNR, acompanhando métricas especificas de seguranga (ndo deteccao
e falso alarme de ilhamento).

6.2.3 Contribuicoes em decisdao, comparacao de modelos e modos de operagao

1. Demonstragao de suficiéncia do LS como detector de ilhamento: nos con-
juntos avaliados, um decisor LS operando sobre o vetor compacto de atributos
mostrou-se suficiente para desempenhar a tarefa de detecgao de ilhamento com
desempenho elevado, destacando-se como alternativa simples, leve e atrativa
quando o requisito principal é detectar.

2. Superioridade e generalidade do MLP para classificagao: embora o LS seja
suficiente como detector no escopo estudado, o MLP apresentou desempenho
superior e, sobretudo, a vantagem de oferecer classificagdo (p. ex., ilhamento
versus faltas versus operagao nominal), permitindo ampliar a fungdo do método
de “detector” para “classificador” de eventos.
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3. Definigao implicita de dois modos praticos: a tese estabelece um caminho
claro para duas configuragdes operacionais: (i) modo detector (mais simples)
com LS e (ii) modo classificador (mais completo) com MLP, preservando o
mesmo pré-processamento e os mesmos atributos.

6.2.4 Contribuicoes em implementabilidade e transferibilidade

1. Estratégia naturalmente implementavel: projecéo fixa + vetor pequeno de cu-
mulantes em atrasos selecionados + decisor leve resultam em um fluxo compa-
tivel com execugado em tempo real com baixa demanda computacional.

2. Arcaboucgo portavel para outras redes: a metodologia proposta € modular e,
portanto, promissora para adaptagao a outras topologias/redes ao ajustar (i) o
componente/projecao escolhida, (ii) os atrasos de cumulantes selecionados e
(iif) a quantidade de atributos, com potencial de preservar as caracteristicas atin-
gidas nesta tese: representagdo compacta, atributos estatisticos robustos e alto
desempenho inclusive sob condigdes criticas.

6.3 RESULTADOS CONSOLIDADOS E IMPLICACOES PARA PROTECAO

Os resultados obtidos sustentam que o método proposto atingiu o objetivo de
combinar acuracia, robustez e tempo de decisdo compativel com requisitos de inter-
conexdo. Os principais destaques sao:

6.3.1 Desempenho em classificagcao e seletividade

No regime de janela deslizante, o decisor MLP final apresentou desempenho
global elevado em teste, com erros residuais concentrados sobretudo na fronteira en-
tre ilhamento e falta (sem penalizar a classe nominal com falsos alarmes relevantes).
Em termos de qualidade de deciséo voltada a protecao, isso se traduz em alta pre-
cisdo/recall para a classe de ilhamento, com desempenho equilibrado também para
faltas.

Além disso, os resultados indicam que um decisor mais simples, baseado em
LS, é suficiente para a detecgéo de ilhamento nos conjuntos avaliados, preservando a
estrutura de atributos do método e reduzindo complexidade de implementacao. Nesse
contexto, a principal vantagem pratica do MLP é expandir o escopo para classificagao
de eventos, o que pode ser determinante quando se busca aumentar a inteligéncia da
protecao e reduzir ambiguidades operacionais.
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6.3.2 Desempenho na ZND e tempo de detecgao

Um ponto central foi a avaliagcdo em condi¢cdes associadas a ZND. A estraté-
gia de decisao por sub-janelas mostrou que janelas mais tardias consolidam o regime
pos-evento, elevando a confiabilidade. Em particular, a terceira sub-janela (pior caso
em atraso) corresponde a aproximadamente quatro ciclos de observagéo e ainda as-
sim permanece muito abaixo de limites normativos tipicos, mantendo-se na ordem de
dezenas de milissegundos. Essa configuragao, embora conservadora, entrega os me-
Ihores resultados de seguranga (minimizando tanto ndo detecgao quanto falso alarme
de ilhamento).

6.3.3 Robustez a ruido (SNR) e estabilidade operacional

A varredura de SNR evidenciou baixa sensibilidade do desempenho a ruido
gaussiano branco aditivo, coerente com o uso de cumulantes em atrasos nao nulos
(nos quais a contribuigao tedrica do ruido tende a ser desprezivel). Do ponto de vista
operacional, isso € particularmente relevante em medi¢des reais, nas quais a SNR
pode variar com instrumentagao, condigdes de rede e interferéncias.

6.3.4 Sintese: por que o método funciona bem

Em retrospecto, o desempenho observado decorre da combinagao de trés fa-
tores:

« Compressao informativa: a projecado de baixa dimensao retém a dindmica es-
sencial do transitério em uma representagcao compacta.

» Atributos estatisticos adequados ao fenémeno: cumulantes em atrasos nao
nulos capturam estrutura temporal e ndo linearidade de forma mais discriminante
do que métricas tradicionais em cenarios criticos.

» Decisor compativel com a geometria observada: tanto LS quanto MLP explo-
ram a separabilidade construida no espago de atributos; o LS oferece simplici-
dade e suficiéncia para detec¢ao no escopo avaliado, enquanto o MLP fornece
maior poder de discriminacao e capacidade de classificagdo multiclasse.

6.4 LIMITACOES

Apesar dos resultados, algumas limitagdes devem ser explicitadas para inter-
pretacao correta e para orientar avancos:

1. Base predominantemente simulada: embora o modelo utilizado seja detalhado
e o protocolo de validagao tenha buscado generalizagdo, medigdes reais (com
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efeitos de instrumentagao, harmoénicos nao ideais, distor¢des e eventos nao mo-
delados) podem introduzir novas fontes de variabilidade.

Dependéncia do cenario e do tipo de GD: o estudo concentrou-se em uma
topologia e em um sistema fotovoltaico especifico. Outras tecnologias (edlica,
armazenamento, sincronos, microturbinas) e estratégias de controle podem al-
terar assinaturas transitorias.

Compromissos entre simplicidade e generalidade do decisor: embora o LS
tenha se mostrado suficiente como detector no escopo avaliado, sua natureza li-
near pode limitar desempenho em cenarios mais heterogéneos; ja o MLP tende a
generalizar melhor para fronteiras nao lineares, ao custo de maior complexidade.

Escolha de janelas e compromisso rapidez—seguranga: decisdes mais pre-
coces sao possiveis, mas com maior mistura temporal entre regimes; a tese pri-
vilegiou a alternativa mais conservadora para garantir robustez.

TRABALHOS FUTUROS

Como desdobramentos diretos e viaveis, destacam-se:

. Validagdao com dados reais e/lou em ambiente Hardware-in-the-Loop (HIL):

incorporar registros oscilograficos de campo e experimentos hardware-in-the-
loop para verificar robustez frente a fendbmenos nado modelados e restrigdes de
aquisigao.

Generalizagao para multiplas topologias e niveis de penetragao de GD: repli-
car o protocolo em alimentadores distintos, diferentes impedancias equivalentes
e cenarios com multiplas unidades de GD operando simultaneamente.

Transferéncia metodolégica orientada por adaptagcao modular: investigar
sistematicamente como a escolha do componente/projecao, os atrasos de cumu-
lantes e a cardinalidade do vetor de atributos afetam desempenho em diferentes
redes. Essa linha é especialmente promissora por permitir adaptar o método ao
“contexto elétrico” da topologia alvo, mantendo o nucleo do arcabougo (proje-
¢ao fixa + cumulantes + decisor leve) e buscando preservar as caracteristicas
alcancadas nesta tese.

Extensdao multimodal: combinar tensdes e correntes (quando disponiveis) e
avaliar fusdo de atributos para aumentar redundéncia e reduzir ambiguidades
com faltas especificas.
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5. Adaptacgao a diferentes frequéncias e normas: avaliar a transferéncia do mé-
todo para redes de 50 Hz e para diferentes requisitos normativos, mantendo ras-
treabilidade do compromisso rapidez—segurancga.

6. Aprendizado continuo e detecgcao de novidade: investigar mecanismos de
monitoramento de drift e técnicas para rejeicdo de eventos fora do dominio trei-
nado, elevando confiabilidade em ambientes abertos.

7. Explicabilidade e auditoria de decisao: incorporar analises de contribuicdo de
atributos (por evento) para tornar a decisdo mais transparente a operadores e
engenheiros de protecéo.

6.6 CONSIDERACOES FINAIS

Esta tese demonstrou que é possivel construir um MDI passivo que combina
representacao compacta, atributos estatisticos robustos e decisao supervisionada efi-
ciente, atingindo desempenho elevado inclusive em condi¢des criticas associadas a
ZND, sem degradar a qualidade de energia e sem recorrer a injegao ativa de pertur-
bacdes.

Além disso, os resultados mostraram que o0 mesmo arcaboucgo suporta dois
usos complementares: um detector de ilhamento simples e suficiente (baseado em
LS) e um classificador mais geral e superior (baseado em MLP), capaz de discriminar
eventos para além da detecgéo. Por fim, pela sua natureza modular, a metodologia
proposta é promissora para adaptacao a outras topologias/redes mediante ajustes na
projecao, nos atrasos de cumulantes e na quantidade de atributos, com potencial de
preservar as caracteristicas centrais obtidas nesta tese: método passivo, compacto,
robusto e com elevado desempenho mesmo sob condic¢des criticas.
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