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RESUMO

O monitoramento continuo da integridade estru
recentes incidentes que evidenciam a importancia de se
comportamento dindmico das estruturas. De forma geral
por meio de sensores acoplados as estruturas analisadas, qu
especificos capazes de identificar o estado da integrida.
o presente trabalho tem como foco a aplicacao de te
maquina e inteligéncia artificial, com énfase em autoca
avaliar a integridade das estruturas por meio da analise
quatro estratégias de analise baseadas nos erros de recon:
distancia de Mahalanobis dos espacos latentes, obtidos
autocodificadores convolucionais, sao utilizadas. A meto
meio de dois conjuntos de dados. O primeiro conjunto,
no Laboratério de Sinais e Imagens da Universidade d
estrutura com cenarios de danos controlados. Por outro I:
7-24, representa uma estrutura real sujeita a variagoes d
obtidos evidenciaram a eficacia das estratégias em ambier
uma vez que, em ambos os casos, foi possivel se detecta

satisfatorio, indicando que a abordagem via CAE pode :

Palavras-chave: Monitoramento da Integridade I

codificador. Convolucao.



ABSTRACT

Continuous monitoring of structural integrity ha
incidents that highlight the importance of ensuring saf
behavior of structures. In general, this monitoring is
attached to the analyzed structures, which provide dat:
of identifying their integrity status. In this context, this
of technologies such as machine learning and artificial i
convolutional autoencoders, to assess the integrity of st
the collected data. To this end, four analysis strategies b
of dynamic signals and the Mahalanobis distance of la;
based on convolutional autoencoders, are used. The prog
using two data sets. The first set, a double-clamped f
Images Laboratory of the University of Juiz de Fora, repr
damage scenarios. On the other hand, the second applicas
real structure subject to variations of external factors. T
the effectiveness of the strategies in controlled environm
both cases, it was possible to detect structural changes in

that the CAE approach can be effective in real structur

Keywords: Structural Health Monitoring. Neural

lution.



Figura 1
Figura 2
Figura 3
Figura 4
Figura 5
Figura 6
Figura 7
Figura 8
Figura 9

LISTA DE ILUSTRACC

Acidentes Nacionais e Internacionais
Arquitetura de uma rede neural artificial M
Funcoes de Ativacao . . . . . . . . . ...
Funcionamento de uma rede neural convolu
Arquitetura de uma rede neural autocodific
Fluxograma da metodologia proposta . . .
Pértico Bi-Engastado . . . . . . . . .. ..
Corte esquematico da estrutura . . . . . .

Grafico de resposta tipica de um aceleromet

Figura 10 — Modelos de treinamento - Dominio do Tem;

Figura 11 — Arquitetura autocodificador convolucional

Figura 12 — Predicao do Sinal . . . . . . . . . . .. ..
Figura 13 — Erro Quadratico Médio - Modelo A . . . .
Figura 14 — Erro Quadratico Médio - Modelo B . . . .
Figura 15 — Erro Quadratico Médio - Modelo C . . . .
Figura 16 — Erro Quadratico Médio - Modelo D . . . .
Figura 17 — Matriz de Confusao - Modelo A . . . . ..
Figura 18 — Matriz de Confusao - Modelo B . . . . . .
Figura 19 — Matriz de Confusao - Modelo C . . . . . .
Figura 20 — Matriz de Confusao - Modelo D . . . . . .
Figura 21 — Distancia de Mahalanobis - Estagio 01

Figura 22 — Distancia de Mahalanobis - Estagio 02 . .
Figura 23 — Distancia de Mahalanobis - Estagio 03 . .



Figura 37 — Predicao do Sinal . . . . . . . . ... ...
Figura 38 — Erro Quadratico Médio - Modelo A . . . .
Figura 39 — Erro Quadratico Médio - Modelo B . . . .
Figura 40 — Erro Quadratico Médio - Modelo C . . . .
Figura 41 — Erro Quadratico Médio - Modelo D . . . .
Figura 42 — Matriz de Confusao - Modelo A . . . . ..
Figura 43 — Matriz de Confusao - Modelo B . . . . . .
Figura 44 — Matriz de Confusao - Modelo C . . . . . .
Figura 45 — Matriz de Confusao - ModeloD . . . . ..
Figura 46 — Distancia de Mahalanobis - Estagio 01
Figura 47 — Distancia de Mahalanobis - Estagio 02
Figura 48 — Distancia de Mahalanobis - Estagio 03 . .
Figura 49 — Distancia de Mahalanobis - Estagio 04 . .
Figura 50 — Distancia de Mahalanobis - Estagio 05
Figura 51 — Matriz de Confusao - Estagio 01 . . . . . .
Figura 52 — Matriz de Confusao - Estagio 02. . . . . .
Figura 53 — Matriz de Confusao - Estagio 03. . . . . .
Figura 54 — Matriz de Confusao - Estagio 04 . . . . . .
Figura 55 — Matriz de Confusao - Estagio 05. . . . . .
Figura 56 — Distancia de Mahalanobis - Acelerometros
Figura 57 — Matriz de Confusao - Acelerometros Compi
Figura 58 — Distancia de Mahalanobis - Acrescentando

Figura 59 — Matriz de Confusao - Acrescendo Danos

Figura 60 — Ponte 224 . . . . . . . . .. .. ... ...
Kioctira 61 — Predicao do Dave



Figura 76 — Matriz de Confusao - Estagio 01 . . . . . .
Figura 77 — Matriz de Confusao - Estagio 02. . . . . .
Figura 78 — Matriz de Confusao - Estagio 03. . . . . .
Figura 79 — Matriz de Confusao - Estagio 04 . . . . . .
Figura 80 — Distancia de Mahalanobis - Acelerometros ¢
Figura 81 — Matriz de Confusao - Acelerometros Compi
Figura 82 — Distancia de Mahalanobis - Acrescentando
Figura 83 — Matriz de Confusao - Acrescendo Danos
Figura 84 — Grafico no dominio da frequéncia de uma res
metro . . . . . ..o
Figura 85 — Modelos de treinamento - Dominio da Freq
Figura 86 — Arquitetura autocodificador convolucional
Figura 87 — Arquitetura autocodificador convolucional
Figura 88 — Predicao do Sinal - Primeira Otimizacao .
Figura 89 — Predicao do Sinal - Segunda Otimizagao
Figura 90 — Erro Quadratico Médio - Modelo A . . . .
Figura 91 — Erro Quadratico Médio - Modelo B . . . .
Figura 92 — Erro Quadratico Médio - Modelo C . . . .
Figura 93 — Matriz de Confusao - Modelo A . . . . ..
Figura 94 — Matriz de Confusao - Modelo B . . . . ..
Figura 95 — Matriz de Confusao - Modelo C . . . . . .
Figura 96 — Distancia de Mahalanobis - Estagio 01
Figura 97 — Distancia de Mahalanobis - Estagio 02 . .
Figura 98 — Distancia de Mahalanobis - Estagio 03 . .
Fioctira 90 — Di<ctancia de Mahalanobie - Fetdoin N4



Figura 114 - Distancia de Mahalanobis - Estagio 01
Figura 115 Distancia de Mahalanobis - Estagio 02
Figura 116 - Distancia de Mahalanobis - Estagio 03 . .
Figura 117—Distancia de Mahalanobis - Estagio 04 . .
Figura 118 —Matriz de Confusao - Estagio 01 . . . . . .
Figura 119—Matriz de Confusao - Estagio 02. . . . . .
Figura 120—Matriz de Confusao - Estagio 03. . . . . .
Figura 121 —Matriz de Confusao - Estagio 04 . . . . . .
Figura 122—Distancia de Mahalanobis - Acelerémetros ¢
Figura 123 —Matriz de Confusao - Acelerometros Compi
Figura 124 —Distancia de Mahalanobis - Acrescendo Daz

Figura 125—Matriz de Confusao - Acrescendo Danos



AE
ANN
CAE
CNN
CVAE

DAE
DCDAE
DL
ID
ML
MLP
MSE
SAE
SHM
USP
UFJF
LIS

LISTA DE ABREVIATURAS

Autocodificador. Do inglés, Autoencod
Rede Neural Artificial. Do inglés, Art
Autocodificador Convolucional. Do in,
Rede Neural Convolucional. Do inglés

Autocodificador Convolucional Variac

Variational Autoencoder
Autocodificador Profundo. Do inglés,
Deep Convolutional Denoising Autoen
Aprendizado profundo. Do inglés, Dee
Indice de Dano

Aprendizado de Maquina. Do inglés, .
Multi- Layer Perceptron

Erro Quadrdatico Médio. Do inglés, M
Autocodificador Esparso. Do inglés, S
Structural Health Monitoring
Universidade de Sao Paulo
Universidade Federal de Juiz de Fora

Laboratorio de Imagens e Sinais



1.1
1.2
1.3

3.1
3.1.1
3.1.2
3.2
3.2.1
3.2.2
3.3
3.3.1
3.3.2

0.1

5.1.1
5.1.2
5.1.3
5.1.4
5.1.5

SUMARIO

INTRODUCAO . . .. ... .. .....
CONTEXTO E MOTIVACAO . . . . . ..
OBJETIVOS . . . .. ... .. ... ....
ORGANIZACAO DO TRABALHO . . . .
REVISAO DA LITERATURA . . . ..
REFERENCIAL TEORICO . ... ..
Modelos de Aprendizado Supervisionado . .
Rede Neural Artificial - ANN . . . . . . ..
Rede Neural Convolucional - CNN . . . . .
Modelos de Aprendizado Nao Supervisionad
Autocodificador - AE . . ... ...
Autocodificador Convolucional - CAE . . .
Estratégias para Deteccao de Danos . . . .
Erro Quadratico Médio - MSE . . . . . . .
Distancia de Mahalanobis . . . . . . . . ..
METODOLOGIA . . . .. ... .....
APLICACAO 1: PORTICO ......
Dominio do Tempo . . . . . .. ... ...
Divisao dosdados . . . . . . .. ... ...
Otimizacao dos parametros . . . . . . . ..
Arquitetura da Rede . . . . . . . . . .. ..
Treinamento da Rede . . . . . . . ... ..

Estratégias para detectar danos . . . . . .



6.2.1
6.2.2
6.2.3
6.2.4
6.2.5

7.0.1

Divisao dos dados

Otimizacao dos parametros . . . . . . . ..

Arquitetura da Rede . . . . . . . . ... ..

Treinamento darede . . . . . . . . . . . ..

Estratégias para detectar danos . . . . . .

CONCLUSOES

TRABALHOS FUTUROS . ... ... ..

REFERENCIAS
APENDICE A
APENDICE B



1 INTRODUCAO

1.1 CONTEXTO E MOTIVACAO

As estruturas civis existentes, como arranha-céu
e pontes, necessitam de continuas inspecoes e monitora
a seguranca e garantir o comportamento dinamico prey
identificacao prévia de danos estruturais contribui par

proteger a vida 1til calculada nesses projetos [1].

Nos ultimos anos, miltiplos incidentes em estrutur
a colisao de um navio com a ponte Rio-Niteroi, ocorrida
disso, houve tremores de terra nas regioes de Miracatu Ig
Brasil que levantaram preocupacoes sobre a estabilidade
Um evento recente, registrado no Brasil, e com potencial
‘

ocorreu em 2023, quando um ciclone extratropical, em

Bom Jardim da Serra, ultrapassou os 120 km /h.

Embora as normativas brasileiras e mundiais vigen
calculos estruturais [5] [6] [7], incidentes naturais ou cau
levar estruturas ao colapso, resultando em perdas materiz
colapso da ponte em Génova, Italia, em 2018, e o acident

do México em 2021, mostrados na Figura 1.

De acordo com Cury e Cremona (8], além dos i
também estao sujeitas a mudancas prolongadas e grad

uso, como corrosao, deformacoes excessivas, desgastes e f

P



Figura 1 — Acidentes Nacionais e In

omi

-

& i EERCT B 2
(a) Colapso de Viaduto em Genova, 2018 [9] (b) Colaj
2021 [9]

(c) Colapso de Ponte no Estado do Amazonas, 2022 [10] (d) Estru
pao, 202

Ao implementar um SHM, torna-se possivel pla

preventiva, preservando a integridade das estruturas de m
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pode ser influenciada por varios fatores, como mudancas

radiacao solar) e operacionais (condigoes de carga de veict
dessas metodologias de SHM [16] [17].

Alternativamente uma promissora area de pesqu
em técnicas de monitoramento baseadas em dados dindm
do tempo, quer seja no dominio da frequéncia. Nesses casc
pelo SHM podem ser processadas por meio de técnicas d
do inglés Machine Learning) para o reconhecimento de

ou danos estruturais. Uma das técnicas aplicadas em d
neural artificial (ANN, Artificial Neural Network) [18].

Embora essas estratégias tenham demonstrado res
muitas pesquisas ainda se concentram em algoritmos de ap
No entanto, rotular diversos estagios danificados ou nao
custoso, especialmente em aplicagoes praticas. Isso tem
abordagens de aprendizado nao supervisionado, que inclt
inglés Autoencoder) [20] [21]. Um AE é uma arquitetu
supervisionada que consiste em duas partes fundament
decodificador (decoder). O codificador é responséavel por
uma representacao de menor dimensionalidade, onde infc
entrada podem ser obtidas, resultando em uma forma m
Por sua vez, o decodificador tem a funcao de reconstruir

obtida pelo encoder, gerando uma saida o mais proxima

No presente trabalho sera analisado um tipo espec

convolucionais (CAE, do inglés Convolutional Autoencod



1.2 OBJETIVOS

O objetivo geral desse trabalho ¢é avaliar estratég

a deteccao de danos em estruturas. Nesse sentido sao a1

e O uso da distancia de Mahalanobis como meétrica ¢

de danos;

e A influéncia no dominio (tempo e frequéncia) d

deteccao de alteracoes estruturais;

o Os parametros e arquiteturas dos CAE que indica:

1.3 ORGANIZACAO DO TRABALHO

O estudo possui a seguinte estruturacao dos capi

o (Capitulo 1: Destaca a importancia do tema aborda

alcancados nesta dissertacao de mestrado;

o (Capitulo 2: Apresenta uma revisao da bibliografia
integridade estrutural, com destaque para o uso de
e aprendizado profundo na deteccao de danos e enf
comportamento das redes neurais artificiais e auto

relacao a sua aplicabilidade no algoritmo proposto

o Capitulo 3: Aplica os conceitos analisados a un



2 REVISAO DA LITERATURA

Com o crescente nimero de trabalhos envolvendo S
este capitulo tem como objetivo de abordar estratégias
na literatura que contribuiram para o desenvolvimentc
apresentados sao voltados para a deteccao de danos en

pontes, tuneis, viadutos e porticos estruturais.

Em sua tese de doutorado, Finotti [20], avaliou .
esparsos (SAE, do inglés Sparse Autoencoder) como ferras
dados dinamicos e detectar comportamentos anomalos e
uso de aprendizado supervisionado, empregando o algorit
(SVM, do inglés Support Vector Machine) como classific
numeérico de viga e a uma ponte monitorada em Joao
autora propos uma metodologia de deteccao de alteracoe
usando o SAE para caracterizar respostas dinamicas e de
de controle T? de Hotelling, calculadas a partir dos ]
Um critério automatizado baseado no erro de reconst:
generalizacao dos pontos T? foi apresentado, mostrando
nem sempre garante boa deteccao de alteracoes estruture
nao-supervisionado foi aplicada a trés casos: um portic
ponte Z24, e uma torre na Italia. Cabe ressaltar que, na:

temperatura foi considerada.

FINOTTT et al. [22] investigaram o uso do SAE na

por meio da analise de sinais de vibracao. A metodolog



Com base nos dados provenientes da ponte Z-24 .
na Italia, FINOTTTI et al. [21] apresentaram uma abordag
estruturais, combinando o uso do SAE com o grafico de
caracterizou as respostas dindmicas das estruturas utiliz:
identificou o surgimento de comportamentos andémalos
Shewhart T, calculado a partir das caracteristicas extraid.
analisou a utilizacao da Analise de Componentes Princ
Component Analysis),como uma técnica de redugao de
modelos baseados em PCA/T? tenham apresentado resu
com SAE mostrou-se superior na deteccao de mudancas e
que a metodologia proposta nao apenas detectou anomse
situacoes analisadas, mas também demonstrou ser men
associados ao processamento de dados, quando compara
disso, a abordagem mostrou-se capaz de lidar com a infl
variagoes de temperatura, sem a necessidade de algoritr

efeitos.

O estudo conduzido por FINOTTT et al. [23] vé c
SAE na deteccao de anomalias estruturais. A estratégia ce
para extrair caracteristicas significativas dos sinais mon
classificadas pela técnica SVM. Esse processo é contextua
SHM. A eficacia do método proposto foi avaliada utilizanc
de um modelo numérico de viga e de um viaduto rodc
obtidos comprovam a capacidade do SAE em extrair p

dinamicos, ressaltando seu potencial para aplicacoes no



treinamento rotulados, ou seja, adotando um aprendiza
apresenta uma técnica realizando o comparativo da eficié
tiplas camadas (MLP, do inglés Multi- Layer Perceptron)
O CAE foi especialmente empregado para lidar com dax
o MLP foi utilizado para dados de entrada em 1D. Aj
CAE, destacam-se suas componentes, incluindo camade
transpostas, pooling e upsampling, cuja funcao é reduzi
dados. O estudo ressalta que o autocodificador convolu
para lidar com dados de vibracao em pontes, permitindo
rais complexos nos dados. Os resultados obtidos pela t
precisao na deteccao de danos, consolidando a tecnolog

ferramenta valiosa para o SHM em pontes rodoviarias e

Neto et al. [26] avaliaram a aplicagao de diferentes
identificacao de danos em estruturas de poérticos bidimens
ponte Z-24. A anélise focou em quatro autocodificadore
estatistica T? de Hotelling, com o objetivo de detecta:
trés estruturas. Os valores da camada latente dos autoc
parametros no T2, e os resultados foram comparados entre
estruturais. Os resultados mostraram-se promissores na

os demais autocodificadores também se destacaram na c

Em contrapartida, Resende et al. [27] realizaram
danos estruturais por meio da aplicacao de modelos de
extratores de recursos de dados dindmicos brutos coleta

frequéncia. A abordagem envolveu a classificacao das



Rastin, Amiri e Darvishan [18] expuseram sol
de deteccao de danos estruturais nao supervisionada |
convolucional profundo. Os autores discutem a meto
modelo, bem como os resultados obtidos em um modelo
de satde de pontes. O artigo também discute as limitac
possiveis melhorias para trabalhos futuros. Além disso, ele

existente sobre técnicas de SHM e compara o método pi

O artigo desenvolvido pelos autores Shang et al.
extrair caracteristicas de danos de medicoes de campc
levando em consideracao as incertezas decorrentes de 1
Para tal, empregam um modelo de autocodificador cor
de ruido (DCDAE, do inglés Deep Convolutional Denc
testaram a estratégia em dados de vibracao de uma por
se pode detectar com sucesso danos estruturais em co
variaveis. Em sintese, o artigo discute as implicacoes

sugere possiveis direcoes para pesquisas futuras.

Em outro artigo, Zhang et al. [28] apresentam um 1
danos em tuneis, utilizando uma abordagem nao supervisic
variacional convolucional (CVAE, do inglés Convolutic
analise de pacote de wavelet. A relevancia desse estud
significativo na engenharia civil, que é a identificagao d
monitoramento quase em tempo real do estado de satde «
de anormalidades mesmo durante o funcionamento nor

também aborda sobre o pré-processamento dos dados



danos moderados. No entanto, destacam que a abordagen

preciso e robusto para a deteccao de danos nas cordoal

dados de aceleracao especificos para um veiculo em ques

Apresentando avancos significativos, os estudos ar

a constante evolucao das abordagens de SHM em conjt

Nesse sentido, o presente trabalho compara a eficacia e

CAE em dados provenientes de um pértico estrutural [3

foi identificar automaticamente os diferentes cenarios de ¢
o uso do CAE em estratégias SHM.

A Tabela 1 exibe uma sintese das principais refe

deste estudo.

Tabela 1 — Estado da Art

Autores

Obras

Rafaelle Finotti.

Inteligéncia artificial aplicada ao
monitoramento de estruturas: de-
teccao de alteracoes mecanico-
estruturais baseada no uso de re-
des neurais autocodificadoras es-
parsas para a caracterizacao de

respostas dinamicas, 2022.

Rafaelle Finotti;
Flavio Barbosa;
Alexandre Cury;

Roberto Pimen-

Numerical and experimental eva-
luation of structural changes using

sparse auto-encoders and svm ap-

nlied to dvnamic reenonces 2091



Tabela 1 — (continuagao

Autores

Obras

Rafaelle Finotti;
Flavio Barbosa;
Alexandre Cury;
Roberto Pimen-
tel.

Novelty detection using sparse
auto-encoders to characterize

structural vibration responses,
2022.

Osama Abdelja-
ber; Onur Avci;
Serkan Kiranyaz;
Moncef Gabbouj;

Daniel J.Inman.

Real-time vibration-based struc-
tural damage detection using one-
dimensional convolutional neural

networks. Journal of Sound and
Vibration. Elsevier Ltd, 2017.

Gi-
Ilaria
Valen-
Poggioni;

Valentina
glioni;
Venazi;
tina
Alina Baia;
Alfredo Milani;
Filippo Ubertini.

Deep Neural Networks for unsu-

pervised damage detection on the

724 Bridge. ECCOMAS Congress,
2022.

Marcos Spinola
Neto; Rafaelle

Finotti; Flavio

Barbosa; Alexan-

Structural Damage Identification

Using Autoencoders: A Compara-
tive Study. Buildings, 2024.



Tabela 1 — (continuagao

Autores

Obras

Zhigiang Shang;
Limin Sun; Ye
Xia; Wei Zhang.

Vibration-based damage detection
for bridges by deep convolutional

denoising autoencoder. Structural
Health Monitoring, 2020.

Yonglai Zhang;

Xiongyao  Xie;

An Unsupervised Tunnel Da-
mage Identification Method Ba-
sed on Convolutional Variational
Auto-Encoder and Wavelet Packet
Analysis. Sensors, MDPI, 2022.

Hongqiao Li;
Biao Zhou.
Lucas Resende;

Rafaelle Finotti;
Flavio Barbosa;

Alexandre Cury.

Structural damage detection with

autoencoding neural networks.
XLIIT CILAMCE 2022.

Kanghyeok Lee;
Seunghoo Jeong;

Sung-Han Sim;

A Novelty Detection Approach for
Tendons of Prestressed Concrete

Bridges Based on a Convolutio-



3 REFERENCIAL TEORICO

As Redes Neurais Artificiais sao estruturas compu
interconectadas que se baseiam, em sua concepcao, no fu
Elas aprendem com exemplos e experiéncias, utilizando a
tar os pesos das conexoes entre suas unidades. As ANNs
influente no estudo de SHM., e sua aplicacao tem most
termos de eficiéncia e precisao no monitoramento e detecc

disso, essa abordagem foi essencial para o desenvolvimer

No contexto do SHM, as ANNs sao capazes de prc
sensoriais e realizar analises avancadas de processamer
¢ especialmente util, pois as estruturas de dados pode
exigindo a captura de relagoes nao triviais entre as varié
neurais se mostram particularmente adequadas para o |
sutis e entender comportamentos nao lineares, o que pos

danos e a previsao de falhas estruturais.

Ao serem utilizadas no SHM, as ANNs permitem
de monitoramento existentes, reduzir os custos associad
a confiabilidade dos resultados. Isso se deve ao fato «
coletados de sensores distribuidos nas estruturas, torn
de comportamento saudaveis e detectar desvios ou dan
seguir apresenta-se um resumo sobre a insercao de Al

supervisionado e nao supervisionado.



3.1.1 Rede Neural Artificial - ANN

No ano de 1962, Rosenblatt desenvolveu um estudo
individuais (conhecido como modelo McCulloch-Pitts -
uma estruturacao de trés camadas denominada Percep
primeiros modelos de rede neural artificial, inspirado nc
neurdnios biolégicos. Contudo, o entusiasmo inicial nao p
uma camada de saida limitava sua capacidade de resolver

inadequado para tarefas mais desafiadoras e nao linearn

Essa limitacao foi superada com a elaboracao «
inglés, backpropagation), proposta por Paul Werbos em 19
Hinton e Williams em 1986. A retropropagacao é um a.
o treinamento de redes neurais de multiplas camadas
Perceptrons (MLP). Esse avan¢o permitiu o aprendize

linearmente separaveis [32].

No aprendizado supervisionado, o processo de re
ajustar os pesos das conexoes entre os neuronios na rede
preditas e as saidas desejadas durante o treinamento. Es
principais. Primeiro, na fase de propagacao para frent
entrada sao alimentados na rede neural e propagados ca
de saida. Cada neurdnio na rede aplica uma funcao de
sinais recebidos das conexoes de entrada, gerando uma )
Na segunda fase (Backward Phase), o algoritmo compara
previstas (rotulos) dos dados de treinamento, calculan

entre as predicoes e os rotulos. O erro é. entao. retropre



unidirecional, da camada de entrada para a camada de se
assim uma rede feedforward. Cada camada oculta da
abstratas e complexas das camadas anteriores, permitind

hierarquicas dos dados de entrada.

Figura 2 — Arquitetura de uma rede neu

Camada de 1* Camada 2* Camada
Entrada - C=1 Oculta - C=2 Oculta - C=3
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Figura 3 — Funcoes de Ativ:

10 10 1
-10 " 10 ~ -1 10 _10 ?
(a) ReLU (b) Leaky ReL.U (c) Sigm

Fonte: Adaptado, Jadon [35],

Os dados de entrada da rede neural sao organizad.
representa o numero de parametros a serem analisados e
da amostra. Como se trata de aprendizado supervisionad
associada a uma matriz alvo T, ; 5, que indica as n clas

ou seja, as saidas desejaveis utilizadas no calculo do errc

Embora os dados sejam fornecidos a rede em forma
um a um. Isso ¢ ilustrado na MLP, que possui m param
na camada oculta e n saidas possiveis, conforme mostrad
xs (onde s = 1, 2, ..., S), existe um vetor de saida y; (c

rede, correspondente a essa entrada.

Sob a perspectiva do SHM, o valor de entrada x,,
a m-ésima caracteristica extraida do sinal dinamico s.
corresponde ao n-ésimo elemento do vetor de saida y, que

representa a classe do sinal s classificado pela rede. Por



Por fim, essa versatilidade do MLP e da retroprop:
complexos impulsionou a pesquisa e o desenvolvimento
neurais, como a Rede Neural Convolucional (CNN, Con

processamento de imagens, ampliando significativamente
campo do ML e da IA.

3.1.2 Rede Neural Convolucional - CNN

Redes neurais convolucionais sao um campo espe:
programadas especialmente para o processamento de dax
imagens e sinais de vibragao. As CNNs sao aplicadas
deteccao de objetos, visao computacional, reconheciment
imagens, destacando-se por alcancar resultados promissor
de aprendizado e extracao automatizada de parametro

técnica influente na analise e compreensao de informaco

A operacao de convolucao desempenha um pap
consiste em aplicar filtros (ou kernels) convolucionais sok
o produto entre os valores do filtro e os valores corres
posicao. Em seguida, os produtos sao somados para obter
formando o que é conhecido como "mapa de caracteristica
repetido para diversas posicoes da entrada, resultando er

que capturam diferentes padroes e informacoes relevante

A figura 4, demonstra de modo pratico o funciona
CNN, apresentando parametros fundamentais como pre

(ou Stride), filtro (ou Kernel) e agrupamento (ou Pool:
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Fonte: Do Autor, 2023

o« Kernel: Conhecido como filtro, desempenha um p

convolucao em redes neurais convolucionais. Sua pri

relevantes na entrada. Cada valor no filtro represen

multiplicando esses pesos pelos dados de entrade

resultados para obter o valor de saida em cada posic.

todas as posicoes da entrada, resultando em uma

especifica daquele filtro as caracteristicas da entras

Os filtros sao aprendidos durante o treinamento

valores sao estabelecidos aleatoriamente, e a rede n

o treinamento, utilizando o método de retropropaga

que sejam capazes de capturar parametros relevai

como bordas, texturas, padroes, entre outros.



Contudo, resolve-se esse problema acrescentando
1D, nas bordas ao redor dos dados antes de apl
sao preenchidos com valores especificos, como zer
garantir que o filtro seja capaz de se posicionar cor:
Existem dois tipos distintos de paddings utilizadc
o Valid Padding (sem preenchimento), em que ne
na imagem, ocasionando a reducao do tamanho d
Padding (preenchimento igual), que insere um cer
imagem, visando obter uma saida da convolucao
Entretanto, para alcancar isso, o nimero de pizels

cada lado depende do tamanho do filtro.

Sendo assim, o padding é importante, pois possibi
informacao nas bordas da entrada, sendo 1util em
espaciais precisas, como deteccao de bordas ou cc
disso, é crucial ao usar camadas convolucionais em :
a medida que a informacao percorre a rede, a auss
uma progressiva reducao da dimensionalidade de
recursos cada vez menores. Isso tem o potencial d

de informacoes espaciais e, eventualmente, diminu

Stride: "Passo', em portugués, é um atributo fund.
o deslocamento do filtro pela entrada durante a oper

quantos pizels sao pulados a cada passo da convol

Durante a convolucao, ao usar um stride superior

Aivrvronaean radii7ida o ralacan~ & Aartrada Koca ~ar



complexidade computacional, reduzir o tamanho

relevantes em diferentes arquiteturas de CNN.

Pooling: O "agrupamento', é uma etapa primordia
a dimensao espacial dos mapas de recursos geradc
tornando a representacao mais compacta e eficiente
4, foi aplicado o Max Pooling. Nesse processo, un
da camada convolucional com um determinado

filtro, o valor maximo no interior do filtro é mantic
descartados. O resultado é um mapa de recursos r
caracteristicas mais importantes sao retidas. Essa tc
a pequenas variacoes na posicao das caracteristic

extracao de parametros dominantes.

Além do Maz Pooling, tem-se o Average Pooling. T
mesma, forma que no caso anterior. Contudo, em
o calculo do valor médio dentro do filtro é retido -
também reduz a dimensao do mapa de recursos e
dominantes, colabora para reduzir o impacto do r

mais robusta.

A principal vantagem do pooling é a reducao da qu
Isso ajuda a evitar o overfitting, que ocorre quand

aos dados de treinamento e nao generaliza bem pa

No entanto, é importante notar que o pooling t:

informacao espacial, pois esta reduzindo o tamanhc

-



3.2 Modelos de Aprendizado Nao Supervisionado

Outro modelo de aprendizado é o nao supervision
nao necessita de rétulos para ajustar os pesos. O obj
padroes, estruturas ou vinculos entre os dados sem con
esperada, sendo geralmente usado em clusterizacao. O aju
maneiras, como o algoritmo K-means ou AE, através c

entrada e saida ou da capacidade de reconstrucao dos d:

3.2.1 Autocodificador - AE

Autocodificador, do inglés Autoencoder, € um m
feedforward, desenvolvido com uma abordagem de aprer
principal finalidade é aprender uma codificacao, isto é,
sinais de entrada de modo que seja possivel reconstrui-I
a perda de informagao (extragao de caracteristicas). Es:
utilizado para tarefas de reducao de dimensionalidade. 1
com dimensoes reduzidas é a rapidez de processament
Assim como outras redes neurais, o treinamento dos aut

otimizadores baseados em retropropagacao e gradiente c

Um autocodificador caracteristico consiste em
(Encoder) e um decodificador (Decoder). A figura 5 evide
onde a primeira secao, o codificador, é programado para
a representacao comprimida. Geralmente, o codificador ¢

como camadas densas fully connected, que gradativament

1 1 1 4 1 \ 1 ~ h h K



Figura 5 — Arquitetura de uma rede neure
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Fonte: Do Autor, 2023

A ideia central presente no autocodificador é que
espaco latente contenha as informagoes mais significat
decorrer da técnica de codificacao, a camada oculta é fc
de caracteristicas (z,) das entradas, enquanto o decodil

tais entradas na camada de saida (y,,), conforme exemp
Xm =@ (WpmXm + D),

Ym = ¢ (W:’nnhn + b’) ’



3.2.2 Autocodificador Convolucional - CAE

O Autocodificador Convolucional, do inglés Con
camadas convolucionais no lugar das camadas totalmer
abordagem com o aprendizado nao supervisionado care
Seu principal objetivo é reduzir a dimensionalidade dos

gerar uma representacao comprimida no espaco latente.

A arquitetura do CAE segue uma estrutura analog
aplica-se camadas convolucionais para condensar as inf
dimensao espacial. Para aprimorar a eficiéncia, é possive
responsaveis por reduzir a dimensionalidade e garantir
camadas convolucionais transpostas sao empregadas para
representacao comprimida e, opcionalmente, camadas de

para restaurar a dimensao original da entrada.

As camadas de aplainar e remodelar, do inglés f
sao necessarias para o correto funcionamento do CAE.
da camada latente, se refere ao processo de converter u
um vetor unidimensional, facilitando o processamento
codificador. Posteriormente, esses dados lineares sao «
conected até o espaco latente. Porém, devido a saida c
linear, é fundamental inserir a camada reshape, que tor
multidimensionais. Mais adiante, ao analisar as arquit

termos serao analisados novamente.

Durante o treinamento, o CAE se dedica a aprend



Embora os CAE sejam tradicionalmente aplicados
por exemplo), o seu uso em sinais unidimensionais cox
estrutura é simples e pode ser entendido como uma pa

imagens, considerando uma das dimensoes unitaria.

3.3 Estratégias para Deteccao de Danos

As redes treinadas, com suas particularidades,
indicar alteracoes comportamentais nas estruturas. Neste
estratégias para analise das reconstrucoes das redes que
em especifico: o Erro Quadratico Médio de reconstrucao

espaco latente.

3.3.1 Erro Quadratico Médio - MSE

O erro quadratico médio é uma medida estatistic:
sinais observados e os sinais previstos por um modelo. N
estruturais, o MSE pode ser usado para comparar a re;
base em um modelo nao danificado) com a resposta re
estao presentes, eles geralmente causam mudancas nas .
rigidez, amortecimento ou massa. Tais alteracoes se reflet

estrutura danificada e o MSE pode ser utilizado para iden

3.4)

1
MSE = L(W, W,, b, b,) = argminw’wx,b,b,—
m )

onde v e v: denotam o 1-é<imo termo do <inal de entrad



Ambas as abordagens, MSE e a distancia de Ma
de danos ou alteracoes estruturais, pois comparam o Ce
estrutura com seu estado atual, identificando discrepanci
de danos. No entanto, ¢ importante notar que essas té
em conjunto com outras metodologias de analise estrutu

precisos e confiaveis.



4 METODOLOGIA

Tendo em vista alcancar o escopo proposto pelo tr
no software Matlab 202304 ® de um autocodificador conv
para sinais provenientes de um portico ensaiado no labora

da Ponte Z24. A metodologia do estudo compreendeu a:

e Conjunto de Dados: Utilizou-se dois conjuntos
dologia proposta. A primeira aplicacao é provenie

pelos autores FINOTTI et al. [30] e a segunda aplic

e Pré-Processamento: Nesta etapa, os dados di
formar uma matriz contendo os sinais separados
de dano. Posteriormente, esses sinais sao normali:
sinal pelo modulo da sua respectiva amplitude ma

adimensionais que variam entre -1 e 1.

o« Tratamento dos dados: Apods os dados serem
dominio dos dados (Tempo ou Frequéncia), sendc
buscando avaliar se ha possibilidade de reducao do

eixo da frequéncia, com a finalidade de otimizar o

e Divisao dos Dados: Apds o tratamento dos s
manualmente entre treinamento, validacao e tes

conjuntos fixos, conforme a sistematica de treinam

e Otimizacao dos parametros: Antes de treinar a



x Verificacao do erro: Mediante a recons
uma métrica para verificar os erros de
namento, validacao e teste. Valores ma
ser atribuidos a dados de origem distint

treinamento.

— Estratégia 02:

x Espaco Latente: Apods o aprendizado
treinada vai decompor os novos sinas (Valic
Vale ressaltar que os espacos latentes sao

estagio de dano.

x Distancia de Mahalanobis: Por meio
calcula-se a distancia de Mahalanobis par:
como a distribuicao de referéncia para cs

dados dos espacos latentes de treino refer:

— Estratégia 03:

x Espaco Latente: Apods o aprendizado
treinada vai decompor os novos sinas (Valic
Nesta estratégia os espacos latentes dos ¢

apenas uma matriz por estagio de dano.

x Distancia de Mahalanobis: A sistem3
a estratégia anterior calculando a distanc
espacos latentes, tendo como a distribuic

média e covariancia, os dados dos espacc



o Classificagao: Dados com niveis de MSE/Distan
um limite, denominado de limiar entre os tipos de ¢

como um novo estado de danificacao. Esse limiar é c
da distribuicdo de MSE /Distancia de Mahalanobis

e Matriz de Confusao: Apods a classificagao dos «
sao organizadas em uma matriz que apresenta os

negativo, bem com as métricas de acuracia, precis:

A figura 6 apresenta de modo sucinto o fluxograr
estudo. E possivel verificar as quatro estratégias apre
sistematica de treinamento da rede serao evidenciados

dominio dos sinais.

Figura 6 — Fluxograma da metodolo
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Sendo assim, buscando validar a metodologia p1
uma analise sobre a deteccao de danos estruturais em

um poértico biengastado e a ponte Z-24.

O portico biengastado representa uma estrutura ce
enquanto a ponte Z-24 representa uma estrutura real suje;
Eissa abordagem visa facilitar o estudo para avaliacao
identificacao de possiveis danos. A capacidade de detect:
¢ essencial para assegurar a continua seguranca das infra

em que permite a otimizacao de recursos na manutengac



5 APLICACAO 1: PORTICO

Neste contexto, se utilizou um conjunto de da
bi-engastado de aluminio, submetido a diversas colisoe
portico foi ensaiado no seio do Laboratério de Imagens
estrutura apresenta 6 barras chatas cujas dimensoes sao
secao 15,875mm de largura por 1,587 mm de espessura,
porcas. Quatro acelerometros piezoelétricos foram acopla

conforme mostrado na figura 7.

Figura 7 — Pértico Bi-Engas
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Fonte: Adapado Motta et al. [37

Foram simulados um total de 5 estagios de danos

o Estagio 01: Nao ha massas acopladas a estrutur



ampliar as andlises para deteccao foram empregados c
dominio do tempo e da frequéncia. Nesta etapa, os dad
sao concatenados para formar uma matriz contendo os s

e por estagio de dano.

5.1 Dominio do Tempo

A figura 9 apresenta um sinal tipico obtido pel
tempo. Apds 2000 pontos (4 segundos), a estrutura aj
relativamente baixas e, por esse motivo, as respostas dir
partir de 4 segundos. Posteriormente, esses sinais sao nc
cada sinal pelo médulo da sua respectiva amplitude ma
adimensionais que variam entre -1 e 1. Apds a normali
entre treinamento, validacao e testes, definidos conforme

neural.

Figura 9 — Grafico de resposta tipica de um acelerc
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Fonte: Do Autor, 2024



— Teste: O teste do Modelo A usou os 300 ensa

e Modelo B:
— Treinamento: Este modelo foi treinado com
Estagio 1 e 200 ensaios do Estagio 2.

— Validacao: A avaliacao foi feita a partir dos res

1 e 100 ensaios do Estagio 2.

— Teste: O teste do Modelo B usou os 300 ensa

e Modelo C:
— Treinamento: Este modelo foi treinado com
Estagio 1, 200 ensaios do Estagio 2 e 200 ens:

— Validacao: A avaliacao foi feita a partir dos res

1, 100 ensaios do Estagio 2 e 100 ensaios do I

— Teste: O teste do Modelo C usou os 300 ensa

e Modelo D:

— Treinamento: Este modelo foi treinado com
Estagio 1, 200 ensaios do Estagio 02, 200 ensa
Estagio 4.

— Validacao: A avaliacao foi feita a partir dos res
1, 100 ensaios do Estagio 2, 100 ensaios do Est

— Teste: O teste do Modelo D usou os 300 ensa



Figura 10 — Modelos de treinamento - De
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Fonte: Do autor, 2024

O Modelo A visa avaliar se a estratégia via CAE

dados do Estagio 1 dos demais estagios. Ja o Modelo 1



dados distintos daqueles usados no treinamento sejam a
subsequente, onde um certo tipo de dano ja fora identif
dados provenientes do Estdgio 1 (estrutura sa) e Estag
danificada), o algoritmo identificard comportamentos din
no treinamento, associando-os ao Estagio 3. Essa estratégi
danos, sempre retreinando o algoritmo a medida que surj

da estrutura.

O modelo E consistiu um treinamento, compree
de todos os estagios de dano. Este modelo visa comple
precedentes através da identificacao simultanea de todos

modelo.

5.1.2 Otimizacao dos parametros

A arquitetura da rede neural utilizada neste tra
processo de otimizacao de parametros. Os parametros fix
caracteristicas que, independentemente da arquitetura, de
As funcoes de ativagoes utilizadas entre as camadas c
a ultima camada devido as amplitudes do sinal de sa.
duas métricas de detecgao de danos (MSE e distancia «
observar que a primeira métrica devido a analise ser p
treina com acréscimos de danos a cada iteracao totalizar
distinto, a segunda métrica treina de maneira tinica con

que corresponde apenas quatro redes treinadas.

Nessa otimizacao, conforme demonstrado na I



Tabela 2 — Anélise Poértico - Paramn

ANALISE PORTICO
PARAMETROS FIXOS

Dominio de Treinamento Ter
Dimensao Sinal de Entrada [200(
Solucionador Ad
Funcao de Ativacao Re
Analise da rede Erro de Re
Modelos de Treinamento A, B,

N€¢ de Estratégias para Deteccao
Tipo do Autocodificador C:

N2 de Camadas Convolucionais

N© de Estagios :

Estagios de Treinamento :

Acelerometros :

- T4 - -_— - e =l ° - r a - - Y ) ° 1



3 — Analise Portico - Parametros Variaveis

ANALISE PORTICO

PARAMETROS VARIAVEIS

| 25 | 50 75 100
1 | Ac_1 | Ac_1 Ac_1 Ac_1
8 | 2 4 8 | 2 4 8 2 4 8 2 4 8
) 300 | 75 150 300 | 75 150 300 75 150 300 75 150 300
0 7500 | 7500 7500 7500 | 7500 7500 7500 7500 7500 7500 7500 7500 7500
REDES
6 7 8 9 10 11 12 13 14 15 16 17 18
24 24 24 24
53 0,52726 | 0,3443  0,4145  0,5259 | 0,3502 04166  0,50545 | 0,33647 04145  0,50674 | 0,35005 0,41441 0,50385
318 0,13923 | 0,0594 0,080  0,1384 | 0,0614  0,0868  0,12795 | 0,05688 0,08599 0,12854 | 0,061341 0,085945 0,12708
) 197 72 120 189 71 124 187 71 123 181 70 116 223
5 49316 | 72337 60474 47273 | 71104 62332 46978 | 71105 61943 4549 | 7050,2  5841,1  5580,5
8 06:48 | 05:55 07:01  06:53 | 06:09 06:00 07:14 05:56 05:55  07:19 | 29:00 05:59  07:17
; 24 25 26 27 28 29 30 31 32 33 34 35 36
36 36 36 36
)18 0,48861 | 0,3303  0,38998 0,47595 | 0,33151  0,38411  0,45888 | 0,32161 0,39224 0,47257 | 0,32156  0,38486  0,54502
24 0,11977 | 0,05477  0,076119 0,11351 | 0,055344 0,073835  0,10555 | 0,051871 0,077011 0,11176 | 0,051886 0,074135 0,14852
) 225 72 117 201 70 118 224 71 118 209 72 126 243
)5 5646,5 | 72562  5852,6  5026,6 | 7081,5  5930,3  5614,8 | 71768  5936,8  5228,6 | 7239 63266 6078
5 07:23 | 06:31 06:50  07:42 | 06:03 07:04 07:37 06:17 07:09  07:43 | 06:09 07:09  08:05
42 43 44 45 46 47 48 49 50 51 52 53 54
48 48 48 48
83 0,52356 | 0,31714  0,36828 047528 | 0,3364  0,37991  0,48406 | 0,31623 0,36614 0.51127 | 0.32251  0,37498 0,48079
599 0,1437 | 0,050466 0,067862 0,11327 | 0,056712 0,07221  0,1178266 | 0,050143 0,067069  0.1346 | 0.052258 0,070358 0,11848
| 194 71 98 183 70 125 234 71 118 214 72 115 259




5.1.3 Arquitetura da Rede

Na analise da otimizacao, os parametros que propo
para o objetivo do estudo foram os seguintes: a dimensa
como 5, o niumero de filtros foi configurado para 48, e a d

foi estabelecida igual a 2.

A utilizagao da camada de normalizacao em lote
tem a funcao de normalizar as ativagoes de cada camada
calculando a média e o desvio padrao das ativacoes do |
as ativacoes de cada neurdnio com base nesses valores.
ativacoes proximas a média zero e ao desvio padrao um,

e otimizado.

O numero de filtros, um dos parametros da cama
longo de toda as analises. Para o preenchimento, visan
se utilizou o Same Padding. O Stride e o tamanho do f

convolucional, sendo mostrado na figura 11.

Figura 11 — Arquitetura autocodificadc
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hiperparametros como taxa de aprendizado (do inglés Init
dados de treinamento (do inglés Shuffie), entre outros, for
pelo software. Sendo assim, de acordo com os parametros
visando detectar alteracoes ou danos estruturais, obtendc

convolucionais e o mesmo quantitativo de camada convc

Tabela 4 — Arquitetura da I

Camadas Dimensao de Dimens:
Entrada de Sai

Entrada

(Input) 2000x1x1x1 -

Convolugao - 01

(Convolution) 2000x1x1x1 2000x1x

Agrupamento Maximo 00 1 yg 1 1000 x 1 x

(Max Pooling)

Convolugdo - 02 1000 x 1 x 48 x 1 1000 x 1 x

(Convolution)

Agrupamento Maximo

(Maz Pooling) 1000x1x96x1 HO0Ox1x

Aplainar |

(Flatten) 500 x 1 x 96 x 1 48000 -

Totalmente Conectada _

(Fully Conected) 48000 x 1 O X

Totalmente Conectada |

(Fully Conected) ox1 48000

Redimensionamento

(Reshape) 48000 x 1 500 x 1 x

Desagrupamento Maximo

(Maz Unpooling) 500x 1 x96x1 1000x1x

Deconvolucao - 01

(Transposed Convolution) 1000 x 1x96x 11000 x 1 x

Desagrupamento Maximo 505 1 4g v 1 2000 x 1 x

(Max Unpooling)




5.1.4 Treinamento da Rede

Mediante a definicao da divisao dos dados para
rede, é possivel treinar a rede de acordo com cada estra
estratégia 01, aplicou os modelos A, B, C e D visando

estratégias 02, 03 e 04, aplicaram o modelo E.

5.1.5 Estratégias para detectar danos

Neste estudo, foram aplicadas duas métricas pai
utilizando quatro estratégias distintas. A primeira estrat
médio, que mede a diferenca entre os sinais de entrada
estratégias empregaram a distancia de Mahalanobis nc

latente.
Resultados para a Estratégia por MSE - Estratég

Cada rede treinada (por modelo e por aceleréme:
especifico, cuja fungdo é predizer (reconstruir) os dadc
possivel. Sendo assim, é possivel avaliar o erro quadrati
entre os sinais de entrada e preditos. Espera-se que os
reconstrucao mais erratica em comparacao com os d:

comportamento semelhante aos dados de treinamento.
e Reconstrucao dos sinais:

Nesta secao sao apresentados os resultados pre

ftrAatrhadac mvara A ~acn actiida A A Bo1ira 19 dAarhanate



Figura 12 — Predicao do Si
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no treinamento é possivel identificar diferencas dos ni:

permitindo se classificar diretamente os dados dos Estéag

Figura 13 — Erro Quadratico Médio
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Figura 14 — Erro Quadratico Médio
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Figura 16 — Erro Quadratico Médio
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As matrizes de confusao para os Modelos A, B, C

17, 18, 19 e 20, respectivamente. Observa-se um desempe

para ambos os Modelos, com uma taxa de acertos de cla

entre 90,61% e 98,01%. Ressalta-se que as matrizes de con
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Figura 17 — Matriz de Confusao -
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Figura 18 — Matriz de Confusao -
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Figura 19 — Matriz de Confusao -
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Figura 20 — Matriz de Confusao -
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Resultados para Estratégia por Mahalanobis - E:s

O espaco latente, isto é, espaco de menor dime
valores que podem indicar, de acordo com a metodologi
nos estagio de treinamento. Utilizando como base o esp
estratégias de classificacao. A primeira estratégia visa enc
através de uma distribuicao de referéncia, separado por ac
compilou os dados do espaco latente dos quatro aceler
de dados, como o espaco latente apresentava uma dimer
compilagao foi uma matriz de [20 x 1] por ensaio. Em seg
referéncia destes dados compilados. Por fim, a terceira es

analise, uma distribuicao de referéncia correspondente a

Sendo assim, a Distancia de Mahalanobis foi aplic
calculando a distancia de cada ponto em relacao a n
da distribuicao de referéncia. Essa medida permitiu ic
indicariam possiveis danos na estrutura. E importan
Mahalanobis é particularmente util quando hé correlacao

uma deteccao mais sensivel de desvios significativos.

Cabe ressaltar que em todas as estratégias hou
a fim de minimizar a aleatoriedade do sistema (os g
por apresentarem resultados semelhantes). Nas figuras
Mahalanobis os valores em vermelho, azul e amarelo re
dados testados, validados, e a distribuicao de referéncia
em preto) foram calculados através do 95-ésimo perce

Mahalanobis da distribuicao de referéncia.



Figura 21 — Distancia de Mahalanobi
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Figura 22 — Distancia de Mahalanobi
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Figura 23 — Distancia de Mahalanobi
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Figura 24 — Distancia de Mahalanobi
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Figura 25 — Distancia de Mahalanobi
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As matrizes de confusao para esta estratégia utilize
nas Figuras 26, 27, 28, 29 e 30. Observa-se um desempes
para ambos os Modelos, com uma taxa de acertos de cla

entre 98,25% e 99,99%. Nota-se também que o ntmero d
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Figura 26 — Matriz de Confusao -
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Figura 27 — Matriz de Confusao -
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Figura 28 — Matriz de Confusao -
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Figura 29 — Matriz de Confusao -
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Figura 30 — Matriz de Confusao -
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o Distancia de Mahalanobis - Acelerometros Compil

A segunda estratégia, correspondente a Figura 31

lanobis com base na distribuicao de referéncia dos cincc

hl hl 1 1

hl X

h

h I
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Figura 31 — Distancia de Mahalanobis - Acele
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Figura 32 — Matriz de Confusao - Aceleror
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Fonte: Do Autor, 2024

« Distancia de Mahalanobis acrescentando Danos (F

A terceira estratégia, utilizou da compilacao dos

uma matriz de dados. Contudo, ao invés de se analisar
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Fonte: Do Autor, 2024

Os graficos que ilustram as acuracias da terceir

disponiveis na Figura 34. Verifica-se um bom desempen

ambas as variantes do Modelo, com uma média geral de



Figura 34 — Matriz de Confusao - Acr
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5.2 Dominio da Frequéncia
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Fonte: Do Autor, 2024

Contrastando com o dominio do tempo, o dor

decomposicao de sinais em suas componentes de frequé:

/ Ve . . .
A 111rva farraronta corntral rvacea A TrtAa mvariratrirnAdA o



Figura 35 — Grafico no dominio da frequéncia de uma re;
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Fonte: Do Autor, 2024

H.2.1 Divisao dos dados

A divisao dos dados de treinamento, validacao e
no item 5.1.1. Vale ressaltar que os modelos A, B, C e

enquanto o modelo E, utiliza-se nas demais estratégias.

5.2.2 Otimizacao dos parametros

A arquitetura da rede neural aplicada neste es
um processo de otimizacao de parametros. Os parame
5, apresentam caracteristicas que, independentemente
proporcionar resultados mais eficazes. As funcoes de ati
convolucionais foram ReLU, com excecao da ultima came

de saida.

A tabela esta segmentada conforme as duas estr



Tabela 5 — Anélise Poértico - Paramn

ANALISE PORTICO
PARAMETROS FIXOS

Dominio de Treinamento Frequ
Dimensao Sinal de Entrada 280
Solucionador Ad
Funcao de Ativacao Re
Analise da rede Erro de Re
Modelos de Treinamento A, B,

N€¢ de Estratégias para Deteccao
Tipo do Autocodificador C:

N2 de Camadas Convolucionais

N© de Estagios :

Estagios de Treinamento :

Acelerometros :

- T4 - -_— - e =l ° - r a - - Y ) ° 1



5 — Analise Portico - Parametros Variaveis

ANALISE PORTICO

PARAMETROS VARIAVEIS

5 10 15 25 50
Ac 1 Ac 1 Ac 1 Ac 1 Ac 1
4 8 2 4 8 2 4 8 2 4 8 2 4 8
150 300 75 150 300 75 150 300 75 150 300 75 150 300
0 7500 7500 | 7500 7500 7500 | 7500 7500 7500 | 7500 7500 7500 | 7500 7500 7500
REDES
5 6 7 8 9 10 11 12 13 14 15 16 17 18
128 128 128 128 128
5 2,598 3,058 | 2,754 2,721 3,035 | 2,699 2,579 3,089 | 2,764 2,649 2,935 | 2,801 2,728 3,053
0 3,381 4,683 | 3,809 3,713 4,613 | 3,654 3,330 4,783 | 3,865 3,527 4,319 | 3,934 3,744 4,669
| 112 165 65 105 149 65 115 208 64 113 207 61 115 177
0 5629 4150 | 6519 5263 3735 | 6670 5774 5203 | 6433 5677 5183 | 6116 5799 4444
9 06:01 06:15 | 05:29 06:06 06:28 | 05:27 06:08 06:06 | 05:42 06:09 06:13 | 05:38 06:17 06:19
| 23 24 25 26 27 28 29 30 31 32 33 34 35 36
192 192 192 192 192
14 2613 2,997 | 2,506 2,489 3,014 | 2,480 2,623 2,858 | 2,397 2,615 2,993 | 2,497 2,600 2,964
7 3,417 4,495 | 3,167 3,116 4,550 | 3,099 3,455 4,093 | 2,902 3,423 4,483 | 3,133 3,383 4,397
104 2707 70) 112 167 N0} 112 1R7 NO) 119 147 AR 107 174




5.2.3 Arquitetura da Rede

Na analise de otimizacgao, os parametros que propo
para o objetivo do estudo foram os seguintes: a dimensa
como 2, o tamanho do filtro foi configurado como 256,

Batch foi estabelecida em 2.

O numero de filtros, um dos parametros fundam
foi mantido constante em cinco durante todas as analises
preenchimento, optou-se pelo uso do Same Padding par
Quanto ao Stride e ao tamanho do filtro, variaram co:

conforme ilustrado na Figura 36.

Figura 36 — Arquitetura autocodificadc
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Autoencoder (CAE) adotada consiste em duas camada;

pelo mesmo nimero de camadas convolucionais transpos

Tabela 7 — Arquitetura da I

C d Dimensao de Dimens:

amadas Entrada de Saj
Entrada
(Input) 280x1x1x1 -
Convolucao - 01 ‘
(Convolution) 280x1x1x1 280x 1 x:
Agrupamento Maximo ,
(Maz Pooling) 280x 1 x256x1 140x1x:
Convolugao - 02 :
(Convolution) 140 x1x256x1 140x1x!
Agrupamento Maximo
(Maz Pooling) 140 x1x512x1 T70x1x5
Aplainar |
(Flatten) 70x1x512x1 35840 -
Totalmente Conectada _
(Fully Conected) 35840 x 1 2x
Totalmente Conectada |
(Fully Conected) 2x1 35840
Redimensionamento
(Reshape) 35840 x 1 70x1x5
Desagrupamento Maximo t
(Maz Unpooling) 0x1x512x1 140x1x?
Deconvolugao - 01 140 x1x512x1 140x1x:
(Transposed Convolution) ‘
Desagrupamento Maximo ‘
(Maz Unpooling) 140 x 1 x256x1 280x1x:
Deconvolugao - 02

280 x 1 x 256 x 1 280 x 1 x

(Transposed Convolution)

Saida
(Output)

280x 1 x1x1

Fonte: Do Auntor 2024



préprias especificidades e focos, garantindo uma abordag

o estudo dos danos.

5.2.5 Estratégias para detectar danos

Neste estudo, foram aplicadas duas métricas pai
utilizando quatro estratégias distintas. A primeira estrat
médio, que mede a diferenca entre os sinais de entrada
estratégias empregaram a distancia de Mahalanobis nc

latente.
Resultados para a Estratégia por MSE - Estratég

Cada rede treinada, tanto por modelo quanto
espaco latente especifico, cujo proposito é predizer os da
erro possivel durante a reconstrucao. Dessa maneira, ¢é
médio resultante da discrepancia entre os sinais de entrad.
que os dados de teste apresentem uma reconstrucao mais
com os dados de validacao, que exibem um comportamse

treinamento.

e Reconstrucao dos Sinais:

Nesta secao, sao apresentados os resultados prove
o caso estudado, abordando agora o dominio da frequén
tipicos reconstruidos, comparando-os aos respectivos si

perceptivel uma reconstrucao mais precisa nos dados de



Figura 37 — Predicao do Si
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esses modelos, independentemente dos acelerometros em

acréscimo de danos durante o treinamento, torna-se viav

de MSE dos dados de teste. Essa observagao possibilita
nos Estagios 1, 2, 3, 4 e 5.

MSE

MSE
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Figura 39 — Erro Quadratico Médio
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Figura 40 — Erro Quadratico Médio
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Figura 41 — Erro Quadratico Médio
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As Figuras 42, 43, 44 e 45 exibem as matrizes c

Modelos A, B, C e D, respectivamente. E possivel obses

nas classificacoes para ambos os Modelos, apresentandc

classificacdo geral variando entre 94,44% e 98,19%. E imy
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Figura

42 — Matriz de Confusao -
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Figura 43 — Matriz de Confusao -
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Figura 45 — Matriz de Confusao -
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Resultados para Estratégia por Mahalanobis - E:s

Com base no espaco latente, foram avaliadas tré
primeira estratégia visou calcular a distancia de Mahalax
referéncia especifica para cada acelerometro. A segunda
espaco latente dos quatro acelerometros em uma tnica
latente apresentava uma dimensao de [2 x 1], essa com
de [8 x 1] por ensaio, a partir da qual se definiu a distr
estratégia buscou adicionar, a cada analise, uma distribu

ao dano seguinte.

Dessa forma, a distancia de Mahalanobis foi aplic
calculando a distancia de cada ponto em relacao a n
da distribuicao de referéncia. Essa medida permitiu ic
indicariam possiveis danos na estrutura. A distancia de .
quando h& correlagao entre as variaveis, proporcionand

desvios significativos.

Na analise que compreende o espaco latente, nas fig
e amarelo correspondem, respectivamente, aos dados de
de referéncia. Os limiares (indicados pela linha preta)
ésimo percentil dos valores da distancia de Mahalanok
E importante destacar que o treinamento foi conduzidc
mitigar a aleatoriedade do sistema (os demais graficos fo:

semelhantes).

« Distancia de Mahalanobis - Por Acelerémetro (Est
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Figura 47 — Distancia de Mahalanobi
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Distancia de Mahalanobis
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Figura 48 — Distancia de Mahalanobi
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Figura 49 — Distancia de Mahalanobi
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Figura 50 — Distancia de Mahalanobi
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As matrizes de confusao para esta estratégia do Mc
sao apresentadas nas Figuras 51, 52, 53, 54 e 55. Evider
nas classificacoes para ambos os Modelos, com uma taxe

média que variou entre 82,01% e 99,68%. Contudo, c
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Figura 51 — Matriz de Confusao -
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Figura 53 — Matriz de Confusao -
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Figura 55 — Matriz de Confusao -
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o Distancia de Mahalanobis - Acelerometros Compil

A segunda estratégia, representado pela Figura 3.

lanobis com base na distribuicao de referéncia dos cinco

-,
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Figura 57 — Matriz de Confusao - Aceleror
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« Distancia de Mahalanobis acrescentando Danos (F

A terceira estratégia adotou a abordagem de com

metros em uma unica matriz. No entanto, em vez de anal
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Figura 58 — Distancia de Mahalanobis - Ac
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A analise das matrizes de confusao relacionadas a
é apresentada na Figura 59. Verifica-se um desempenho

trés primeiros estagio de dano, revelando uma taxa médi:



Figura 59 — Matriz de Confusao - Acr
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6 APLICACAO 2: PONTE Z-24

Na regiao de Berna, na Suica, destaca-se a pont
como um viaduto rodoviario construido no ano de 19
Koppigen e Utzenstorf. Essa ponte classica em viga caixa

um vao principal de 30 metros e dois vaos laterais de 14

A necessidade de demolir a ponte surgiu devido
acomodar uma nova linha ferroviaria por baixo. No
destruicao, a estrutura foi instrumentada e submetid
analisar a influéncia de diferentes estagios de danos real

da estrutura.

Figura 60 — Ponte 724




Figura 61 — Predicao do D:
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Fonte: Roeck, Peeters e Maecl

Os quatro estagios estruturais estudados, organiz:

ao longo do tempo, sao definidos como:

o Estagio 01: Nao ha presenca de danos nem equir



ensaios sao consolidados para formar uma matriz, na qi

acelerometro e estagio de dano.

6.1 Dominio do Tempo

A figura 62 evidencia um sinal tipico obtido pel
tempo em apenas um ensaio. E possivel observar a exte
(65.530 pontos), e buscando otimizar o aprendizado da rec
iguais, resultando em um sinal menor de 2560 pontos ou
sinais passam por um processo de normalizacao, no qual
de sua amplitude maxima. Esse procedimento resulta e
variam entre -1 e 1. Apds a etapa de normalizacao,
treinamento, validacao e testes, seguindo as diretrizes

treinamento da rede neural.

Figura 62 — Grafico de resposta tipica de um aceler:

1 1 1 1 1
100 200 300 400

Tempo [s]

Parte dividida de um sinal utilizado Parte de um sinal utiliza

Fonte: Do Autor, 2024



e Modelo B:

— Treinamento: Este modelo foi treinado com

Esstagio 1 e 168 ensaios do Estagio 2.

— Validacao: A avaliacao foi feita a partir dos re

1 e 57 ensaios do Estagio 2.

— Teste: O teste do Modelo B usou os 225 ensa

e Modelo C:

— Treinamento: Este modelo foi treinado com

Estagio 1, 168 ensaios do Estagio 2 e 168 ens:

— Validacao: A avaliacao foi feita a partir dos re

1, 57 ensaios do Estagio 2 e 57 ensaios do Est

— Teste: O teste do Modelo C usou os 225 ensa

e Modelo D:

— Treinamento: Este modelo foi treinado com
Eistagio 1, 168 ensaios do Estagio 02, 168 ens:
Estagio 4 e 168 ensaios do Estagio 5.

— Validacao: A avaliacao foi feita a partir dos re
1, 57 ensaios do Estagio 2, 57 ensaios do Est:
57 ensaios do Estagio 5.

— Teste: O teste do Modelo D é conforme cada



Figura 63 — Modelos de treinamento - De
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Fonte: Do autor, 2024

6.1.2 Otimizacao dos parametros

A arquitetura da rede neural aplicada neste estu



Tabela 8 — Andlise Poértico - Paramn

ANALISE PORTICO
PARAMETROS FIXOS

Dominio de Treinamento Ter
Dimensao Sinal de Entrada [256(
Solucionador Ad
Analise da rede Erro de Re
Modelos de Treinamento A, E

N€© de Estratégias para Deteccao
Tipo do Autocodificador C:

N2 de Camadas Convolucionais

N¢ Estagios z

Estagios de Treinamento

Acelerémetros E
N¢ de Redes Treinadas [Acel. x Estégios] bx3
N€¢ de Redes Treinadas para média 1

1!
Fonte: Do Autor, 2024

N€? de Treinamento

6.1.3 Arquitetura da rede

A vista disso, a analise que apresentou melhore

divisao do sinal em 2560, dimensao do espaco latente

dimensao do Batch de 2, a funcao de ativacao Relu e o

64 exemplifica a arquitetura da rede aplicada ao treina

trés camadas convolucionais e as camadas transpostas u

Figura 64 — Arquitetura autocodificadc

Aplainar Totalmente Conectada



A tabela 9 evidencia as dimensoes de entrada e s
bem como o quantitativo de camadas convolucionais e caz
O sinal inicial apresentava uma dimensao de 2560, sendo
no espaco latente com dimensao de 25. E posteriormen

inicia-se a etapa da convolucao transpostas.

Tabela 9 — Arquitetura da I

Clavire. Dimensao de Dimens
e Entrada de Sa

Entrada

(Input) 2560 x 1x1x1 -

Convolugao - 01

(Convolution,) 2060x Ix1x1 2560 x1x

Agrupamento Maximo
(Max Pooling)
Convolugao - 02
(Convolution)
Agrupamento Maximo
(Max Pooling)
Convolucao - 03
(Convolution)
Agrupamento Maximo
(Max Pooling)

2560 x 1 x 128 x 1 1280 x 1 x

1280 x 1 x 128 x 1 1280 x 1 x

1280 x 1 x256x1 640x1x

640 x 1 x 256 x 1 640 x 1 x

640 x 1 xH12x 1 320 x 1 x

?ﬁ%ii;ij 320x1x512x1 163.84(
(Fully Comected) 1638101 25 x
?Ei?inéﬁfeiiif“ada 25x1 163.84(
f({géi;}r;zrzionamento 163,840 1 190 « 1 <

Desagrupamento Maximo

(Max Unpooling) 320 x 1 x 512 x 1 640 x 1 x




estratégia 01 aplicou os modelos A, B e C. Ja as estratégiz

D, focando na identificacao de danos estruturais.

6.1.5 Estratégias para detectar danos

Visando detectar alteracoes estruturais no conjun

de modo semelhante as quatro estratégias utilizadas no

Resultados para a Estratégia por MSE - Estratég

e Reconstrucao dos Sinais:

A figura 65 demonstra os sinais tipicos reconstrui
exemplo da ponte, comparando-os aos respectivos sinais
que os dados sao reconstruidos de modo satisfatério ir
Sendo assim, ¢ importante estabelecer uma métrica que
mais sensivel os estagios de danos. Espera-se que pela e

ou pela distancia de Mahalanobis, os estagios de danos ¢

Figura 65 — Predicao do Si

0 10 20 256 0 10 20 256
Tempo - [s] Tempo - [s]

(a) Treino - Estagio 01 (b) Validagao - Estéagio 01



 MSE:

As Figuras 66, 67 e 68 apresentam os valores de
obtidos com um dos dez testes realizados (os demais gra
tarem resultados semelhantes), para os Modelos A, B e (
destacar que os MSE de teste para os modelos A e B, ob
para os dados de validacao os MSE foram acima do es
altos erros de reconstrucao se comparados com os dad
fundamental da andlise é o limiar, em alguns casos, os

erros menores associados aos dados de teste, contudo os

Nas ilustracoes apresentadas, os valores amarelos.
aos dados de treinamento, validacao e teste, respectivame
graficas, os limiares (marcados pela linha preta) foram de
percentil dos valores de Erro Quadratico Médio (MSE) de



MSE

MSE

Figura 66 — Erro Quadratico Médio
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Figura 67 — Erro Quadratico Médio
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Figura 68 — Erro Quadratico Médio
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Dano Real

1+2+3

Dano Real
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0+1

Figura 69 — Matriz de Confusao -

120 450 | 21,05% 23 547 | 4,04%
- 0
164% | 6,15% | 78.95% | 2 031% | 7.47% | 95.96%
]
171 6579 | 9747% | & ¢ 1 6749 | 99,99%
o
+
234% | 89.88% | 2.53% — | 001% | 92.20% | 0.01%
41,24% | 93,60% | 91,52% 95,83% | 92,50% | 92,51%
58.76% | 6.40% | 8.48% 4,17% | 7.50% | 7.49%
0 14+2+3 0 142+3
Dano Predito Dano Predito
(a) Acelerébmetro 1 (b) Acelerémetro 2
298 272 | 52,28% 47
~ 0 ~ 0
3 407% | 3.72% | 47.712% | B 0,64%
2 E
E | 10 6740 | 99.85% | B @ | 15
¢ ¢
—~ 1 014% | 92,08% | 0.15% — | 0.20%
96,75% | 96,12% | 96,15% 75,81%
325% | 3.88% | 3.85% 24,19%
0 1+2+3 0
Dano Predito Dano P
(d) Acelerémetro 4 (e) Acele
Fonte: Do Autor, 2024
Figura 70 — Matriz de Confusao -
696 444 | 61,05% | 6% 481 | 57,81%
= &
1234% | 7.87% | 38.95% | 3 11,68% | 8.53% | 42.19%
Qo
=
544 3956 | 8791% | £ | 213 4287 | 9527%




Figura 71 — Matriz de Confusao -

tjrl 1384 326 80,94% ?j 1373 337 80.29%
R 3
é < | 34,95% 8.23% 19,06% & S| 34.67% 8.51% 19.71%
Q =
g 1109 1141 50,71% ‘S 435 1815 80.,67%
(o8] o
28.01% 28.81% 49.29% 10.98% 45.83% 19.33%
55.52% 77.78% 63.76% 75.94% 84.34% 80.51%
44 48% 22.22% 36.24% 24.06% 15.66% 19.49%
0+1+2 0+1+2 3
Dano Predito Dano Predito
(a) Aceleréometro 1 (b) Acelerémetro 2
g:l 1366 344 79,88% C_I\_! 1385
é S | 34,49% 8.69% 20.12% & S| 34.97%
Q S
g 1795 455 20,22% S 1228
(a8} o
45.33% 11,49% 79.78% 31,01%
43.21% 56,95% 45,98% 53,00%
56.79% 43.05% 54.02% 47.00%
0+1+2 3 0+1+2
Dano Predito Dano P
(d) Acelerometro 4 (e) Acele

Fonte: Do Autor, 2024

Resultados para Estratégia por Mahalanobis - Es
As estratégias 01, 02 e 03 do modelo D de treina

Mahalanobis, visam distinguir os estagios de dano pres:

dispostas as estratégias com seus respectivos resultados.



Figura 72 — Distancia de Mahalanobi
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Figura 73 — Distancia de Mahalanobi

SEM DA
(Estégio (

1
=

—

SIQOUB[BURJA] 9P BIOUBISI(]

DANO 03
(Estagio 04)

SEM DANO
(Estagio 01)

1
=)

—

SIQOUB[RYBA] 9P BIOUBISI(]

675 900

393 450

225

Ensaios

(a) Acelerometro 1

<o s
S g
- N,
o4 R
wn ~ ..Ws'»
N
k=
—

SIqOUB[BRUR]A] 9P BIOUBISI(]

DANO 03
(Estagio 04)

SEM DANO
(Estagio 01)

SIQOUR[RYBIA] 9P BIOUBISI(]

675 900

393 450

225

Ensaios

(c¢) Acelerdmetro 3

DANO 03
(Estagio 04)

- e

DANO 02
(Estagio 03)

S

SEM DANO
(Estagio 01)

225

1
=

—

SIQOUB[RYBA 9P BIOUBISI(]

675 900

393 450

E“QQ;(\C



Figura 74 — Distancia de Mahalanobi
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Distancia de Mahalanobis

Distancia de Mahalanobis

Figura 75 — Distancia de Mahalanobi
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Dano Real

1+2+3

Dano Real

+3

Figura 76 — Matriz de Confusao -

496 74 | 87,02% 511 59 | 89,65%
- 0
6.78% | 101% | 12.98% | 2 6.98% | 081% | 10.35%
o]
2358 4392 | 65.07% | £ | 1879 4871 | 72,16%
ol
+
32,21% | 60,00% | 34.93% ~ | 25.67% | 66,54% | 27.84%
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2 2
= 0/ <
E 0| 3462 3288 | 48.71% | £ o | 2098
¢ ¢
~ | 47,30% | 44,92% | 51.29% ~ | 28.66%
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86.66% | 1.11% | 47.80% 80.41%
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Fonte: Do Autor, 2024
Figura 77 — Matriz de Confusao -
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Dano Real

Dano Real

Figura 78

— Matriz de Confusao -

543 27 | 9526% 544 26 | 95,44%
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Fonte: Do Autor, 2024
Figura 79 — Matriz de Confusao -
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o Distancia de Mahalanobis - Acelerémetros Compil

A Figura 80 ilustra a medida da distancia de M:
distribuicao de referéncia dos cinco estagios de danos, util
compilados. Observa-se que este procedimento também
identificacao de anomalias estruturais. Contudo, alguns

sao melhores que a estratégia anterior.

Figura 80 — Distancia de Mahalanobis - Acele
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Dano Real

1+2+3

Figura 81 — Matriz de
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Fonte: Do Autor, 2024

e Distancia de Mahalanobis - Acrescentando Danos

A Figura 80 representa a avaliagao da distanci

distribuicao de referéncia dos cinco estagios de danos,
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Figura 82 — Distancia de Mahalanobis - Ac
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(c) Estagio 3

Fonte: Do Autor, 2024

A matriz de confusao para a estratégia do Modelo
média da acuracia global oscilou entre 28,35% e 91,86%. |
abordagem, quando empregada nesta arquitetura espec

salvo o primeiro estagio, nao exibe uma eficacia satisfatc



6.2 Dominio da Frequéncia

A Figura 84 exibe um sinal caracteristico transforn
Frequéncias além de 31,25 Hz e inferiores a 6,25 mos
estruturas, levando a exclusao das respostas dinamicas a
notar que esses sinais sao normalizados no dominio do f
pelo médulo de sua amplitude maxima. Em seguida, sao s
a normalizacao, os dados sao particionados entre os conjt

teste, seguindo a metodologia de treinamento da rede ne

Figura 84 — Grafico no dominio da frequéncia de uma re;

50 H {\

\ \

\ \

\
30 - \ |

\ \

\ \

\ \
10 - \ \

\ \

On—T1T——7"™™ 1 1 1 | [~
0o 2 6,25 10 15 20 25 31,25

Frequéncia [Hz]

Fonte: Do Autor, 2024

6.2.1 Divisao dos dados

Devido a subdivisao do sinal, o processo de trein:
dominio. No ambito da frequéncia, a configuracao para 1

a seguinte:



e Modelo C:

— Treinamento: Este modelo foi treinado com

Estagio 1, 688 ensaios do Estagio 2 e 688 ens:

— Validagao: A avaliacao foi feita a partir dos res

1, 230 ensaios do Estagio 2 e 230 ensaios do I

— Teste: O teste do Modelo C usou os 918 ensa

e Modelo D:

— Treinamento: Este modelo foi treinado com
Estagio 1, 688 ensaios do Estagio 02, 688 ens:
Estagio 4 e 688 ensaios do Estagio 5.

— Validacao: A avaliacao foi feita a partir dos res

1, 230 ensaios do Estagio 2, 230 ensaios do Es

e 230 ensaios do Estagio 5.

— Teste: O teste do Modelo D é conforme cada

Figura 85 — Modelos de treinamento - Don
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estagios de danos. Esses modelos especificos serao empre
de alteracoes estruturais por meio do erro quadratico n
Em relacao ao Modelo D, semelhante ao Modelo E do e

treinamento Unico que envolveu partes de todos os estag

6.2.2 Otimizacao dos parametros

A arquitetura da rede neural utilizada para o d
duas otimizacoes de parametros. A primeira analise foc
rede da qual apresentassem melhores resultados para a e
isto €, a estratégia dos modelos A, B e C. Devido a com
explorados, foram realizadas variagoes nas divisoes do sine
do espaco latente (2, 5, 10, 20, 25, 50 e 75). Além diss
filtros convolucionais e a dimensdo do Batch (16, 72, 128,
respectivamente). Também foram alternadas as fungoe
Tangente Hiperbolica e Leaky Relu. Por fim, a ultima va

foi o tamanho do filtro, com dimensoes de 5, 50, 100, 15

Tabela 10 — Analise Pértico - Parar

ANALISE PORTICO
PARAMETROS FIXOS

Dominio de Treinamento Frequ
Dimenséao Sinal de Entrada [160
Solucionador Ad
Analise da rede Erro de Re
Modelos de Treinamento A, E

N€¢ de Estratégias para Deteccao

o - a N - a £ - o~



treinadas. J& a segunda estratégia realiza treinamento de

parcelas dos estagios de danos, resultando em um total

A segunda otimizacao teve como objetivo definir
tados aprimorados nas estratégias que envolvem a distans
foram realizadas variagoes na dimensao do espaco latent
filtros convolucionais (12, 16, 48) e na dimensao do Bat.

funcoes de ativacao, que incluiram Relu, Tangente Hipen

Apos esse estudo preliminar, a otimizacao dos p:
conduzida, conforme detalhado na Tabela 11. Através
identificados os parametros que resultaram nos melhc
treinamento. Isso envolveu variacoes na dimensao do |
convolucionais e na funcao de ativacao. Como resultado
redes foram treinadas, incluindo todos os acelerometros n

como as 3 estratégias que utilizam a distancia de Mahal



— Analise Ponte 724 - Parametros Variavéis

ANALISE Z-24
PARAMETROS VARIAVEIS

03 Ac 04 Ac 05| Ac 01 Ac 02 Ac 03 Ac 04 Ac 05| Ac 01 Ac 02 Ac 03 Ac 04 Ac 05
4 76 96
5 15 15
6 16 16
REDES
I 2 3
LU ReLU ReLU

15 89,85 66,31 | 43,00 90,66 47,53 89,80 66,17 | 46,37 91,36 46,30 8849 66,18
69 61,62 57,97 | 46,92 T77.64 34,66 6288 59,09 | 44,59 77,20 34,03 6596 62,59
05 79,75 60,20 | 46,95 93,88 4787 7785 60,39 | 46,54 94,84 4726 79,14 56,36

62 99,64 9501 | 81,21 99,67 82,89 99,64 9466 | 8440 99,66 82,37 99,66 9508
60 9947 9454 | 8228 9965 71,82 9955 9509 | 8597 99,68 70,18 99,55 94,94
82 9947 93,09 | 84,61 9951 72,07 9943 9500 | 8592 9954 7241 9949 9567
09 9943 9852 | 90,95 9942 8480 99,39 9908 | 91,65 99,51 86,39 99,09 98,79

22 99,36 99,36

15 99,10 99,28

03 98,98 99,09

04 99,01 99,10

22 99,36 99,36

75 98,78 98,81

33 97,37 97,42

| 5 6
liperbélica, Tangente Hiperbolica Tangente Hiperbolica

NO QE KO KR QL DIOWOIN a9 =1 D Q7 QA KO 9 79 290 17 O A7 I O9 QN O1 FEE 19



03 Ac 04 Ac 05| Ac 01 Ac 02 Ac 03 Ac 04 Ac 05| Ac 01 Ac 02 Ac 03 Ac 04 Ac 05

4 76 96

5) 15 15

3 48 48
REDES

( 8 9

LU ReLU ReLU

18 96,54 7548 | 6559 97,66 60,64 9741 76,88 | 61,23 97,15 60,08 96,78 74,84
09 7753 6881 | 62,03 8527 4361 79,33 7091 | 60,13 87,60 41,56 77,87 71,13
49 7924 66,61 | 50,19 9582 50,20 79,99 67,54 | 49,28 9546 50,39 82,82 69,40

63 06,08 8447 | 69,09 99,12 8221 98,66 82,29 | 7434 99,12 8147 9841 85,15
43 0881 87,34 | 69,76 99,62 69,96 9927 87,31 | 73,17 99,61 66,61 9846 89,63
73 08,78 88,11 | 70,79 9887 66,88 99,18 87,78 | 72,04 99,07 62,65 9854 86,97
69 9851 97,95 | 82,03 9959 8245 9843 9845 | 86,30 99,59 80,93 9842 9849

22 99,24 99,25

35 99,45 99,38

29 99,31 99,33

25 99,20 99,11

22 99,24 99,25

80 98,81 98,78

49 97,64 97,48

0 11 12
liperbélica Tangente Hiperbdlica Tangente Hiperbdlica

41 92,09 61,27 | 53,37 98,10 68,71 9181 61,53 | 5247 97,25 65,99 89,31 61,32
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6.2.3 Arquitetura da Rede

Portanto, a primeira andalise apresentou melhore:
MSE utilizando uma divisao do sinal em 640, dimensao
de filtros de 72, dimensao do Batch de 24, a funcao d
filtro de 100. A figura 86 exemplifica a arquitetura da

rede, evidenciando as trés camadas convolucionais e as c;

arquitetura.
Figura 86 — Arquitetura autocodificadc
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Fonte: Do autor, 2024

A analise que resultou nos melhores desempenhc



Figura 87 — Arquitetura autocodificadc
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Tabela 12 — Arquitetura da
Camadas Dimensao de Dimensao de
Entrada de Saida
Entrada
160x1x1x1 -
(Input)
Convolucao - 01
s 160x1x1x1 160 x 1 x 72/16 x
(Convolution)

Agrupamento Maximo
(Mazx Pooling)

160 x 1 x 72/16 x 1

80x1x128x1

Convolugao - 02
(Convolution)

80x1x72/16x 1

80 x 1 x 144/32 x

Agrupamento Maximo
(Mazx Pooling)

80 x1x144/32x 1

40 x 1 x 144/32 x

Convolugao - 03
\

/7Y 71 3

40 x 1 x144/32 x 1

640 x 1 x 288/64 x



A tabela apresentada (Tabela 12) expoe as dimen:
camada do CAE, além do namero de camadas convolucio
Inicialmente, o sinal de entrada possui uma dimensao de
etapas de processamento até alcancar uma representacao
de 25 ou 10, dependendo da otimizacao realizada. Em
transposta ¢ iniciada apos a camada de remodelacao.
estao sendo apresentadas as duas arquiteturas utilizadas
superior da linha sao exibidos as dimensoes da rede refere

parte inferior da linha esta representado a arquitetura re

6.2.4 'Treinamento da rede

Com base na definicao da divisao dos dados para
rede, é possivel treinar a rede conforme as estratégias ¢
Estratégia 01 utilizou os modelos A, B e C com o objetiv

Ja as Estratégias 02, 03 e 04 empregaram o modelo D.

6.2.5 Estratégias para detectar danos

Visando detectar alteracoes estruturais no conjun
de modo semelhante as quatro estratégia. Contudo, na I
C, estao sendo apresentados os resultados provenientes d:
derivados da segunda otimizacao estao em Anexo. Ja p
utilizou-se parametros obtido da segunda otimizacao, e

referente a primeira otimizacao estao em Anexo.

Resultados nara a Fstratéocia nor MSFE - Fstratéc



Figura 88 — Predicao do Sinal - Prime
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Contudo, a segunda otimizacao reconstréi os sina

independentemente do estagio de dano. A expectativa



Figura 89 — Predicao do Sinal - Segun

5 0 N N S 5
°- Frequéncia - [Hz] S °- Frequéncia - [Hz] £
(a) Treino - Estagio 01 (b) Validagao - Estagio 01
40f
20 ¢

0 j W4 s | . .
2R\ \5 0 5 P H O N 0 S
o, Frequéncia - [Hz] o o Frequéncia - [Hz] &

(d) Treino - Estagio 01402 (e) Validacao - Estagio 0140

40

V2R \5 o\ 5 W 9H
© Frequéncia - [Hz] > ©
|

(g) Treino - Estagio 01402403 (h) Validagao - Estagio 01402

A )
Frequéncia - [Hz]

Dado de entrada Predito/Reconstrt

Fonte: Do Autor, 2024

« MSE:



MSE

Figura 90 — Erro Quadratico Médio
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Figura 91 — Erro Quadratico Médio
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Figura 92 — Erro Quadratico Médio
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Dano Real

1+2+3

Dano Real

S

0+1

Figura 93 — Matriz de Confusao -
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Figura 94 — Matriz de Confusao -
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Dano Real

0+1+2

Figura 95 — Matriz de Confusao -
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Resultados para Estratégia por Mahalanobis - Es

As estratégias 02, 03 e 04 do modelo de treiname

Mahalanobis, tém como objetivo diferenciar os estagios

Abaixo, sao apresentados essas estratégias juntamente cor



o Distancia de Mahalanobis - Por Acelerémetro (Est

As Figuras 96, 97, 98 e 99 exibem a distanci:

distribuicao de referéncia para os cinco estagios de danos,

Foi possivel identificar que esta estratégia alcancou re

de detectar anomalias estruturais. No estagio 01, em

5, observou-se a progressao dos danos, sendo neste prir

estagios de dano.
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Figura 96 — Distancia de Mahalanobi
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Distancia de Mahalanobis

Distancia de Mahalanobis

Figura 97 — Distancia de Mahalanobi
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Distancia de Mahalanobis
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Figura 98 — Distancia de Mahalanobi
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Distancia de Mahalanobis

Distancia de Mahalanobis
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Figura 99 — Distancia de Mahalanobi

SEMDANO = DANOOI | DANO02 | DANOO03
(Estagio 01) | (Estagio02) | (Estagio03) | (Estdgio 04)
[ \ |
| \ | g!
I . \ Sl
N | § \
< =1
o B
;--"’T I
L

L

o
o
34

SEM DAL
(Estégio (

—_
S
[S]

.

i L e
b s

s
AV .{"’-{,:g

fredoe’ )
SRR X2
3 ‘ ct

Distancia de Mahalanobis
=

o e
Pt %‘g
) . e R
| i !.g.."-..z.
| | [e &
| | \.° o
| | |
1836 2754 3442 3672 0
Ensaios
(a) Acelerometro 1
| y | 102 Famoon,
SEMDANO | DANOOI | DANO02 | DANOO3 | SEM DAL
(Estdgio 01) | (Estagio02) | (Estdgio03) | (Estagio 04) E [ (Estdgio (
| | | =)
I [ [ ol = [ o Al
. i~ <
ot .\ E \ ] S
%4 ) lo 2 {
i : 5 810}
I 5 =
| Q
| =1
I pc
! 2
[ A
|
|
918 1836 2754 3442 3672 0
Ensaios
(c¢) Acelerdmetro 3
SEMDANO | DANOOI | DANOO2 | DANOO03
(Estagi (Estagio 02) | (Estagio03) | (Estagio 04)
A : : 18 |
d ‘ &
! | E
100 X g

Distancia de Mahalanobis




Dano Real

1+2+3

Dano Real

+3

Figura 100 — Matriz
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Figura 101 — Matriz de Confusao -
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Figura 103 — Matriz de Confusao -
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o Distancia de Mahalanobis - Acelerémetros Compil

A Figura 104 exibe a distancia de Mahalanob
referéncia dos cinco estagios de danos, utilizando os dadc
Ao examinar esta estratégia, torna-se claro que a dist
se eficaz na deteccao dos estagios de danos. Os dad
consideravelmente acima do limiar, e os dados de valida

semelhante ao conjunto de treinamento.

Figura 104 — Distancia de Mahalanobis - Acel
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Figura 105 — Matriz de Confusao - Aceler6
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e Distancia de Mahalanobis - Acrescentando Danos

Na Figura 106, esta representada a distancia de M

Ao avaliar esta estratégia, destaca-se a eficacia na dete
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Figura 106 — Distancia de Mahalanobis - A
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A figura 107 apresentam as matrizes de confus
Modelo E. Os valores da acuracia ficaram compreendidc
estratégia também nao houve a presenca de falsos nega

semelhante a estratégia 01 dos modelos A, B e C, contuc



7 CONCLUSOES

O presente trabalho apresentou um estudo sobz
algoritmo CAE quando utilizado em uma estratégia SHM.
de dano em um cenario controlado proveniente de um g
UFJF, bem como quatro cenarios de danos em uma e
de fatores externos da Ponte Z24, na Suica. Para ating
histéricos de aceleragoes estruturais como dados de entra
Eiste modelo foi desenvolvido com foco na reconstrucao d

espaco latente.

A abordagem proposta envolveu quatro estratégi:
estruturais. A primeira estratégia baseou-se na avaliac:
dados, obtidos pela comparacao entre as respostas medid:
pelo CAE. Essa andlise permitiu identificar alteragoes no
disso, foram empregadas outras trés estratégias, as quais

meio da distancia de Mahalanobis nos espacos latentes.

O portico demonstrou resultados satisfatorios ex
assim como em relacao a estratégia empregadas. Em gra
dos modelos excederam 95%. No entanto, é crucial desta

que surgiram em face dos resultados inferiores ao espera

Primeiramente, no processo de treinamento da
critério de parada com base nas analise realizadas, foi 1
de treinamento, dada a quantidade de redes a serem tre;

eficaz na otimizacao do tempo,resultou na interrupcao de



estratégias que exploram a distancia de Mahalanobis nc
maioria dos casos, permaneceram superiores ou proxime
além de identificar os danos, foi possivel até mesmo mor

ao longo do tempo.

E relevante destacar que houve uma considerdvel
mento do treinamento de cada rede entre as estratégias.
Quadratico Médio (MSE) a duragdo média foi de 5 minu
demais estratégia esse tempo foi reduzido para 30 segundc
processamento ressalta a importancia de considerar nao
mas também a eficiéncia computacional ao selecionar a

uma determinada aplicacao.

Dessa forma, aprimorar a abordagem de treinamse
tintas para cada estratégia podem representar passos imy

ainda mais robustos e confiaveis.

Por fim, algumas conclusoes importantes sobre :
para identificar estagios de danos sao fundamentais, dest:
do sinais na duracao de treinamento das redes. O doi
sinais mais ruidosos comparados ao dominio da frequénc
sendo vantajoso utilizar sinais transformados. Além di
distancia de Mahalanobis nos dados do espaco latente,
de treinamento, otimiza de modo consideravel o temp
A presenca de minimos ou nulos falsos positivos, bem ¢

eficacia da estratégia proposta por este estudo.



o Aplicacao das métricas estudadas neste trabalho

especialmente, em estruturas real e com influéncia
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8 APENDICE A

Nesta secao, sao apresentados os resultados obt
coes dos parametros da arquitetura relacionados ao cc

especialmente ao dominio da frequéncia.

Os primeiros resultados exibidos sao proveniente
com os parametros da segunda otimizacao. De acordc
é possivel visualizar que para este treinamento a rede
detectar alteracoes estruturais, contudo, para esta rede,

as distancia de Mahalanobis, geraram resultados satisfat

Figura 108 — Erro Quadratico Médic
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Figura 111 — Matriz de Confusao -
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Fonte: Do Autor, 2024
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e Lispaco Latente:

Nesta etapa, foram apresentados os resultados ;

abrangem a distancia de Mahalanobis, aplicando a prim
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Figura 115 — Distancia de Mahalanob
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Figura 116 — Distancia de Mahalanob
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Figura 117 — Distancia de Mahalanob
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Figura 118 — Matriz de Confusao -
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Figura 122 — Distancia de Mahalanobis - Acel
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Figura 123 — Matriz de Confusao - Aceler6
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(d) Estéagio 4

Fonte: Do Autor, 2024

e Distancia de Mahalanobis - Acrescendo Danos:

Na Figura 124, esta representada a distancia de M



Figura 124 — Distancia de Mahalanobis -
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(c) Estagio 3

Fonte: Do Autor, 2024

A figura 125 apresentam as matrizes de confus

Modelo E. Os valores da acuracia ficaram compreendidc

Figura 125 — Matriz de Confusao - Ac



9 APENDICE B

O codigo elaborado no Software MATLAB pai
utilizado em ambas aplicagoes. O algoritmo foi divido pela
treinamento e deteccao dos danos, a seguir o primeiro coc

dos dados primeiramente no dominio do tempo, e em se
e Funcao de importacao dos dados no dominio do te

function
[inputSize,num _dano,num col,num pontos,num_ensa
DT loadingfilesPORTICO(num_ac,num_pontos,num_dz
%% Importando e compilando os dados da estrutuz
% Numero total de ensaios
num _ensaios = num_col*num dano;
% Carregando as matrizes de dados [4096(eixo x)
for i = O:num dano-1
for j = 1l:num_col
load([’H:\\Meu Drive\\Dados\\Pértico (
CARGA ’ ,mat2str(i),’\\carga_’,mat2str(
% Separando os sinais de cada acelerémetro
%{4 (acelerdmetros)}[1:num pontos(eixo x) x 150C
for k = 1:num ac
V{k}(1l:num pontos, j+i*num col) = v(

end



end
inputSize = size(V_norm{1}(:,:,1,1));

end
e Funcao de importacao dos dados no dominio do te

function
[inputSize,num dano,num col,num total col,size_
num ensaios,V norm] = DT loadingfilesZ24(num_ac
%% Importando e compilando os dados da estrutuz
% Namero de pontos ao longo do eixo X no dominj
num_pontos = 65530;
% Numero total de ensaios sem divisdo
num total col = num dano*num col;
%» Novo eixo x de acordo com as divisdes
size signal = floor(num pontos/num div)*num div
%» Novo nimero de ensaios resultante de um ensaj
num_div = size signal/num div;
/sNimero total de ensaios por estégio
num_test = (num col*num_ _div);
/» Nimero total de ensaios com as divisdes para
num_ensaios = size_signal/num div*num total col
for i = 1l:num dano

for j = 1l:num_col

%» Carregando matrizes de dados [(pontos eix



for j = l:num_ensaios
aux = num_div*j;
V__{k}(:,j) = V_{k}(aux-(num_div-1) :aux
end
end
clear V V_ aux
%% Normalizando no dominio do tempo
for j = 1l:num_ensaios
for i = 1:num ac
maxAbsVal(i,j) = max(max(abs(V__{i}(:, ]
V norm{i}(:,j) = V__{i}(:,j)/maxAbsVal(
end
end
clear V. _
%% Reorganizagdo os dados no dominio do tempo -
%h{5(acelerdémetros) }[1:num pontos(eixo x),1,1,nt
for i = 1:1ength(V_norm)
V norm{i} = reshape(V_norm{il},[],1,1,size(}
end
inputSize = size(V_norm{1}(:,:,1,1));

end
o Funcao de importacao dos dados no dominio da fr

function



end
end
clear v
%/ Normalizagdo no dominio do tempo
for j = l:num_ensaios
for i = 1:num ac
maxAbsVal(i,j) = max(max(abs(V{i}(:,j))
Vn{ir(:,j) = V{i}(:,j)/maxAbsVal(i,j);
end
end
clear V
%% Dominio da frequéncia
%» Periodo em segundos
T = 4;
% Discretizacdo dominio do tempo (eixo x)
Dc = num_pontos;
hIntervalo de frequéncia de aquisigdo
df=1/T;
%» Eixo da frequéncia
f =-Dc/2*df:df: (Dc/2*df)-0.001;
for i = 1:num ac
sFungdo no dominio da frequéncia
xf{i} = ££t(V_n{i});
V norm{i} = abs(xf{i}(1l:ceil(Dc/2),:));



% Namero de pontos ao longo do eixo X no domini
num_pontos = 65530;
% Numero total de ensaios sem divisdo
num total col = num dano*num col;
%» Novo eixo x de acordo com as divisdes
size signal = floor(num pontos/num_div)*num div
% Novo nimero de ensaios resultante de um ensaj
num_ div = size signal/num div;
JNamero total de ensaios por estagio
num test = (num col*num div);
% Numero total de ensaios com as divis8es para
num_ensaios = size signal/num div*num total col
for i = 1:num dano
for j = 1:num_col
%» Carregando matrizes de dados [(pontos eix
load ([’H:\\Meu Drive\\DADOS\\Z-24\\
xc’,mat2str(i),’ ’,mat2str(j),’ .mat
% Separando os sinais de cada acelerémetro
{5(acelerémetros)}[1:num pontos(eixo x) x ¢
for k = 1:num ac
V{k}(1l:num pontos,j+(i-1)*num_col)
end
end

end

clear Y



maxAbsVal(i,j) = max(max(abs(V__{i}(:,;
V norm{i}(:,j) = V__{i}(:,j)/maxAbsVal(
end
end
clear V__
%% Dominio da frequéncia
%» Periodo de aquisigdo de dados = 0,01s
%» Frequéncia de aquisigdo = 100Hz
dt = 0.01;
%» Discretizacgdo dominio do tempo (eixo x)
N = num div;
%» Periodo em segundo
T = dt*N;
%» Eixo do tempo
time = 0:dt:N*xdt;
%» Intervalo de frequéncia de aquisigédo
df = 1/T;
%» Eixo da frequéncia
f = -N/2%df:df:N/2xdf;
f = f (ceil(num div/2) :end);
for i = 1:num ac
sFungdo no dominio da frequéncia
xf{i} = ££t(V_n{i});
V norm{i} = abs(xf{i}(1:ceil(num_div/2),:))



estudo.

clc; clear;

%% Importando os dados da estrutura

% Namero total de acelerdmetros analisados
num_ac = 4 (Pértico) ou 5 (Z24);

% Namero total de estagios de dano analisados
num_dano = 5 (Poértico) ou 4 (Z24);

%» Nimero de colisdes/Ensaios em cada estagio de
num_col = 300 (Pdértico) ou 9 (Z24);

% Nimero de pontos ao longo do eixo X no dominj
num_pontos = 2000 (Pértico); ou

% Namero de pontos para divisdo do eixo x
num_div = 2560 (Z24);

%(PORTICO - TEMPO)
[inputSize,num_dano,num col,num pontos,num_enss
DT _loadingFilesPORTICO(num_ac,num_pontos,num_dz
%(PORTICO - FREQUENCIA)
[inputSize,num dano,num col,num pontos,num_ensaz

DF loadingfilesPORTICO(num_ac,num pontos,num dec

%»(PORTICO - TEMPO)
[inputSize,num dano,num col,num total col,size_

num ensaios.V norml = DT loadineFilesZ24 (num ac



num_test = 300;

%% Paramétros dos dados de entrada (z24)

% Nimero de dados para treino da estrutura sem
num_train = floor(num test*0.75);

% Nimero de dados para validacgdo da estrutura ¢
num validation = (num_col*num div) - num_ trair
% Nimero de dados de Treinamento

num trainings = [num train 2*num train 3*num_tr
sNamero de dados de Validacgéo

num validations =

[num validation 2*num validation 3*num validati

%/ Paramétros das camadas (Define opgles de tre
% Nimero de redes treinadas

num _netw_train = 10;

%Dimensdo do Mini-Batch

miniBatchSize = 2;

%Nimero maximo de Epocas

maxEpochs = 100;

%Dimensdo do Espago Latente

num_latent = 5;

JsNumero de Filtros Convolucionais

nim Fi1lterae = 4R



c = zeros(1,num _dano);

A=1[1;

B = [1;

for j = O:num_dano-1
a(j+1) = (j*num_col); YPontos iniciais de
b(j+1) = (num_col*j+num train); %Pontos fir
c(j+1) = ((j*1D)*num col); %Pontos finais de

d = (a(j+1)+1) :num ensaios; %Vetor com os i
A= [A a(j+1)+1:b(j+1)]; %Vetor com os indi
B = [B b(j+1)+1:c(j+1)]; %Vetor com os indi

for i = 1:num ac

V_train{j+1,i} = V. norm{i}(:,:,:,A);
V_validation{j+1,i} = V_norm{i}(:,:,:,
V_dano{j+1,i} = V_norm{i}(:,:,:,d);

% A cada iteracdo adiciona os dados de
%» de modo que o ultimo contenha todos ¢
end
end

clear A B j i d num_validation
%% Define a arquitetura da rede
% Criacdo de um grafico de camadas

lgraph = layerGraphQ);

% Adiciona ace ramificacidee dAace camadac



"HasUnpoolingQutputs",true,"Padding", "same"

lgraph = addLayers(lgraph,tempLayers) ;

tempLayers = [
convolution2dLayer (filterSize,4*num_filters
batchNormalizationLayer ("Name", "batchnorm 2
leakyRelulLayer ("Name","relu 2")
maxPooling2dlayer (poolingSize, "Name", "maxpc
"HasUnpoolingQutputs",true,"Padding", "same"

lgraph = addLayers(lgraph,tempLayers) ;

tempLayers = [
flattenLayer ("Name","flatten")
fullyConnectedLayer (num_latent,"Name","fc")
fullyConnectedLayer ((320%4*num_filters),"Ne
reshapelLayer ("Reshape")];

lgraph = addLayers(lgraph,tempLayers) ;

tempLayers = [
maxUnpooling2dLayer ("Name", "maxunpool")
leakyRelulLayer ("Name","relu_3")
batchNormalizationLayer ("Name", "batchnorm &
transposedConv2dLayer (filterSize,2*num filt
"Cropping","same")];

Toranh = 3dA4Tl avere(loranh templ avere) -



"Cropping", "same")

regressionlLayer ("Name","regressionoutput")]

lgraph = addLayers(lgraph,templLayers) ;

% Limpa as variiveis auxiliares

clear tempLayers;

%» conecta as ramificagdes das camadas

lgraph =

lgraph
lgraph
lgraph
lgraph
lgraph
lgraph
lgraph
lgraph
lgraph
lgraph
lgraph

connectlLayers(lgraph, "maxpoolForUnpool
connectLayers(lgraph, "maxpoolForUnpool
connectlLayers(lgraph, "maxpoolForUnpool
connectLayers(lgraph, "maxpoolForUnpool
connectlLayers(lgraph, "maxpoolForUnpool
connectLayers(lgraph, "maxpoolForUnpool
connectlLayers(lgraph, "maxpoolForUnpool
connectLayers(lgraph, "maxpoolForUnpool
connectlLayers(lgraph, "maxpoolForUnpool
connectLayers(lgraph, "Reshape", "maxung
connectlLayers(lgraph,"transposed-conv'

connectLayers(lgraph, "transposed-conv_

% Plotando as camadas

plot(lgraph);

analyzeNetwork(lgraph)

% NDefine aec oncdee de +treinamentao



%% Treinamento da rede neural
autoenc = cell(l,num netw train);
for k = 1:num netw train
for j = O:num_dano-1
for i = 1:num ac
fprintf(’\n’)
disp([’REDE DE TREINAMENTO ’,num2st
disp([’CAE - Estagio de Treinamentc
disp([’-> AUTOENCODER - ACELEROMETE
autoenc{k}{j+1,i} =
trainNetwork (V_train{j+1,i},V_trair
%{1 x num netw train}{num dano x nu
end
end
end
% Salvando os dados de treinamento da rede
save (’CAE-PORTICO-TIME-DEF’, ’autoenc’)
%» Recarrega os dados da rede treinada
load (’CAE-PORTICO-TIME-DEF”’)

Yolotlotolotolololotse Exrro de ReconstruGdo %v%h/etelslelolsss
%% Extraindo os sinais preditos da rede

V pred = cell(l,num netw train);

V pred train = cell(l,num netw_train);

V nred validation = cell1(1 niim netw +rain) -



(autoenc{k}{j+1,i},V_validation{j+1
V_pred dano{k}{j+1,i} = reshape(pre
(autoenc{k}{j+1,i},V_dano{j+2,i}), |
V _pred{k}{j+1,i}(:,A) = V_pred traj
V_pred{k}{j+1,i}(:,B) = V_pred vali
V_pred{k}{j+1,i}(:,C) = V_pred danc

end

end
clear A B
end
%» Salvando os sinais preditos
save (’Dado-Predito’,’V_pred’)
%» Recarrega os sinais preditos
load(’Dado-Predito’)

I hhhhhhh% Espago Latente %hhhhhhhhh

%% Extraindo os pardmetros do espago latente

esp_lat = cell(num netw train,num_ac);

for k = 1:num netw train

for i = 1:num ac

esp_lat{k,i} = reshape(activations
(autoenc{k}{5,i},V_norm{i},"fc") ,num 1le
latent{k}(num latent*i-(num latent-1):r



methods

function layer = reshapelayer (name)
layer.Name = name;
end
function [Z] = predict(layer, X)
Z = reshape(X, (inputSize(1)/8),1,44
Z = dlarray(Z,’SSCB’);
end
end

end

function stop = RMSECallback(info)
%» Inicializar o sinalizador de parada como
stop = false;
/» Define o erro de treinamento desejado
if info.TrainingRMSE < 1.5
stop = true;
%» Defina o sinalizador de parada como v
% treinamento desejado for alcangado
end

end



