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RESUMO

A avaliação da aprendizagem é de suma importância no processo de ensino e pode ser
realizada de diferentes maneiras a depender de seu objetivo. Dentre as avaliações pertinentes
no início da vida escolar, a linguagem oral se destaca, uma vez que é fundamental para o
desenvolvimento do aluno e sua interpretação do que escuta, organização de pensamentos
e mesmo para a formulação de suas ideias.

Existem também as avaliações voltadas para o levantamento de dados e informações para
a obtenção do panorama geral do desenvolvimento dos alunos em uma área, região ou
até mesmo todo o país. Essas avaliações precisam ser aplicadas em larga escala e seus
resultados permitem a aplicação de políticas públicas voltadas para a melhoria do ensino.

As avaliações aplicadas em larga escala, devido às suas características, em geral são realiza-
das por meio de provas escritas, o que impossibilita a avaliação de algumas competências,
que consequentemente são negligenciadas nessas avaliações, como é o caso da linguagem
oral.

O presente trabalho apresenta o sistema Avalia Online, desenvolvido com o objetivo de
possibilitar a avaliação em larga escala da oralidade de crianças em fase de alfabetização
a partir da leitura de textos, utilizando a avaliação automática. Como a avaliação da
oralidade de maneira automática possui limitações, o sistema faz uso de uma abordagem
colaborativa permitindo que avaliadores capacitados avaliem as leituras onde o sistema
apresenta incertezas e que contribuam entre si nas dúvidas que eventualmente ocorram.
O sistema foi avaliado a partir de dois experimentos: o primeiro voltado á avaliação do
classificador automático e o segundo voltado á avaliação da abordagem colaborativa. A
partir desses experimentos, foram obtidos resultados que comprovam a importância do
sistema proposto.

Palavras-chave: Análise de aprendizagem. Automatização da avaliação. Avaliação em
larga escala. Reconhecimento automático de fala.



ABSTRACT

The proper assessment of learning is of paramount importance to an efficient teaching
process. Assessments can be done in many different forms depending on what aspects
of the learning process are under evaluation. Oral language stands out at the beginning
of school life since students at that age have not yet fully developed their written skills,
making oral expression fundamental for the development of students as it is the means
through which they will receive information, interpret that information, organize their
thoughts based on that information and even formulate new ideas.

Besides the evaluation of each student individually, there are tests applied on a large scale
which aim at data-gathering for obtaining the overall picture of the education system in an
given area of knowledge or geographic region in the local or the national level. The results
of these assessments allow the decision makers to develop and implement public policies
aimed at improving the school system. On the other hand, given the peculiarities of oral
language, large-scale tests are usually carried out in written form, completely neglecting
competences which are exclusive of oral communication.

With that in mind, the present paper introduces the Avalia Online, an automated system
designed to evaluate, in large scale, the orality of children in the literacy phase. As it
is with any automatic system, Avalia Online has its limitations, nonetheless it uses a
collaborative approach that allows trained evaluators to intervene when needed, making
the assessment process more reliable as a whole.

Key-words: Learning analysis. Assessment automation. Large scale assessment. Automatic
speech recognition.
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1 INTRODUÇÃO

Em todo o processo de ensino, a avaliação da aprendizagem é fundamental, uma
vez que por meio dela é possível acompanhar o desenvolvimento dos alunos. As avaliações
quando ocorrem em larga escala são essenciais para a definição de estratégias e políticas
públicas que visem o aumento da qualidade do ensino em um âmbito geral [45].

A partir de avaliações em larga escala, os educadores podem obter informações
suficientes sobre turmas, escolas, regiões e até mesmo todo o país, possibilitando a
definição de metas e planos de ensino para o aperfeiçoamento do aprendizado [46], tal como
o planejamento de um modelo de ensino mais eficaz que permita melhorar os indicadores
de interesse relacionados à educação [2].

Contudo, a avaliação da aprendizagem é uma questão complexa e existem diferentes
posicionamentos baseados em vertentes distintas, fazendo com que hajam posturas variadas
a respeito de como a aprendizagem deve ser avaliada, dificultando a chegada a um consenso
[22]. Em [48], a avaliação da aprendizagem é apresentada sob duas vertentes: a primeira
delas se baseia nas Diretrizes e Referencial Curricular para a Educação Infantil junto com
as Diretrizes e Parâmetros do Ensino Fundamental; a segunda, por sua vez, se baseia
nas Diretrizes e Parâmetros do Ensino Médio e Estudos em Avaliação Educacional, nos
processos avaliativos existentes no Sistema Educacional Brasileiro: Saeb e Enem.

Ainda assim, existe uma base consensual comum onde a ideia de qualidade na
educação se fundamenta. Essa base leva em consideração dois pontos: (1) as Leis de
Diretrizes e Bases da Educação Nacional (LDB)[21] e (2) o Plano Nacional de Educação
(PNE) [32][19].

Nas LDB são estabelecidos parâmetros como carga horária e condições de trabalho
dos professores, carga horária dos alunos dentro da escola, a maneira com a qual o
ensino será ministrado, o que será assegurado pelo sistema de ensino aos educandos com
necessidades especiais e ainda a valorização dos profissionais da educação de acordo com
suas especializações, piso salarial aos mesmos e período reservado ao estudo, planejamento
e avaliação inclusos na carga horária de trabalho [32]. No Plano Nacional de Educação,
por sua vez, são estabelecidos os objetivos e metas para a educação infantil, educação
fundamental e educação do ensino médio. No PNE são estabelecidos padrões mínimos
de infra-estrutura para o funcionamento adequado das instituições de educação públicas
e privadas, que respeitando as diversidades regionais, assegurem o atendimento das
características das distintas faixas etárias e das necessidades do processo educativo.

Dentre as competências ensinadas aos alunos nos seus primeiros anos de alfabe-
tização, está a linguagem oral, que possui destaque, uma vez que toda a produção do
conhecimento parte desse aspecto da comunicação [15]. A importância da linguagem oral
se relaciona com o desenvolvimento da criança em seus primeiros anos de escola, dessa
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maneira, ela é uma ferramenta fundamental para que a criança construa laços com o
professor, com os demais alunos e também se desenvolva também socialmente. Portanto,
torna-se imprescindível que o professor atue de maneira intencional para o desenvolvimento
dessa linguagem [20].

Quando bem desenvolvida, a oralidade (linguagem oral) permitirá que o aluno
interprete o que ouve, tenha pensamento organizado e responda perguntas com lógica
e clareza. Assim, é de fundamental importância que se dedique um tempo especial nas
tarefas diárias escolares para o desenvolvimento da oralidade [15]. Um dos aspectos que
compõem a oralidade é a fluência na fala e na leitura [4]. Isto posto, é crucial que haja
um tempo especial nas tarefas escolares para o desenvolvimento dessas habilidades e sua
avaliação [30]. O desenvolvimento da fluência na leitura permite que a criança tenha
uma maior capacidade interpretativa do conteúdo do texto, uma vez que é necessário
menor esforço para a decodificação do texto escrito, esse esforço é direcionado para a
interpretação do texto [42].

Para a decisão entre a mais eficaz entre as diferentes formas de avaliar o aprendizado
do aluno, é necessário levar em consideração quais os itens a serem avaliados e qual a
escala de avaliação. Uma avaliação tradicional geralmente é aplicada por um professor em
uma sala de aula, mas quando se trata de uma avaliação aplicada em larga escala, existem
órgãos especializados em sua realização e outros meios se fazem necessários.

A avaliação em larga escala é um dos principais instrumentos para a elaboração
de políticas públicas dos sistemas de ensino e redirecionamento das metas das unidades
escolares. Seu foco é o desempenho da escola e o seu resultado é uma medida de proficiência.
Essa medida possibilita aos gestores a implementação de políticas públicas eficazes, e
possibilita às unidades escolares um retrato de seu desempenho [8].

No Brasil, para obter informações sobre o nível de alfabetização das crianças que
estão começando o segundo ano da vida escolar e conseguir essas informações em larga
escala, o Governo Federal implementou a Provinha Brasil1 no ano de 2008. Ao realizar essa
avaliação, a intenção é que os dados aferidos sirvam como uma amostragem da habilidade
leitora do aluno e que, ao analisá-los, o professor tenha orientação para aperfeiçoar sua
forma de ensino [29].

As avaliações em larga escala possuem características específicas, demandando
cuidados na preparação desse tipo de avaliação. Por esse motivo, tais avaliações têm um
caráter completamente técnico, possibilitando atender a uma grande quantidade de alunos
e fazendo com que seja necessária uma correção padronizada. Desse modo, a avaliação
perde a propriedade de mostrar quais as deficiências no aprendizado de um aluno específico,
e passa a mostrar o resultado de forma estatística [50].
1 http://portal.inep.gov.br/web/guest/provinha-brasil
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Avaliações em larga escala, de maneira geral, ocorrem por meio de provas escritas
que são aplicadas nacionalmente por agências de avaliação cujo o objetivo é mensurar a
competência dos alunos, tais avaliações são baseadas no que é estabelecido pelo Governo
Federal através do Ministério da Educação. Entretanto, nem todas as competências podem
ser avaliadas através de provas escritas, como no caso da oralidade, onde o foco principal
se encontra na maneira em que o aluno utiliza a linguagem oral para se comunicar; isso
faz com que essa competência seja sensivelmente mais difícil de ser avaliada em larga
escala pois torna-se um processo custoso em termos financeiros e de tempo. Dessa maneira,
devido a impossibilidade de avaliação da oralidade através do meio escrito e as dificuldades
de implementação em larga escala desse tipo de avaliação, as provas de avaliações da
Educação Básica, nacionais e internacionais, como o Sistema de Avaliação da Educação
Básica (SAEB) e a Provinha Brasil, em sua grande maioria, são puramente escritas [18];
isso tem como consequência um desequilíbrio que faz com que a avaliação da linguagem oral
não receba toda a atenção e preparo devidos, fazendo muitas vezes que nem mesmo seja
considerada [18], portanto tornam-se interessantes as propostas de soluções mais baratas e
mais rápidas para esse processo, o que traria como consequência direta a possibilidade da
sua aplicação em escalas maiores.

Atualmente, existem diferentes estudos e experiências voltadas à avaliação da
educação infantil devido à sua importância e possibilidades e também por haverem pontos
em aberto. Em [5] os autores dão importância à disfluências como hesitações, sussurros,
latências alongadas, entonações de perguntas entre outras, e também desenvolvem um
sistema para a automatização da avaliação de crianças em leituras de palavras em voz alta;
entretanto, nesse trabalho, o foco é na leitura de palavras isoladas, mas não na leitura de
textos, enquanto o presente trabalho tem seu foco na avaliação da leitura de textos.

Em [26] é apresentado o contexto das correções automatizadas de avaliações de
leituras orais por parte de leitores iniciantes. O trabalho leva em conta dados a respeito
do desempenho dos leitores e também considera o efeito potencial dos erros que acontecem
durante a leitura. Nesse trabalho, porém, não são apresentados os meios pelos quais são
abordados os erros provenientes das correções automatizadas.

Para que a avaliação da linguagem oral também seja levada em consideração,
é necessário que hajam meios pelos quais ela também seja realizada em larga escala.
Considerando-se as características específicas da avaliação da oralidade, faz-se necessário a
preparação de avaliações próprias para essa modalidade. No Brasil já existem empresas
desenvolvendo um procedimento voltado especificamente para a realização da avaliação
da oralidade, como por exemplo, o Centro de Políticas Públicas e Avaliação da Educação
(CAEd) da Universidade Federal de Juiz de Fora. No caso da avaliação de algumas
competências como a fluência em leitura, para serem realizadas em larga escala, é necessário
o uso de tecnologias de apoio, e uma das maneiras pelas quais isso pode ser obtido é
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através de soluções computacionais, que também são eficazes em relação ao volume de
dados gerados por tais avaliações quando aplicadas em larga escala.

Uma vez adotadas soluções computacionais para a resolução dos problemas da
escalabilidade, um segundo problema a ser considerado é a confiabilidade do sistema no
processo de automatização da avaliação da oralidade. No reconhecimento de fala podem
ocorrer erros devido a uma série de características do sistema que fazem com que sua
confiabilidade seja variável, como por exemplo: a qualidade do áudio, ruídos durante
a gravação, o ambiente no qual o áudio foi captado etc. A confiabilidade do sistema é
importante porque erros na avaliação têm impacto direto nos resultados e consequentemente,
na tomada de decisões a respeito de políticas e estratégias para o desenvolvimento da
oralidade em crianças em fase de alfabetização, dessa maneira, geralmente tais avaliações
são realizadas manualmente para garantir a corretude de seus dados.

Existem métodos para a minimização de problemas causados por esses erros, e
através desses métodos são buscadas soluções nas quais os áudios captados sejam mais
próximos a realidade por possuírem menos interferências. Dessa maneira é desejável o
fomento de soluções que levem em consideração políticas eficazes que consigam um melhor
resultado no desenvolvimento da oralidade infantil.

Além dos problemas citados anteriormente que podem afetar na avaliação das
leituras, as variações da maneira de falar causadas pelo sotaque de uma região também
causam impacto nos resultados obtidos com o reconhecimento de fala e isso pode afetar
sensivelmente o resultado esperado, esse é outro problema a ser considerado, em especial
no Brasil devido à sua grande área territorial, que faz com que em diferentes regiões
hajam diferentes sotaques e características regionais, como consequência, ao avaliar o áudio
relacionado a uma leitura, o sistema também precisa levar esse aspecto em consideração.

1.1 OBJETIVOS E PRODUTO

O objetivo desta dissertação é fornecer uma abordagem computacional de baixo
custo operacional, que garanta uma alta acurácia da avaliação da fluência em leitura,
viabilizando sua aplicação em larga escala. A solução leva em conta o Reconhecimento
Automático de Fala (ASR) para a extração de métricas a partir das gravações de leituras
realizadas por crianças em fase de alfabetização. A abordagem aplica técnicas de ASR
para classificação automática de áudios como fluentes ou não fluentes.

Como objetivos específicos, este trabalho fornece uma solução que, por um lado,
minimiza a intervenção de avaliadores humanos no processo avaliativo e, por outro lado,
oferece ferramentas que auxiliam no processo de avaliação humana.

Como produto do trabalho, foi desenvolvido um sistema de apoio para configuração
de avaliações em larga escala e controle do processo de avaliação automática e humana,
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chamado Avalia Online. A abordagem foi avaliada com uma base real contendo áudios
de avaliações realizadas pelo CAEd em quatro estados brasileiros. Os resultados mostram
que a abordagem atinge os requisitos e pode ser utilizada em avaliações futuras.

1.2 ORGANIZAÇÃO DA DISSERTAÇÃO

Para demostrar os resultados alcançados por esse trabalho, a dissertação está
organizada da seguinte maneira: o capítulo 2 discute os conceitos relacionados à avaliação
da fluência em larga escala; no capítulo 3 é apresentado o sistema desenvolvido para
a avaliação em larga escala. No capítulo 4 são descritos os experimentos realizados e,
finalmente, no capítulo 5, são apresentadas as considerações finais e previsões de trabalhos
futuros.
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2 AVALIAÇÃO DA FLUÊNCIA EM LARGA ESCALA

Neste capítulo são apresentados os conceitos relacionados à avaliação da fluência
em larga escala. Na seção 2.1 é discutida a Avaliação da Linguagem Oral. A seção 2.2
apresenta o reconhecimento automático de fala, fundamental para a automatização da
avaliação da linguagem oral. Finalmente, a seção 2.3 apresenta os desafios enfrentados
para a automatização da avaliação.

A linguagem oral, fundamental na formação do aluno, tem suas particularidades
que tornam necessária uma avaliação específica para a mesma [37]. De acordo com [15],
entre os recursos utilizados para a avaliação da linguagem oral infantil estão as atividades
apresentadas oralmente, as conversas informais entre alunos e professores e ainda as
observações de conversas espontâneas entre os próprios alunos. O desenvolvimento dessa
linguagem por parte do aluno em fase de alfabetização, acarretará na fluência na leitura
[42], e dessa forma, a avaliação da leitura por parte do aluno em fase de alfabetização
serve como parâmetro para a avaliação do desenvolvimento da linguagem oral do mesmo.

Apesar de diferentes definições para fluência na leitura, cada uma das quais
colocando ênfase variável em seus componentes, parece haver um consenso crescente de
que precisão, automaticidade e prosódia são seus componentes fundamentais [38]. Os
resultados obtidos nas avaliações da leitura mostram uma relação direta entre a fluência e
a compreensão do texto lido [42].

Em [44], é apresentado um trabalho que desenvolve um sistema automatizado para
a avaliação da linguagem oral de crianças de escolas primárias que tem o inglês como a
segunda língua. O trabalho leva em conta a prosódia e usa um sistema para a detecção
de proeminência de palavras com base em características prosódicas. Nesse trabalho,
procura-se utilizar-se métodos para a supressão de ruído e não se utiliza da avaliação
manual em qualquer momento. No presente trabalho, a avaliação manual é utilizada
quando ruídos são identificados nos áudios que contém a leitura, gerando uma classificação
confiável mesmo para esses áudios.

2.1 AVALIAÇÃO DA LINGUAGEM ORAL

Esse trabalho leva em conta, para fins de orientação, os Parâmetros Nacionais
Curriculares (PNC) [9] do Ministério da Educação. Esse documento define os parâmetros
a serem utilizados na educação infantil a fim de que os estudantes atinjam os patamares de
qualidade de aprendizado previamente estabelecidos e que sejam alcançadas as metas para
a educação como um todo. Especificamente voltados para a fluência na leitura e escrita,
existem os “Parâmetros Nacionais Curriculares da Língua Portuguesa”. Esses parâmetros
utilizam uma estrutura que divide o ensino da língua portuguesa em ciclos, onde cada
ciclo possui avaliações e objetivos específicos que procuram preparar o aluno para o ciclo
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seguinte [9].

Para avaliações que levem em conta uma escala maior, se faz necessária a padroni-
zação da avaliação da oralidade. Essa padronização aliada a tecnologias que permitam
a avaliação automatizada, fornece informações úteis aos professores de forma repetida,
consistente e acessível [6].

Levando em consideração os PNC, é possível estipular uma forma padronizada
para a avaliação da leitura, procurando estabelecer critérios que sejam bem definidos e
através destes, obter resultados que direcionem o posicionamento do avaliador em relação
ao aluno avaliado.

Nos PNC da língua portuguesa, o “Primeiro Ciclo” é voltado para os alunos no início
de sua alfabetização, e ao terminá-lo, é esperado que o aluno tenha desenvolvido habilidades
específicas: (1) narrar histórias conhecidas e relatos de acontecimentos, mantendo o
encadeamento dos fatos e sua sequência cronológica, ainda que com ajuda do professor.
Outra habilidade esperada é a de (2) demonstrar compreensão do sentido global de textos
lidos em voz alta. Espera-se ainda que o aluno (3) consiga ler de forma independente
textos cujo conteúdo e forma são familiares. Por fim, o aluno deve conseguir (4) escrever
utilizando a escrita alfabética de acordo com a convenção ortográfica, demonstrando
preocupação com a segmentação do texto em palavras e em frases [9].

Para a avaliação da linguagem oral baseada nos PNC, são utilizadas diferentes
métricas. Em [47] são apresentadas algumas métricas como: palavras lidas por minuto,
palavras lidas corretamente por minuto, precisão, prosódia e compreensão. Esse estudo
também aponta uma relação entre a fluência e a compreensão do texto. Em [25] os autores
utilizam essas métricas para classificar as crianças em grupos que expressam sua capacidade
de leitura.

As medidas de fluência de um minuto podem ser utilizadas como classificadoras
e são tecnicamente interessantes por demandar pouco espaço de armazenamento dos
áudios e pouco custo de transmissão dos arquivos, o que faz com que a métrica seja
comumente utilizada por diversos autores [23, 47]. Para esses autores, esta métrica é útil
para identificar estudantes com dificuldades de leitura e definir a intervenção do professor
ou uma nova política de ensino.

As ferramentas projetadas para a avaliação da leitura devem observar o desempenho
dos leitores-alvo utilizando-se dos tipos de textos adequados [39]. Os resultados obtidos com
essas ferramentas permitem que as métricas sejam geradas para a avaliação da leitura. Tais
métricas possibilitam encontrar anomalias na leitura e avaliá-la como fluente/disfluente.
Entre as anomalias mais comuns estão hesitações, sussurros, alongamentos, entonação de
perguntas, entre outras [5].
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2.2 AUTOMATIZAÇÃO DA AVALIAÇÃO

A automatização da avaliação da fluência na leitura pressupõe a criação de um
sistema que possa avaliar a leitura humana presente em um áudio gravado. Nesse cenário,
é utilizado um sistema de Processamento de Linguagem Natural (PLN). Um sistema PLN
leva em conta a estrutura da linguagem para abranger aspectos da comunicação humana
como a fala, as palavras, os textos e as sentenças considerando todo o contexto no qual
está inserido [27]. O presente trabalho tem seu foco na avaliação da leitura de textos e as
sentenças considerando todo o contexto no qual está inserido [27]. Entre as aplicações na
área de PLN, está a técnica de reconhecimento automático de fala.

2.2.1 Reconhecimento automático de fala

O reconhecimento automático de fala (Automatic Speech Recognition - ASR) é um
conjunto de técnicas que tem como objetivo gerar texto a partir da fala contida em um
sinal de áudio [33]. Na abordagem mais utilizada, as palavras são inferidas através de uma
análise do sinal de áudio e por meio do cálculo da probabilidade de uma dada palavra (ou
sequência de palavras) estar associada a um trecho de áudio de acordo com o seu som e
sua frequência de ocorrência naquele idioma, além de também ser levado em consideração
as propriedades acústicas das unidades de fala (em geral fonemas) e do conhecimento do
idioma para a consideração de quais palavras são seguidas por quais palavras [33]. Para
que isso aconteça, é utilizada uma ferramenta chamada Alinhador Forçado. Um Alinhador
Forçado tem por objetivo alinhar temporalmente o que é pronunciado com um texto de
referência, de maneira que apenas as palavras de interesse sejam reconhecidas e transcritas
nos momentos corretos.

Avanços significativos já foram alcançados no reconhecimento de fala para adultos
e muitas vezes é assumido que esses avanços serão transferidos para o domínio com
crianças, todavia essa transferência não é tão automática e, quando o sistema é treinado
especificamente para o uso com crianças, tende a ter resultados significativamente melhores
e, por esse motivo, é adequado que o sistema leve em consideração a faixa etária do falante
[34, 53]. Em [52], foi demonstrado que o treinamento do modelo acústico especializado
para a faixa etária que se deseja reconhecer a fala sempre obtém melhores resultados que
treinamentos genéricos. Esse fato foi corroborado posteriormente em [43], onde os autores
treinaram modelos acústicos com falas pertencentes a grupos de crianças de diferentes
faixas de idade e obtiveram sempre melhores resultados quando o conjunto de testes
pertencia ao mesmo grupo dos dados de treinamento. À medida que as investigações
acerca de ASR em crianças foram avançando, também foram surgindo formas de lidar com
os desafios envolvidos nessa tarefa.

Entre os trabalhos da literatura que investigam o uso de ASR para voz infantil é
consenso que a acurácia do reconhecimento de fala infantil geralmente é mais baixa do
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que em adultos [16], isso se deve às características específicas existentes na fala infantil,
como por exemplo os efeitos causados pelas mudanças nas vozes das crianças a partir
dos 6 anos de idade. Essas diferenças estão relacionadas, principalmente, às distinções
anatômicas e morfológicas em relação ao trato vocálico, dessa maneira crianças têm
maiores frequências fundamentais e variabilidade no espectro da voz [31]. Outra diferença
comumente apresentada na literatura diz respeito às habilidades linguísticas infantis,
principalmente em relação à dificuldade de pronúncia de certos fonemas. A dificuldade
em fazer um modelo específico pra cada faixa etária se relaciona com a escassez de bases
de treinamento, fazendo com que apenas um modelo genérico sem especificidade de faixa
etária seja criado, mesmo assim a modelagem de pronúncia pode aumentar a acurácia
desses reconhecedores de fala infantil quando o mesmo tem seu modelo acústico treinado
com adultos [16], e a utilização de bases de treinamento composta por áudios contendo fala
de pessoas adultas pode obter bons resultados no reconhecimento de fala infantil através
da aplicação de algumas técnicas, como a normalização pelo tamanho do trato vocálico,
regressão linear de máxima verossimilhança, treinamento adaptativo por falante, máxima
probabilidade a posteriori, entre outras [36]. Também é preciso considerar as diferenças
entre os áudios de leitura e de fala espontânea, para que o reconhecimento a ser realizado
seja adequado, por isso, uma forma de melhorar a acurácia desses reconhecedores é através
da adição das formas alternativas de pronúncia [34].

2.2.2 Aplicações para o reconhecimento automático de fala

Existem várias abordagens na literatura que utilizam o ASR como uma ferramenta
para avaliação automática de leitura e fala. Muitas dessas abordagens utilizam sistemas
de ASR para atribuir pontuação à fala de forma automatizada e, dessa forma, conseguir
avaliar a proficiência de pessoas em um dado idioma [41, 17, 54].

O trabalho de [55] destaca que, uma vez que o ASR é cada vez mais usado nas
mais diferentes aplicações, é fundamental que os sistemas que se utilizam de ASR estejam
preparados para lidar com os diferentes sotaques encontrados dentro de um mesmo idioma;
neste trabalho são apresentadas algumas técnicas utilizadas para melhorar o reconhecimento
mesmo em casos que tenham sotaques carregados e proposta de uma abordagem que
combina essas técnicas e consegue uma melhoria significativa no reconhecimento de
fala. Em [1, 35] vemos que o sotaque é um dos fatores-chave na variabilidade a qual o
reconhecimento de fala está sujeito. Em [35] os autores lidam com os sotaques utilizando-se
de análises estatísticas, e quando uma certa quantidade de dados de adaptação estava
disponível, a modelagem do dicionário de pronúncia foi adotada para reduzir os erros
de reconhecimento causados por diferenças de pronúncia. Quando um grande corpus foi
coletado para cada tipo de sotaque, os modelos dependentes de sotaque foram treinados e
um sistema de identificação de sotaque foi desenvolvido para a seleção do modelo. O artigo
relata resultados experimentais para os dois esquemas e sua eficiência em cada situação. Já
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no trabalho [3] o reconhecimento de padrões é utilizado para a identificação dos sotaques
brasileiros tal como as demais variações regionais da fala do português brasileiro, e no
trabalho [51] é abordada a diferença de sotaque no inglês falado em diferentes partes do
mundo. Nesse trabalho é proposto um método que, através do reconhecimento automático
de fala, permite identificar qual o sotaque presente na fala contida no sinal de áudio. O
trabalho traz a ideia de cada sotaque pertencer a uma região do planeta e, a partir de oito
sotaques principais, os demais sotaques podem ser identificados. O trabalho apresenta
uma acurácia de 80% na identificação dos sotaques, e mostra que, com o uso desse método,
sistemas de reconhecimento de fala têm uma melhora de até 10% na qualidade.

Em [41] é apresentado um sistema para a avaliação da pronúncia da língua francesa
para estudantes que possuem o inglês americano como primeira língua. Nesse trabalho,
vários algoritmos que utilizam métricas distintas para pontuação automática foram imple-
mentados. Esses algoritmos computam a similaridade entre as pronúncias contidas em um
corpus de fala de treinamento e, dessa forma, obtêm a pontuação de forma automática.
Para a realização dos experimentos, professores franceses atribuíram notas para a pronúncia
dos alunos e essas notas foram comparadas àquelas geradas automaticamente pelo sistema.
Como resultados, constatou-se que a métrica de número de palavras ditas por período de
tempo (Rate of Speech) foi a que melhor se correlacionou com as avaliações dos professores.
Isso corrobora a hipótese dos autores de que alunos mais avançados no estudo da língua
tendem a falar mais rápido que os iniciantes, e isso pode ser um bom indicador de fluência.

No trabalho apresentado em [17] é realizada uma avaliação quantitativa da fluência
de estudantes de uma segunda língua através de tecnologias de ASR. Para isso, foi
conduzido um experimento similar ao supracitado, onde as avaliações de especialistas
foram comparadas àquelas atribuídas automaticamente pelo sistema. A principal diferença
entre os dois trabalhos é que no segundo foi utilizada uma gama maior de métricas. Apesar
disso, os dois trabalhos apresentaram como conclusão que o número de palavras por
período de tempo foi a métrica que mais refletiu a avaliação realizada pelos especialistas.

Em [54], diferente dos trabalhos de [41] e [17], é apresentada uma abordagem de
ASR para obter automaticamente precisão do conteúdo de uma resposta falada levando
em consideração informações de mais alto nível. A hipótese dos autores na realização
desse trabalho foi a de que boas redações se assemelham umas às outras na escolha de
palavras, e portanto isso também deveria se aplicar às respostas orais. Na proposta do
trabalho, a obtenção da pontuação automática dos testes de fala são obtidos através
do cálculo de similaridade entre a transcrição automática de cada teste a ser avaliado
e de testes previamente pontuados. Como conclusão, os autores relatam que foi obtida
boa correlação entre as avaliações manuais e automáticas quando não haviam erros nas
transcrições geradas pelo ASR, caso o contrário, isso não era observado.

Em [7] a compreensão de leitura é apresentada como uma das principais preocupa-
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ções das instituições educacionais, pois garante a capacidade dos alunos compreenderem
uma fonte de informação e aprender a partir da mesma com precisão. Nesse trabalho, um
classificador automatizado é construído para verificar, através da interação pela fala, se
um determinado aluno compreendeu ou não a informação nos documentos de estímulo
fornecidos.

A diferença do presente trabalho em relação aos trabalhos apresentados anterior-
mente é a maneira pela qual a avaliação é realizada e o objetivo da mesma. O presente
trabalho tem como objetivo o desenvolvimento de uma ferramenta par a avaliação da
fluência em larga escala, sendo que a mesma é realizada de maneira automatizada com a
possibilidade de intervenção de avaliadores humanos quando essa classificação automática
não é possível. Ainda como diferencial do presente trabalho, essa avaliação é realizada
a partir de arquivos de áudio contendo a gravação de leituras realizadas por alunos em
fase de alfabetização, e tais arquivos devem ser produzidos pelos próprios professores nos
mesmos ambientes onde os alunos são alfabetizados, não sendo necessário qualquer tipo de
especialização por parte do professor ou mesmo equipamentos especiais para a gravação
da leitura.

O uso de técnicas de ASR também já foi explorado na área clínica. Por exemplo,
em [14] e [40] a utilização de ASR é investigada na avaliação automática da fala e
leitura de crianças com suspeita de possuírem distúrbios decorrentes de doenças que
comprometem essas capacidades. Os resultados reportados evidenciam que abordagens
ASR são promissoras nessa área, apesar de um conjunto de testes pequeno e ainda faltar
uma avaliação mais extensiva dos métodos.

2.2.3 Estrutura de um ASR

A tecnologia presente nos sistemas de ASR atualmente é fundamentada em quatro
pilares:

1. o modelo acústico, responsável pela interpretação do sinal de áudio e sua conversão
em palavras e sentenças, associando partes do sinal de voz à unidades de fala
(geralmente fonemas) [27];

2. o modelo léxico, que possui todas as palavras conhecidas pelo ASR e suas trans-
crições fonéticas, tal como as possibilidades de palavras baseadas em uma sequência
fonética (esse modelo faz o mapeamento de sequências de fonemas em palavras
utilizando o dicionário presente no sistema) [27];

3. o decodificador, que julgando as possíveis hipóteses, é responsável por encontrar a
melhor sequência de palavras [27];
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4. o modelo de linguagem, para caracterizar a língua e gerenciar a combinação de pa-
lavras, impedindo que frases agramaticais sejam formadas, atribuindo probabilidades
para ocorrência de sequências de palavras [27].

A Figura 1 ilustra a relação entre esses modelos: são extraídas as características
acústicas do sinal de áudio e o decodificador gera o texto a partir das mesmas utilizando o
modelo acústico e o modelo de linguagem.

Figura 1 – Arquitetura de um sistema ASR

Fonte: Elaboração própria, 2019

Na etapa do pré-processamento, o áudio é segmentado em partes com fala e
sem fala. Como o ASR usa de probabilidade para classificar as partes do som, ruídos de
fundo tendem a interferir no resultado do reconhecimento; desse modo, essa segmentação
evita que partes do áudio que não possuem fala interfiram no resultado do reconhecimento
de voz. Algoritmos que consideram a energia do sinal de áudio são utilizados de maneira
que quando a energia é maior que um valor base, é detectada o início da fala, da mesma
maneira que quando a energia é inferior a esse valor, sabe-se que não há fala naquele
intervalo [33].

Na extração de características são realizadas observações acústicas sobre in-
tervalos de tempos regulares, geralmente de 25ms. Essa etapa permite corrigir algumas
características que possam influenciar também no reconhecimento de fala, como por exem-
plo diferenças nos áudios captados a partir de microfones diferentes. Feito isso, é gerado
um vetor com as características extraídas do áudio.

A decodificação é o processo de calcular a sequência de palavras que mais se
aproxima das características presentes no vetor construído na etapa anterior. Nessa etapa
são necessárias as informações de um modelo acústico, um dicionário (tipicamente uma
lista de palavras e os fonemas que as representam) e um modelo de linguagem com as
possibilidades de palavras e sequência de palavras. Nessa etapa, é fundamental que se saiba
quais as palavras podem ocorrer na texto. Essas palavras estão presentes no dicionário



25

e com o uso de gaussianas obtém-se o vetor com as probabilidades das palavras. A essa
altura, o resultado é uma lista de hipóteses para o texto a ser gerado baseado no um sinal
de áudio. Na prática, essas hipóteses são as 5 ou 10 mais prováveis. Por fim, entre elas é
escolhida aquela cuja a probabilidade seja a maior depois de comparadas com o modelo de
linguagem.

Organizado dessa maneira, o sistema pode mapear grande parte da estrutura
linguística de um idioma específico para reconhecer o que foi dito.

2.3 DESAFIOS PARA A AUTOMATIZAÇÃO DA AVALIAÇÃO

Inúmeros desafios estão associados ao uso de um ASR, principalmente quando
aplicado para avaliar a capacidade de leitura. O processo de reconhecimento de fala
apresenta limitações oriundas de questões técnicas que geram dificuldades no processo e
podem ser causadas por diferentes motivos, como por exemplo: tamanho do vocabulário,
reconhecimento de fala contínua, entre outros. Também existem dificuldades relacionadas
à estrutura complexa da voz humana: sotaque, entonação, velocidade da fala, estado
emocional etc. [27].

Embora o uso de ASR para avaliação de leitura tem se dado, principalmente, para
avaliação do aprendizado de uma segunda língua, estes métodos podem ser utilizados em
outros contextos, como por exemplo na avaliação automática da fluência em leitura de
crianças em fase de alfabetização de sua primeira língua. Apesar dos desafios encontrados,
a automatização traz consigo vantagens, uma vez que ela tende a tornar o processo de
avaliação mais ágil, mais barato e com taxas de erro aceitáveis, podendo ser uma forma
eficaz de realizar esse tipo de avaliação em larga escala.

Os sistemas para avaliação automática de fluência implementam modelos probabi-
lísticos, o que os tornam passíveis de gerar resultados falso-positivos ou falso-negativos.
Erros ocorrerão principalmente quando houver a existência de interferências no áudio que
dificultem a avaliação automática, interferindo nas métricas resultantes da avaliação. Nas
avaliações em larga escala, por sua vez, é custoso controlar todas as variáveis que possam
dificultar a correta captação do áudio (como uso não padronizado de equipamentos de
captação, interrupção do professor, sala sem isolamento acústico, etc). Para aumentar a
confiabilidade de sistemas para avaliação, é necessário definir parâmetros que minimizem
a existência de falso-positivos e falso-negativos.

Existem avaliações experimentais realizadas pelo CAEd/UFJF para a avaliação da
oralidade com o objetivo de coleta de dados para a definição de políticas públicas, como
o Mais Alfabetização1, o PAEBES2 e o SAETHE3. Nesses programas, as avaliações são
1 https://maisalfabetizacao.caeddigital.net
2 http://www.paebes.caedufjf.net/
3 http://www.saethe.caedufjf.net/
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realizadas de maneira manual para que se possa garantir a confiabilidade dos dados, o que
faz com que elas sejam demasiadamente dispendiosas. O uso de sistemas automatizados
em conjunto com avaliadores manuais pode aumentar a confiabilidade dos resultados e
garantir uma diminuição expressiva dos custos operacionais do processo de avaliação.
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3 AVALIA ONLINE: AVALIAÇÃO DA ORALIDADE EM LÍNGUA PORTUGUESA

Este capítulo apresenta o sistema Avalia Online e o seu funcionamento. Na
seção 3.1 são apresentadas as Avaliações realizadas pelo CAEd na área da oralidade, seu
funcionamento, objetivos e resultados obtidos. A seção 3.2 traz as motivações para a
automatização dessas avaliações. A seção 3.3 fala do Sistema Avalia Online e todo seu
processo de desenvolvimento. Por fim, a seção 3.4 apresenta a arquitetura do sistema
desenvolvido.

3.1 AVALIAÇÕES DE ORALIDADE PROMOVIDAS PELO CAED

O Centro de Políticas Públicas e Avaliação da Educação da Universidade Federal
de Juiz de Fora (CAEd/UFJF) é uma instituição que elabora e desenvolve programas
destinados a mensurar o rendimento de estudantes das escolas públicas em 15 estados do
Brasil, e também atua na formação de especialistas em educação pública e no desenvolvi-
mento de tecnologias de administração escolar. A instituição é uma referência nacional
voltada para programas de avaliação educacional.

O CAEd coordena avaliações aplicadas em larga escala, frequentemente realizadas
junto a fundações e outras instituições, assim como também realizadas junto a municípios,
estados e o próprio Governo Federal. O CAEd usa de fatores intra e extra escolares para
a obtenção de medidas de desempenho, tais medidas são utilizadas como base para ações
que visam a melhoria da qualidade da educação [8].

As avaliações em fluência em leitura têm como principal objetivo mensurar a
qualidade do ensino e encontrar as dificuldades no processo de alfabetização, uma vez
que identificadas essas dificuldades, é possível a tomada de decisões para a melhoria do
processo.

Na organização das avaliações realizadas pelo CAEd existem diferentes responsa-
bilidades abrangendo todo o processo avaliativo, desde o planejamento e elaboração dos
testes até o processamento dos dados resultantes. A realização de uma avaliação tem início
com a coleta e processamento de dados para a elaboração dos projetos (como o número de
escolas, alunos participantes, região de abrangência, faixa etária dos alunos etc), a partir
do processamento desses dados, há a elaboração do material gráfico/visual pra composição
de cadernos de testes, assim como a definição dos itens que vão compor as avaliações.

Após a aplicação das provas, existe a coordenação responsável por estudar e publicar
os resultados dos projetos por meio de relatórios técnicos. Nessa etapa, o CAEd também
ajuda as redes de ensino/parceiros na interpretação dos resultados obtidos nas avaliações.

Para a realização das avaliações, o CAEd estabelece como o conceito de fluência
em leitura, a capacidade de um leitor decodificar uma sequência de símbolos e
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pronunciá-los corretamente. De acordo com a sua capacidade de leitura, os alunos
são classificados em níveis de fluência: pré-leitor, iniciante ou fluente.

As leituras realizadas pelos alunos compreendem listas de palavras pré-selecionadas
na língua portuguesa, lista de pseudopalavras que não existem na língua portuguesa e
ainda textos de referência, que são criados pelo CAEd com o intuito de colher informações
sobre a pronúncia correta das palavras, compreensão do que está sendo lido e capacidade de
interpretar corretamente os sinais de pontuação. Para que as avaliações sejam abrangentes
e reflitam a habilidade de leitura de maneira geral e não apenas em um texto específico,
os alunos são avaliados a partir de um conjunto de textos. Para as listas de palavras
e também para os textos de referência, a escolha das palavras é elaborada buscando
levantar informações pertinentes para o relatório final. Na lista de pseudopalavras, estas
são criadas de maneira sistemática e levantam informações sobre a assimilação de padrões
de pronúncia dentro da língua portuguesa. Todas as leituras têm duração de um minuto,
intervalo no qual o aluno deve ler tantas palavras quanto conseguir, e da gravação dessas
leituras serão extraídas posteriormente as métricas utilizadas para a avaliação.

Para avaliar a qualidade de leitura, é utilizado o conceito da precisão. A precisão na
leitura de um texto é calculada como a porcentagem de acertos na leitura, ou seja, quantas
palavras foram lidas corretamente (QPC) em relação ao total de palavras lidas (QPL).
Nas avaliações realizadas pelo CAEd, são classificadas como fluentes aquelas leituras que
em um minuto apresentam mais de 65 palavras corretas no texto de referência com um
mínimo de 90% na precisão. Aquelas leituras das listas de palavras com 10 palavras
ou menos, são classificadas como pré-leituras. As leituras que não forem classificadas
como uma das anteriores, são classificadas como leituras iniciantes. Além das métricas
já explicadas, na leitura de palavras e pseudopalavras o CAEd extrai outras métricas,
como a quantidade de palavras lidas incorretamente e a quantidade de palavras não lidas.
Também é avaliado se a criança leu as palavras na ordem correta, se houve identificação
de fadiga ocular e se a criança não conseguiu ler nada. Na leitura do texto de referência
são coletados a quantidade de palavras lidas corretamente, palavras lidas incorretamente
ou mesmo a as palavras não lidas, o total de palavras lidas e a precisão da leitura, além de
informações sobre fadiga ocular, seguimento da ordem do texto e a não leitura do texto.

Atualmente essas avaliações são realizadas de maneira manual pelo CAEd acar-
retando problemas relacionados com o tempo para a obtenção dos resultados que tende
a ser grande e ainda o alto custo das avaliações, uma vez que é necessário mão de obra
especializada para realizá-las.

3.2 MOTIVAÇÕES PARA A AUTOMATIZAÇÃO DA AVALIAÇÃO

A classificação da fluência baseada em métricas como as descritas anteriormente,
pode ser extraída automaticamente das leituras e trás consigo a motivação do desenvolvi-
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mento de um sistema voltado para a avaliação da fluência de forma automática. A partir
do uso de um sistema de reconhecimento automático de fala (ASR) e de um algoritmo que
alinhe os fonemas com o que deveria ser lido no texto de referência, é possível verificar se
as palavras foram ou não pronunciadas de maneira correta de acordo com sua transcrição
fonética. Dessa maneira, no presente trabalho foi desenvolvido o sistema Avalia Online,
com o objetivo de auxiliar no processo de correção dos testes de leitura de textos.

Uma vez estabelecidas as métricas para a classificação das leituras, haverá uma
fronteira entre os possíveis resultados na avaliação do áudio. Nas proximidades dessa
fronteira pode-se identificar uma região de incerteza do sistema, onde pequenas variações
nas métricas obtidas podem fazer com que o resultado na avaliação do áudio seja alterado,
essas variações podem ser resultado de características do áudio como por exemplo, o
aplicador da avaliação falando junto ao leitor, a qualidade do áudio fazer com que ele
tenha um volume baixo, a existência de barulho/ruídos ao fundo, chiados no áudio, pessoas
falando ao fundo ou mesmo o som abafado.

Os áudios distantes dessa fronteira possuem uma confiabilidade alta no resultado
apresentado pelo sistema, e aqueles cujas métricas os coloca próximos a essa fronteira,
têm classificações que não são tão confiáveis e, por esse motivo, necessitam passar por
uma avaliação manual. As avaliações manuais são avaliações cujas métricas e resultados
são confiáveis, uma vez que são realizadas por avaliadores capacitados e preparados para
esse tipo de avaliação. Dessa maneira, os resultados obtidos através de avaliações manuais
servem tanto para a definição dos áudios que ficaram próximos à fronteira entre os possíveis
resultados, como também servem para testar a confiabilidade do sistema, comparando
as avaliações automáticas e manuais das mesmas leituras. Sendo assim, aliar o uso do
reconhecimento automático de fala com uma abordagem colaborativa, trás ao sistema a
robustez da automatização com a confiabilidade desejada, tornando um sistema confiável
para a utilização em larga escala e ao mesmo tempo, um sistema economicamente mais
viável.

Considerando as possibilidades de erros na automatização do processo, é importante
levar em consideração a precisão e a revocação nos resultados das avaliações realizadas
pelo sistema. A precisão do resultado representa a porcentagem de elementos classificados
corretamente pelo sistema. A revocação, por sua vez, representa a porção de elementos
classificados que de fato é correta, por esse motivo, é um requisito do sistema que o mesmo
esteja voltado para uma alta precisão em seus resultados. Tendo uma alta precisão, a
confiabilidade do sistema permitirá que as leituras que de fato pertencem ao conjunto de
fluentes anteriormente definido não precisem passar por avaliações manuais. As classes
iniciante e pré-leitor do CAEd foram agrupadas em uma mesma classe denominada não
fluente, uma vez que classificado dessa maneira, o áudio deverá ser encaminhado à avaliação
manual.



30

Considerando que a abrangência das avaliações realizadas pelo CAEd se estende
por diferentes regiões do Brasil, é necessário levar em conta as características relacionadas
à oralidade, como o caso de sotaques. Os sotaques e outras características linguísticas
de cada região influirão na sonoridade da leitura dos textos, sem que isso tenha relação
direta com a corretude da leitura. Dessa maneira, é preciso que o sistema possa ser
configurado/adaptado de modo que essas características sejam consideradas.

A principal vantagem trazida por uma ferramenta para a automatização de um
processo é a otimização do mesmo, resultando em rapidez na coleta dos dados, o uso de
grandes amostras, menor custo de administração e taxas de retorno mais expressivas [24].
Assim, com uma ferramenta dessa natureza, os avaliadores podem encontrar de maneira
mais fácil e rápida os pontos a serem corrigidos e os gestores do ensino podem voltar sua
atenção a esses pontos, o que os ajudará a obter um resultado melhor e mais específico.

3.3 DESENVOLVIMENTO DA SOLUÇÃO

O sistema Avalia Online foi desenvolvido para o auxílio no processo de correção
dos testes de leitura. Através do sistema, é possível a avaliação da leitura de crianças em
fase de alfabetização. De acordo com as métricas extraídas de uma leitura, o sistema pode
classificá-la como fluente, ou enviá-la à avaliação manual.

O diagrama de sequência apresentado na figura 2 descreve o funcionamento do
sistema.
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Figura 2 – Diagrama de Sequência do sistema Avalia Online

Fonte: Elaboração própria, 2019

O professor envia ao sistema os áudios com a gravação das leituras realizadas pelos
alunos, o sistema processa esses áudios e extrai suas características, que são armazenadas
em um banco de dados. No passo seguinte, para que o sistema possa classificar as leituras
de maneira automática, é necessário que hajam parâmetros a serem comparados com as
métricas extraídas de cada leitura.

Nessa etapa, o administrador do sistema utilizando-se das métricas extraídas
automaticamente junto com as métricas extraídas manualmente de uma porção da base,
realiza simulações com com essa porção das avaliações para achar os melhores parâmetros
a serem utilizados para a classificação das mesmas. Com os resultados das simulações, o
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administrador obtém o melhor conjunto de parâmetros a serem utilizados e os aplica no
restante da base. A partir da decisão do administrador do sistema a respeito das métricas
para a classificação de um áudio, o sistema tem condições de avaliar automaticamente
uma leitura como Fluente ou como Não-fluente baseando-se nas métricas estabelecidas.

Uma vez que todos os áudios de um projeto sejam classificados segundo os parâme-
tros escolhidos pelo administrador, o mesmo pode selecionar mais áudios para que sejam
avaliados manualmente; em geral, aqueles classificados automaticamente como não fluentes
e aqueles cujas métricas os deixam próximos à fronteira entre as possíveis classificações.
Os áudios enviados à avaliação manual passam a ficar à disposição dos avaliadores.

Os avaliadores solicitam ao sistema áudios a serem avaliados e realizam essa
avaliação de maneira manual. Caso existam dúvidas durante a avaliação, esses avaliadores
podem destacá-las para que sejam auxiliados por outros avaliadores antes de um parecer
final sobre as métricas daquele áudio. Para que isso aconteça, além da avaliação de um
áudio, também é apresentado ao avaliador as opções de responder as dúvidas de outros
avaliadores e de acessar as repostas às suas próprias dúvidas.

A qualquer momento, o administrador do sistema pode se utilizar do dashboard
para que obtenha as estatísticas gerais do sistema, bem como as estatísticas separadas por
projetos, por textos, por avaliadores e etc. O objetivo do sistema ao fornecer uma visão
geral dos dados é que o administrador possa tomar as decisões para a melhor configuração
na avaliação dos áudios.

3.4 ARQUITETURA DO SISTEMA

A figura 3 representa a arquitetura do sistema. O sistema Avalia Online é dividido
em módulos que separam suas funcionalidades as deixando independentes, o que favorece
a escalabilidade e facilita as manutenções e atualizações. Cada um dos módulos que
compõem a ferramenta estão detalhados nas subseções seguintes.
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Figura 3 – Arquitetura do sistema Avalia Online

Fonte: Elaboração própria, 2019

As setas identificadas na figura 3 indicam o fluxo de execução do sistema:

A. Cadastro
O Módulo Dashboard cadastra um projeto [A1] no Sistema de Processamento dos Áu-
dios, e as informações pertinentes do projeto são enviadas ao Módulo de Persistência
[A2].

B. Processamento dos Áudios
Os áudios são inseridos no sistema através do Módulo de Entrada de Áudios/API,
associados a um projeto existente no Sistema de Processamento dos Áudios e
enviados ao Módulo de Persistência [B1]. O Módulo Alinhador recebe os áudios e as
informações a respeito do projeto a eles associado [B2], e utilizando-se do Módulo
ASR realiza a transcrição (é importante ressaltar que a comunicação [B3 e B4] entre
os módulos Alinhador e ASR acontece diversas vezes durante a transcrição de um
único áudio). Ao final, o Módulo Alinhador retorna ao sistema Avalia Online as
métricas extraídas do áudio [B5], que são enviadas ao Módulo de Persistência.

C. Simulação
Através do Módulo Dashboard é feita uma consulta ao Módulo de Persistência [C1]
para obter os dados a respeito das transcrições realizadas. O Módulo Dashoard
recebe uma resposta [C2] com os áudios cujas métricas estejam de acordo com
os parâmetros da consulta e pode então exibir simulações sobre os áudios de um
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determinado projeto. As simulações permitem encontrar os parâmetros que melhor se
adéquam para a classificação dos áudios de um projeto. Encontrados os parâmetros,
os mesmos são usados pelo Módulo Classificador [C3] e realizada a classificação. Em
seguida, a classificação é enviada ao Módulo de Persistência [C4], que pode definir
quais áudios serão enviados à avaliação manual.

D. Avaliação Manual
O Módulo Avaliação Manual requisita ao Módulo de Persistência [D1] um áudio a
ser avaliado manualmente. O Módulo de Persistência retorna ao Módulo Avaliação
Manual um áudio a ser avaliado [D2]. Realizada a avaliação, o Módulo Avaliação
Manual retorna [D3] ao Módulo de Persistência as métricas manuais relacionadas ao
áudio avaliado.

E. Visualização de Resultados
O Módulo Dashboard faz uma requisição ao Módulo de Persistência [E1] a respeito
das métricas e dos áudios de um ou mais projetos. O Módulo de Persistência retorna
ao Módulo Dashboard [E2] os dados solicitados, onde serão exibidos em forma de
gráficos, tabelas e outras interfaces que fornecem uma visão generalizada do projeto
e permitem a tomadas de decisões.

3.4.1 Sistema de processamento dos áudios

O Sistema de Processamento dos Áudios é um sistema auxiliar, composto pelos
seguintes módulos: Módulo de Cadastro, Módulo de Métricas, Módulo Alinhador e Módulo
ASR. Esse sistema é responsável pela transcrição do sinal de áudio presente nos arquivos
com as gravações das leituras realizadas pelos alunos e pela geração das métricas de cada
arquivo. Esse sistema é acessado através de uma interface web. Para que essa utilização
aconteça, o primeiro passo é o sistema externo cadastrar um novo projeto . Isso é feito a
partir do assistente de criação de projetos, através do Módulo de Cadastro. Durante esse
cadastro as informações necessárias são: o texto de referência, o modelo acústico utilizado
e as transcrições fonéticas para cada palavra (modelo Léxico). Após completar o cadastro,
as informações do novo projeto são retornadas como um arquivo no formato JSON para o
sistema externo. A partir daí, o sistema externo precisa manter apenas o campo idExterno
e com ele será possível realizar todos os tipos de requisição ao sistema.

Para a requisição de uma avaliação automática de um áudio, é necessário passar
por parâmetro o idExterno do projeto ao qual o áudio será relacionado e o próprio áudio a
ser avaliado. O sistema recupera as configurações do projeto e através do Módulo Métricas
que aciona o Módulo Alinhador. O Módulo Alinhador executa chamadas recorrentes ao
módulo ASR e faz o alinhamento do áudio. A saída do alinhamento é então retornada ao
Módulo Métricas, processada e as métricas são contabilizadas.
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A figura 4 mostra um trecho do arquivo JSON que é a saída do Sistema de Proces-
samento dos Áudios. O arquivo é dividido em duas partes: “metrics” e “alignerOutput”,
sendo a segunda parte a saída do Módulo Alinhador que será detalhada mais a diante.

Figura 4 – Exemplo do arquivo de saída do Sistema de Processamento dos Áudios

Fonte: Avalia Online, 2019

Na parte “metrics” é apresentado o total de palavras transcritas naquele áudio, o
total de palavras reconhecidas e de palavras não reconhecidas, o campo precisão representa
a divisão das palavras reconhecidas pelo total de palavras transcritas. O próximo campo
“detectedUniqueWords” lista todas as palavras presentes no texto e reconhecidas pelo
sistema, e o último campo lista as palavras que embora o sistema tenha detectado no
áudio o momento que elas deveriam aparecer, as mesmas não puderam ser alinhadas.

3.4.1.1 Módulo de cadastro

O Módulo de Cadastro do Sistema de Processamento dos Áudios fornece através
de um pop-up um assistente para a criação dos projetos. Esse assistente é um endpoint
específico do Sistema de Processamento dos Áudios para que sistemas externos possam
cadastrar seus projetos. Terminado o cadastro do projeto, as informações a respeito do
mesmo serão retornadas para o sistema externo, dentre elas, é importante que o sistema
externo armazene o idExterno para recuperar posteriormente todas as informações do
projeto, tal como o texto, o dicionário e as demais propriedades. É relevante notar que a
semântica de projeto no sistema Avalia Online se refere a uma atividade de avaliação da
oralidade realizada em crianças em fase de alfabetização, sendo comum que essa avaliação
seja realizada com a leitura de diferentes textos. No Sistema de Processamento dos
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Áudios, por sua vez, a semântica de projeto se refere a um texto, que será cadastrado
no sistema e, a partir daí, o sistema realizará o processamento dos áudios de acordo com
as configurações do Modelo Acústico, Modelo Léxico e Modelo de Linguagem realizadas
no momento de criação do projeto.

3.4.1.2 Módulo ASR

O módulo ASR é responsável por inferir palavras através de uma análise do sinal de
áudio. Os sinais de áudio são convertidos em fonemas utilizando o padrão International
Phonetic Alphabet (IPA) (um conjunto se símbolos utilizados na área de linguística
para descrever os sons das linguagens faladas) e as palavras são inferidas com base na
sua transcrição fonética e na probabilidade de seguir a palavra anterior de acordo com o
Modelo de Linguagem que é utilizado nesse módulo juntamente com os modelos Acústico
e Léxico.

A função do Modelo Acústico é a decodificação e extração de características da
onda sonora, possibilitando a identificação dos fonemas que ela contém. No Sistema de
Processamento dos Áudios, é utilizado um Modelo Acústico treinado com vozes infantis,
visto que dessa maneira foram obtidos melhores resultados na extração das características
dos áudios.

O Modelo Léxico reúne todas as palavras que o sistema ASR é capaz de reconhecer
mapeadas em suas transcrições fonéticas válidas, fornecendo as possibilidades de pronúncia
das palavras a partir de uma sequência fonética. Finalmente, o Modelo de Linguagem cria
as sequências válidas (ou mais prováveis) de palavras dentro do idioma, procurando evitar
frases agramaticais.

O ASR utilizado pelo Sistema de Processamento dos Áudios é o toolkit Kaldi1, uma
ferramenta de código aberto destinado a pesquisadores na área de reconhecimento de fala e
que tem por objetivo fornecer funcionalidades pertinentes ao desenvolvimento de sistemas
para ASR. O toolkit Kaldi foi escolhido para ser utilizado pelo Sistema de Processamento
dos Áudios por ser uma ferramenta muito utilizada, fazendo com que haja uma grande
quantidade de estudos que o utilizam, assim como também diversos pesquisadores. O
Kaldi é um sistema estável que continuamente é testado e atualizado, sendo assim uma
ferramenta confiável para ser usada no Sistema de Processamento dos Áudios.

3.4.1.3 Módulo alinhador

Ao final do processamento do módulo ASR, obtém-se palavras resultantes da
associação de um conjunto de fonemas presentes no áudio com a entrada mais próxima no
Modelo Léxico, considerando também a palavra mais provável naquela sequência entre
1 https://github.com/kaldi-asr/kaldi
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as palavras possíveis; entretanto isso não é o suficiente para a avaliação da leitura de um
texto, uma vez que existe a possibilidade de que as palavras pronunciadas de maneira
incorreta não sejam encontradas pela transcrição, ou mesmo o reconhecimento de palavras
que não estão presentes no texto. Essas situações são caracterizadas como erros na leitura
que não podem ser identificados apenas pelo Módulo ASR. A função do Módulo Alinhador
é forçar o alinhamento das palavras mesmo quando o áudio possui características que
atrapalhem o reconhecimento, como por exemplo uma baixa qualidade de gravação, o
som abafado, ruídos externos, interferências do avaliador etc. Essa atuação do Módulo
alinhador permite que esses erros sejam detectados pelo sistema.

Para que apenas as palavras de interesse sejam reconhecidas e transcritas nos
momentos esperados, existe o alinhamento forçado, que alinha temporalmente o que
é pronunciado no áudio com o texto de referência. Com o uso do Módulo Alinhador é
possível, inclusive, determinar o intervalo de tempo entre início e fim da pronúncia de
cada palavra, o que será utilizado na geração das métricas da leitura.

É possível realizar modificações nos modelos para que o alinhamento seja ainda
mais preciso. Alterações no Modelo Léxico podem fazer com o que o sistema volte-se
especificamente para os fonemas presentes no texto, evitando o reconhecimento de palavras
com sonoridade semelhante as do texto mas que não estão presentes na leitura. O Modelo
de Linguagem, por sua vez, ao ser alterado pode fazer com que apenas a sequência de
palavras presente no texto seja aceita.

O Módulo Alinhador utilizado no Sistema de Processamento dos Áudios é o Gentle2,
uma ferramenta de código aberto desenvolvida em Python e que realiza o alinhamento
forçado recebendo como entrada um áudio e um texto. O Gentle é desenvolvido para
utilização em conjunto com o Kaldi, o que facilita sua integração. No Sistema de Proces-
samento dos Áudios a versão padrão do Gentle foi modificada para que atendesse melhor
as necessidades do sistema.

A figura 5 exibe um trecho de um arquivo JSON que é o resultado do processamento
de um áudio realizado pelo Gentle. No início do arquivo o campo “transcript” exibe o
texto que foi informado como referência para o alinhamento. O campo “words” armazena
uma lista com todas as palavras do texto de referência. Para cada uma dessas palavras, o
campo “word” informa qual a palavra no texto de referência, o campo “case” informa a
respeito do reconhecimento de alguma pronúncia que seja relacionada àquela palavra. Para
o campo “case”, os valores possíveis são “sucess”, significando que algo foi reconhecido
no trecho que a palavra deveria ser pronunciada, e “not-found-in-audio” significando que
nada foi reconhecido naquele trecho. Os campos “start” e “end” informam os momentos
de início e final da pronúncia da palavra. O campo “phones” especifica cada um dos
fonemas, com sua duração em segundos. Finalmente, no campo “alignedWord” é exibida
2 https://github.com/lowerquality/gentle
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qual palavra foi alinhada naquele intervalo, caso o valor desse campo seja igual ao do
campo “word”, é porque a palavra foi alinhada corretamente, caso contrário, o valor será
“unknow”, significando que o que foi reconhecido pelo sistema naquele trecho é diferente
daquilo que era esperado.

Figura 5 – Exemplo do arquivo de saída do Gentle

Fonte: Avalia Online, 2019

3.4.2 Módulo API/Entrada de Áudios

O módulo para a entrada dos áudios no sistema Avalia Online é a interface que
permite que havendo um projeto, os áudios possam ser carregados e associados ao mesmo.
Embora seja importante para o sistema que os áudios das leituras tenham uma qualidade
mínima, evitando interferência, ruídos e etc; fundamentalmente, a ideia do sistema é
que os áudios sejam captados na própria sala de aula, pelo próprio professor durante as
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aulas, não havendo necessidades de equipamentos especiais ou mesmo ambientes voltados
especificamente para a captura de áudio. A entrada de áudios do sistema é desenvolvida
de maneira que possa ser realizada até mesmo pelo próprio dispositivo utilizado para a
gravação do áudio em sala de aula, como por exemplo um smartphone.

3.4.3 Módulo de Persistência

O módulo de persistência de um sistema não provê a persistência dos dados de
maneira direta, mas se utiliza de um sistema de gerenciamento de banco de dados (SGBD)
auxiliar, por exemplo. No sistema Avalia Online esse módulo provê o acesso ao banco de
dados, podendo, inclusive, haver o acesso a mais bancos, caso seja necessário. O banco
de dados do sistema Avalia Online armazena todas as informações sobre cada um dos
projetos cadastrados no sistema, sobre cada áudio enviado ao sistema juntamente com suas
métricas, tanto as obtidas automaticamente quanto as obtidas a partir de uma avaliação
manual. Também são armazenadas todas as informações a respeito dos usuários do sistema,
tanto os administradores quanto os avaliadores. O banco de dados também armazena os
dados sobre os acessos realizados ao sistema e todas as avaliações de leituras realizadas.
Todas essas informações são úteis para posteriormente alimentar o Módulo Dashboard e
através dele fornecer uma visão geral do sistema ao supervisor.

O módulo de persistência pode também exportar os dados armazenados. Como
prova de conceito e em consonância com outros experimentos realizados no contexto do
LApIC (Laboratório de Aplicações e Inovação da UFJF), foi implementada a exportação no
formato Onto4LA [13], uma ontologia de eventos criada para auxiliar na interoperabilidade
de dados entre sistemas voltados à área de Learning Analytics.

A figura 6 representa a ontologia Onto4LA. Essa ontologia herda classes das
ontologias de alto nível Simple Event Model (SEM)3, Simple Knowledge Organization
System (SKOS)4, FOAF5 e Time Ontology6. Essas ontologias são utilizadas como ponto de
partida para o desenvolvimento da nova ontologia, as classes reutilizadas estão destacadas
com cores distintas, conforme a legenda da figura. As setas de cor cinza representam
relações do tipo is_a.
3 https://semanticweb.cs.vu.nl/2009/11/sem/
4 https://www.w3.org/TR/2008/WD-skos-reference-20080829/skos.html
5 http://www.foaf-project.org/
6 https://www.w3.org/TR/owl-time/
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Figura 6 – Visualização da estrutura da Onto4LA

Fonte: Elaboração própria, 2019

Esse trabalho se utiliza dessa ontologia armazenar os dados em um padrão, o que
possibilita que os mesmos possam ser interpretados por outros sistemas e utilizados para
processamentos de novas informações.

3.4.4 Módulo Dashboard

Dentro das aplicações computacionais, os dashboards podem ser considerados uma
classe específica que nos últimos anos tem sido usada para o desenvolvimento do en-
sino/aprendizado. Os dashboards de maneira geral trazem representações gráficas do
estado do sistema juntamente com o histórico de evolução até aquele ponto assim como
trazem também informações a respeito de seus usuários (alunos, professores, colabora-
dores etc.). Essas informações a respeito do sistema, visualizadas de maneira ampla e
generalizada, permitem a tomada de decisões voltadas para objetivos específicos [49].

No sistema Avalia Online, o Módulo Dashboard é voltado para os supervisores, que
através dele podem criar novos projetos, obter uma visão geral do sistema assim como de
cada um dos projetos cadastrados e realizar simulações. A partir do Módulo Dashboard
o supervisor também pode acompanhar o andamento das avaliações manuais, gerando
gráficos e visualizando dados sobre o trabalho realizado na avaliação manual. As simulações
são realizadas para a classificação das leituras dentro de um projeto, apresentando dados
de acurácia e gráficos de dispersão, gráficos da curva ROC e matriz de confusão com os
resultados. A partir dessas simulações, os supervisores podem definir quantos e quais
áudios serão enviados à avaliação manual e também calibrar a classificação automática
comparando-a com a classificação manual.

Na figura 7 é apresentada a tela inicial do dashboard do sistema. Nessa tela podem
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ser visualizados os projetos em andamento, quantos áudios por projeto e dentre esses, a
situação na qual se encontram. É exibido quantos áudios já foram processados, quantos
não o foram, dentre os processados quantos foram enviados a avaliação manual, e ainda,
entre os que já foram avaliados manualmente, quantos os que foram marcados com dúvidas
e aguardam opiniões de mais avaliadores.

Figura 7 – Dashboard do sistema Avalia Online

Fonte: Avalia Online, 2019

O Módulo Dashboard permite ainda a visualização do histórico de uso dos avali-
adores, a quantidade de avaliações realizadas de maneira geral e individual, a média de
avaliações nas últimas semanas e participação na parte colaborativa.

O Módulo Dashboard possibilita a realização de simulações para a obtenção de
métricas e resultados para os projetos cadastrados. A figura 8 apresenta a parte de
simulação do Dashboard. Ao selecionar valores para o QPC e precisão da leitura, o
supervisor obtém um gráfico de pizza da distribuição dos áudios do projeto entre Fluentes
e Não-fluentes. O segundo gráfico é uma curva ROC gerada a partir da variação de
valores para o QPC ou para a precisão. A curva representa a análise dessa variação e o
impacto que ela gera nos resultados do sistema em termos das taxas de falsos-positivos e de
falsos-negativos, ou seja, nos erros em avaliações automáticas. No eixo horizontal é exibida
a taxa de falsos-positivos: leituras consideradas fluentes ainda que não o sejam; e no eixo
vertical a taxa de falsos-negativos: leituras fluentes segundo os parâmetros manuais, mas
que avaliadas segundo os parâmetros automáticos, são classificadas como não-fluentes.



42

Figura 8 – Simulação no Dashboard para a base PAEBES

Fonte: Avalia Online, 2019

O terceiro instrumento é a Matriz de Confusão, que assim como os gráficos de
erro, considera apenas os áudios que possuem métricas obtidas manualmente e faz uma
relação entre as classificações segundo as métricas geradas automaticamente pelo sistema e
segundo as métricas resultantes de avaliações manuais. A Matriz de Confusão exibe quantos
áudios, segundo os parâmetros informados, se encontram dentro de cada possibilidade
de classificação. Os áudios classificados da mesma maneira tanto nas métricas manuais
como nas métricas automáticas representam uma precisão na acurácia do sistema, já os
áudios que são classificados de maneira errada segundo as métricas automáticas (falsos-
positivos/falsos-negativos) reduzem a cobertura do sistema. Por esse motivo, ao lado da
Matriz de confusão, há uma tabela que exibe a acurácia na classificação assim como a
precisão e cobertura de cada classe (Fluente e Não-fluente), essa tabela é atualizada a
cada alteração nos parâmetros utilizados.

A partir desses instrumentos, o supervisor tem condições de encontrar as melhores
métricas para a classificação daquela base e pode aplicá-las aos demais áudios. É possível
também armazenar no banco de dados os valores de uma simulação pra que sejam
utilizados posteriormente, tal como fazer um download de um arquivo no formato ‘.csv’
com a classificação de todos os áudios da base segundo os parâmetros escolhidos.

O Módulo Dashboard possui um filtro exibido na figura 9 que oferece a opção de
envio à avaliação manual do áudios relacionados a um projeto.
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Figura 9 – Filtragem dos áudios da base PAEBES a serem enviados à avaliação manual

Fonte: Avalia Online, 2019

A partir desse filtro, o supervisor pode enviar à avaliação manual os áudios de um
projeto de acordo com valores de alguma característica do áudio ou uma combinação delas.
Além de usar valores de simulações já realizadas, é possível filtrar os áudios por faixas
de valores de QPL e QPC (automático, manual ou erro). O fitro é aplicado em todos os
áudios do projeto e, a partir do resultado, é possível o download de um arquivo ‘ .csv’ que
informa quais foram os arquivos filtrados. Também é possível selecionar uma porção dos
mesmos para serem enviados à avaliação manual.

3.4.5 Módulo classificador

Uma vez realizadas as simulações com parte dos áudios de um projeto, ou mesmo
com todo o projeto, o supervisor responsável pode usar das métricas obtidas para a
classificação dos áudios daquele projeto. O Módulo Classificador tem como entrada um
conjunto de parâmetros e por objetivo a classificação de todos os áudios do projeto. A
partir do recebimento de parâmetros e das métricas de um áudio, é possível classificar a
leitura como uma leitura satisfatória ou não-satisfatória. A partir do Módulo Classificador
são possíveis diferentes classificações baseadas nas variações dos parâmetros.

Todos os áudios processados pelo sistema têm as métricas automáticas geradas
pelo sistema, os áudios avaliados manualmente tem ainda as métricas geradas a partir de
um avaliador humano. Considerando que o sistema é sujeito a falhas e que as avaliações
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manuais são realizadas por pessoal treinado, quando um áudio possui ambas as métricas, as
métricas automáticas serão desconsideradas e as métricas manuais servirão de referência.

3.4.6 Módulo avaliação manual

Esse módulo tem por objetivo possibilitar a avaliação dos áudios por pessoal
capacitado, áudios cujas as métricas automáticas os coloquem em uma faixa de incerteza
em relação a qualidade da leitura, que foram enviados à avaliação manual pelos supervisores
do sistema.

Figura 10 – Interface do Módulo de Avaliação Manual

Fonte: Avalia Online, 2019

No Módulo Avaliação manual, os colaboradores ao avaliar um áudio poderão
encontrar os motivos pelos quais foram enviados à avaliação manual. A figura 10 exibe a
interface na qual é realizada essa avaliação. Nessa tela o avaliador tem uma representação
gráfica da onda sonora gerada pelo áudio referente à leitura realizada, e pode ouvir a
leitura (quantas vezes julgar necessário), ou ouvir trechos específicos da mesma enquanto
acompanha o texto a que ela se refere. A interface permite ao avaliador destacar trechos
no espectro do áudio avaliado e fazer marcações nesses trechos, essas marcações podem
representar características específicas daquele áudio (como por exemplo: interferências,
erros de pronúncia, mais pessoas falando durante a leitura, trechos sem leitura e etc).
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Também é possível representar dúvidas pessoais sobre a extração das métricas pra que
o avaliador possa ser auxiliado por outros avaliadores. O fato de haver uma ferramenta
específica com as opções propícias às avaliações dos áudios, gera uma maior padronização
dos resultados e trás facilidades que não existem quando a avaliação é feita por meio
de um player de áudio comum. Se ao final da avaliação manual não houver no áudio
avaliado qualquer marcação relacionada à dúvidas do avaliador, o avaliador deve preencher
os campos relativos às métricas da leitura, que são a quantidade de palavras lidas com
erro, a ultima palavra lida, e se a leitura respeita a pontuação obedecendo as pausas de
sentido; em seguida, a avaliação deve ser encerrada. Caso existam marcações relacionadas
a dúvidas durante a avaliação, essa situação deve ser assinalada e esse áudio será colocado
à disposição de outros avaliadores, que ajudarão nas decisões a respeito dessas dúvidas.

A outra parte da ferramenta para avaliação manual, permite ao avaliador acessar
trechos de avaliações que foram marcados como dúvidas, tanto os trechos marcados
por outros avaliadores, quanto os trechos relativos às próprias dúvidas. Nessa parte da
ferramenta, os avaliadores interagem através de troca de mensagens para chegar em um
consenso quanto às métricas da leitura naquele áudio. Dessa maneira, os colaboradores
aumentam a confiabilidade do processo de avaliação gerando melhores resultados, uma
vez que são resultados vindos da discussão entre diferentes avaliadores. Além disso, como
a abordagem colaborativa ainda envolve a construção de conhecimento, à medida que
os colaboradores interagem entre si, é esperado que os mesmos tenham menos dúvidas e
gerem avaliações mais precisas [28].

Todos os módulos do sistema se comunicam através do Módulo Integrador, permi-
tindo que haja a troca de informações necessária. O Módulo Integrador do sistema Avalia
Online é desenvolvido em PHP, a mesma linguagem dos demais módulos. A comunicação
entre os módulos é realizada através de requisições AJAX (Asynchronous JavaScript e
XML), que é o uso do objeto XMLHttpRequest para se comunicar com os scripts do
lado do servidor. Através dessas requisições é possível enviar e receber informações em
uma variedade de formatos, no sistema Avalia Online é utilizado o formato JSON para a
comunicação entre os módulos.
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4 EXPERIMENTOS

No capítulo 4 são apresentados dois experimentos: o primeiro, detalhado na seção
4.1, tem por objetivo aferir a qualidade das métricas extraídas automaticamente das
leituras realizadas. O segundo experimento, detalhado na seção 4.2, avalia a abordagem
colaborativa do Módulo de Avaliação Manual e tem por objetivo ressaltar as vantagens da
utilização dessa abordagem a partir da comparação com avaliações manuais realizadas da
maneira convencional.

4.1 AVALIAÇÃO DO CLASSIFICADOR

O primeiro experimento tem como objetivo aferir, por meio de simulações, a
qualidade da avaliação automática daqueles áudios que já possuem avaliação manual.

Nesse experimento foram utilizadas bases compostas por áudios contendo a gravação
de leituras realizadas por crianças em fase de alfabetização. Tais bases são fruto de
avaliações realizadas pelo CAEd em 4 estados: Espírito Santo, Paraíba, Pará e Pernambuco,
contendo um montante de 17054 áudios das bases PAEBES (9412 áudios), Piloto1 (5953
áudios) e Piloto2 (1689 áudios). A base PAEBES possui todas as leituras relacionadas a
um único texto, enquanto as demais estão divididas em 9 textos, dessa maneira, a base
PAEBES tem todas as suas leituras cadastradas em um único projeto no Sistema de
Processamento dos Áudios e as demais são dividas em 9 projetos, o que faz com que o
projeto que contém a base PAEBES seja consideravelmente maior e, dessa maneira, os
resultados relacionados a esse projeto sejam mais próximos à realidade.

Os resultados desse experimento são exibidos ao longo do texto, especialmente
com a apresentação e análise dos gráficos que são gerados pela ferramenta à medida da
realização do experimento.

Nesse experimento é importante ressaltar as diferenças entre as métricas brutas
(erros de QPL e QPC) da classificação dos áudios. Nas métricas brutas, o objetivo é
definir de maneira automática a quantidade de palavras lidas e de palavras lidas corre-
tamente em um áudio. Esses valores servirão para o objetivo da avaliação que é definir
quais leituras são fluentes ou não. Assim, ainda que haja um erro nas métricas brutas, o
sistema pode definir de maneira correta a respeito da classificação da leitura contida em um
áudio. O Dashboard oferece os instrumentos para as simulações a serem realizadas. Esses
instrumentos são úteis para que o supervisor do projeto encontre as métricas que melhor
classificam os áudios e devem ser utilizadas para a classificação de toda a base. Essas
simulações podem ser realizadas diversas vezes em busca de um conjunto de parâmetros
que gere a maior acurácia para o conjunto de áudios avaliados.

No início do experimento, cada uma das bases foi cadastrada como um projeto
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diferente no sistema e todos os áudios processados para a extração das métricas automáticas.
Em seguida, a partir do Módulo Dashboard foram selecionados aleatoriamente 5% dos
áudios de cada projeto para serem enviados à avaliação manual.

A figura 11 mostra o gráfico da distribuição de erros na base PAEBES exibido no
Dashboard. Esses gráficos levam em consideração apenas os áudios que possuem tanto as
avaliações automáticas como também as avaliações manuais. É possível notar no gráfico
que a maioria dos áudios têm Erro QPL (Quantidade de Palavras Lidas) igual a 0, o
que indica que na maioria das vezes o sistema consegue extrair de maneira correta a
quantidade de palavras lidas naqueles áudios. Nesse gráfico os valores positivos mostram
a quantidade de áudios onde o número de palavras lidas é maior que o detectado pelo
sistema, enquanto os valores negativos mostram a quantidade de áudios onde o número de
palavras detectadas pelo sistema é maior que a quantidade de palavras realmente lidas, o
que pode acontecer quando, por exemplo, o aluno hesita ao ler uma palavra e ao repeti-la,
o sistema a contabiliza novamente.

Figura 11 – Distribuição dos erros QPL e QPC entre os áudios avaliados manualmente na base
PAEBES

Fonte: Avalia Online, 2019

No gráfico da distribuição de Erro QPC, embora a maioria dos áudios não tenha
Erro QPC = 0, ainda se concentra em torno do 0, o que mostra uma sensibilidade maior
do sistema em relação às palavras lidas corretamente. Nesse gráfico, os valores positivos
mostram áudios nos quais os sistema considerou como lidas corretamente uma quantidade
menor de palavras do que as que de fato o foram, e os valores negativos mostram o volume
de áudios nos quais o sistema considerou como correta a leitura de uma quantidade de
palavras maior do que a quantidade que de fato foi lida de maneira correta, o que pode
acontecer quando o erro na leitura de uma palavra for muito sutil e a leitura da palavra,
ainda que errada, seja considerada correta pelo sistema. Essas anomalias podem ocorrer
quando as sonoridades das pronúncias (incorreta e correta) de uma palavra são parecidas.

Nas figuras 12 e 13 existe a mesma análise para as bases Piloto1 e Piloto2 respec-
tivamente.
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Figura 12 – Distribuição dos erros QPL e QPC entre os áudios avaliados manualmente na base
Piloto1

Fonte: Avalia Online, 2019

Figura 13 – Distribuição dos erros QPL e QPC entre os áudios avaliados manualmente na base
Piloto2

Fonte: Avalia Online, 2019

Nas avaliações realizadas pelo CAEd, as métricas utilizadas para a classificação são
QPC = 65 e Precisão = 90%. A base PAEBES classificada com esses parâmetros, apresenta
um resultado de 2915 áudios (30,97%) fluentes e 6497 áudios (69,03%) não-fluentes.

Após a realização das simulações na base PAEBES com 5% dos áudios avaliados
manualmente e usando as métricas utilizadas pelo CAEd, o resultado para toda a base
foi 2948 áudios (31,32%) fluentes e 6464 áudios (68,68%) não-fluentes. Dentre os áudios
que também possuíam classificação manual, através da Matriz de Confusão 450 áudios
(95,54%) foram classificados da mesma maneira tanto com os parâmetros manuais quanto
com os parâmetros automáticos, o que é apresentado como a acurácia do sistema.

A curva ROC gerada nessa simulação é exibida na figura 14, e seguindo a me-
todologia apresentada em [12], foi escolhido o ponto da curva com a maior taxa de
verdadeiros-positivos e a menor taxa de falsos-positivos, o que aumenta a confiabilidade do
sistema em relação àqueles áudios classificados como fluentes. Dessa maneira, a curva ROC
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gerada para a base PAEBES com 5% de seus áudios avaliados manualmente, apresenta
para Precisão = 90% um QPC = 66 como o melhor valor para a classificação.

Figura 14 – Gráfico da Curva ROC para a base PAEBES com 5% dos áudios processados

Fonte: Avalia Online, 2019

Ao utilizar os valores encontrados a partir da curva ROC, a acurácia do sistema
passou a 95,97%, indo de 450 para 452 áudios classificados automaticamente de maneira
correta.

A partir do filtro do dashboard, mais 10% da base PAEBES foi enviada à avaliação
manual.

Com as novas avaliações, a acurácia do sistema passou a 95,75%, enquanto a curva
ROC continuou apresentando o QPC = 66 como o melhor valor para Precisão = 90%.

Por fim, o restante da base PAEBES foi enviada à avaliação manual, e os gráficos
do Dashboard foram gerados novamente com os novos parâmetros e os resultados obtidos
são apresentados na figura 15.
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Figura 15 – Simulação no Dashboard para a base PAEBES com todos os áudios avaliados
manualmente

Fonte: Avalia Online, 2019

Com toda a base avaliada manualmente, com o uso do QPC = 66 encontrado na
análise da curva ROC e uma precisão de 90%, foi obtida uma acurácia de 94,99% para
toda a base. Assim, mostra-se que o sistema fornece um resultado consistente para avaliar
um conjunto grande de dados e que, através das ferramentas fornecidas na interface, é
possível ajustar os parâmetros da classificação para alcançar altos valores de acurácia.

A tabela 1 mostra uma comparação entre os valores de acurácia alcançados
mantendo-se uma precisão de 90% e sendo realizadas variações de QPC e da porção
da base avaliada manualmente.

Tabela 1 – Comparação da acurácia com a variação do QPC para cada porção da base PAEBES
avaliada manualmente.

Porção da base
avaliada manualmente QPC Acurácia

5% 65 95,54%
5% 66 95,97%
15% 66 95,75%
100% 66 94,99%

Fonte: Elaboração própria, 2019

Os experimentos realizados com áudios gravados por professores de escolas públicas
mostraram que a abordagem é capaz de reduzir o trabalho manual, tendo, na base utilizada
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nos experimentos, classificado aproximadamente 43% dos áudios como leituras satisfatórias
ou insatisfatórias. Caso essa proporção se confirme em uma avaliação em escala nacional,
tem-se a redução de mais de 40% do custo com contratação de avaliadores.

Segundo os dados disponíveis no portal do INEP1 a respeito da Provinha Brasil,
no ano de 2018 a prova foi realizada por 5.201.730 alunos, e considerando que esses alunos
realizassem a avaliação da oralidade, na qual cada aluno grava 3 áudios de um minuto,
seriam gravados 15.605.190 áudios para essas avaliações, resultando em aproximadamente
260 mil horas de gravações. Considerando o resultado do experimento, isso faria com
que aproximadamente 112 mil horas de leituras fossem classificadas automaticamente
após o processamento dos áudios, evitando que fossem necessárias essas horas de trabalho
humano.

4.2 AVALIAÇÃO DA USABILIDADE DO SISTEMA

A ferramenta para a avaliação manual do sistema Avalia Online foi desenvolvida
para ser disponibilizada via internet, pra que dessa maneira, os avaliadores possam realizar
o trabalho à distância, no local e horário que lhes for mais conveniente, o que gera mais
liberdade e autonomia para a realização do trabalho [10].

O segundo experimento é voltado para o Módulo Avaliação Manual e sua aborda-
gem colaborativa, e tem como objetivo comparar as avaliações manuais de um mesmo
conjunto de áudios realizadas através da ferramenta e da maneira convencional. Para esse
experimento publicado em [11], foi utilizada uma base reduzida (471 áudios) que contém
as mesmas características das bases utilizadas no experimento anterior. Depois de criado
um projeto, realizado o upload dos áudios, as simulações e o processamento, 201 áudios
(42,7%) foram classificados de maneira automática e os 270 áudios (57,3%) restantes foram
enviados à avaliação manual.

Os resultados do experimento comparam o tempo médio de avaliação dos áudios
avaliados tanto através da ferramenta quanto apenas com o uso de planilhas eletrônicas,
tal como também leva em conta as considerações realizadas pelos participantes de cada
um dos grupos.

A avaliação manual foi realizada por dois grupos distintos com 7 avaliadores
cada. O grupo A utilizou a ferramenta para avaliação e o grupo B a realizou da
maneira convencional através de planilhas eletrônicas. Os grupos realizaram a tarefa
em momentos distintos. Todos os colaboradores participaram de um treinamento sobre
o protocolo de avaliação com os critérios utilizados pelo CAEd para a classificação dos
áudios, demonstradas algumas das situações comumente encontradas durante a avaliação
e a forma que deveriam agir diante cada uma delas. As avaliações tiveram duração de 1
1 http://provabrasil.inep.gov.br/microdados
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hora.

Durante a avaliação, deveriam ser contabilizadas as palavras lidas incorretamente
tal como o quantidade total de palavras lidas. Em caso de dúvida em alguma situação
não prevista no protocolo ou que o avaliador não tivesse certeza sobre a decisão a ser
tomada, este deveria especificar o trecho contendo a dúvida. Os participantes do grupo
A deveriam marcar os trechos com dúvidas através da ferramenta. Os participantes do
grupo B deveriam especificar o intervalo do áudio que gerou dúvida na própria planilha.
No grupo A, a dúvida seria exposta aos demais colaboradores através do sistema para
que ajudassem na tomada de decisão; no grupo B, a dúvida foi registrada para que fosse
verificado posteriormente por um supervisor, mas o avaliador decidia sozinho quanto as
métricas daquele áudio.

Durante o período do experimento, o grupo A avaliou um total de 133 áudios,
enquanto o grupo B avaliou 112. O tempo médio gasto para avaliação de cada áudio foi
de 3’21” no grupo A e 3’48” no grupo B.

A figura 16 exibe a área da ferramenta voltada para a resolução das dúvidas geradas
durante a avaliação manual do áudio de uma leitura. Ao acessá-la, o avaliador tem duas
abas, a primeira para as próprias dúvidas em aberto e na segunda as dúvidas de outros
avaliadores.

Figura 16 – Interface para a abordagem colaborativa

Fonte: Avalia Online, 2019

Cada participante tinha acesso ao trecho dos áudios marcados como suas dúvidas
ou as de outros avaliadores, poderia ouvi-lo e, sentindo-se à vontade, responder com a sua
interpretação daquele trecho, justificando-se com base no protocolo.

Entre os áudios avaliados pelo grupo A, 42 tiveram trechos que foram sinalizados
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com algum tipo de dúvida por parte do avaliador, dentre as quais 37 foram respondidas
por outros avaliadores com discussões que, no total, geraram 146 respostas. Ao final do
experimento, 40 áudios com dúvidas tiveram suas métricas definidas por seus avaliadores,
apenas 5 dúvidas não foram respondidas por conta do término da sessão.

Em comparação com a avaliação sem a ferramenta, houveram 12 áudios os quais as
métricas definidas em cada grupo os classificava de maneira diferente segundo os parâmetros
posteriormente utilizados, esses áudios tiveram marcações de dúvidas ao serem avaliados
pelo grupo A. Como a decisão sobre o resultado foi discutida entre os colaboradores do
grupo A, nessa abordagem o resultado tende a ser mais confiável. Percebe-se, também,
que a média de dúvidas por avaliador é maior quando utilizada a ferramenta, o que mostra
que quando a abordagem é colaborativa, há uma tendência maior de expor as dúvidas e,
dessa maneira, uma chance menor de decisões precipitadas.

A tabela 2 apresenta as considerações a repeito das avaliações realizadas por cada
grupo.

Tabela 2 – Comparação das avaliações manuais realizadas através da ferramenta e da maneira
convencional

Grupo Avaliação Áudios Tempo Médio
Avaliação Considerações

grupo A Sistema
Avalia Online 133 3’21”

Dúvidas em 42 áudios
37 dúvidas respondidas

Discussões com
146 respostas

grupo B Planilha
Eletrônica 112 3’48”

Trechos com dúvidas
ignorados pelos
participantes

62,5% dos participantes
afirmaram a possibilidade
de decisões diferentes

caso auxiliados
Fonte: Elaboração própria, 2019

Ao final do experimento, os participantes dos dois grupos preencheram um ques-
tionário com perguntas sobre o trabalho realizado. Os participantes do grupo B foram
questionados sobre critério que utilizaram para dar um parecer final sobre as métricas nos
casos em que haviam dúvidas. Em geral, responderam que desconsideraram o trecho do
áudio com a dúvida. Dessa maneira são contabilizadas menos palavras lidas do texto, o
que pode interferir diretamente na classificação da leitura.

Por fim, 62.5% dos participantes do grupo B responderam que, se pudessem ser
auxiliados por outros avaliadores em suas dúvidas, é possível que suas decisões quanto às
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métricas fossem diferentes, o que mostra insegurança quanto as suas decisões.

Os participantes do grupo A, por sua vez, foram questionados se a troca de
informações com outros avaliadores fez diferença nos resultados de suas avaliações. Foram
registradas 87.5% das respostas afirmativas a essa pergunta, o que mostra que o uso do
sistema pode ter auxiliado na construção do conhecimento dos avaliadores e, principalmente,
em garantir uma avaliação mais correta desses áudios.

Após o processo de avaliação manual, a maioria dos avaliadores considerou que a
troca de mensagens com outros avaliadores gerou uma reavaliação da leitura.

Considerando novamente os dados do portal do INEP a respeito da Provinha
Brasil no ano de 2018, e também que cada aluno gravaria 3 áudios para a avaliação da
oralidade, e que através da ferramenta Avalia Online teríamos a classificação automática
de aproximadamente 43% da base, restariam ainda por volta de 10.455.477 áudios a
serem avaliados de maneira manual. Com os resultados desse segundo experimento, sem
a ferramenta Avalia Online seria necessário aproximadamente 662.180 horas de trabalho
para a avaliação manual de toda a base, enquanto que, através da ferramenta, além de
uma maior confiabilidade dos resultados apresentados, as avaliações manuais poderiam
ser realizadas num tempo de 583.764 horas de trabalho, gerando assim uma diferença
significativa no tempo necessário para a avaliação.



55

5 CONCLUSÕES

Nesse trabalho foi apresentado o sistema Avalia Online, desenvolvido com o
objetivo de possibilitar a avaliação em larga escala da oralidade de crianças em fase de
alfabetização. Para validar a eficácia do sistema, foram realizados dois experimentos: o
primeiro voltado para a classificação automática de leituras quanto à sua fluência, que
mostrou a possibilidade da automatização de grande parte do trabalho e sua eficiência e
acurácia na classificação das leituras. O segundo experimento, voltado para a usabilidade
do sistema, mostrou as vantagens obtidas pela adoção de uma abordagem colaborativa. A
partir desses experimentos, podemos concluir que através do sistema é possível reduzir
os custos e tempo necessários para a avaliação da oralidade infantil e que a partir da
abordagem colaborativa é possível aumentar a confiabilidade dos resultados obtidos. Dessa
forma, o sistema permite uma avaliação da oralidade que seja mais abrangente, mais
rápida e economicamente mais viável.

No desenvolvimento do sistema foram usadas técnicas de ASR para a extração
de métricas em arquivos de áudios contendo leituras realizadas por crianças em fase de
alfabetização, e a partir dessas métricas, essas leituras são classificadas. As classificações
são baseadas em parâmetros determinados a partir de resultados exibidos em um dashboard,
que levam em conta as avaliações manuais de uma pequena parte das leituras.

5.1 CONTRIBUIÇÕES

Ao final da realização desse trabalho, é necessário destacar as seguintes contribui-
ções:

1. Inovação do sistema: até onde conhecemos, essa é a primeira solução voltada para
avaliações em grande escala no território brasileiro com o objetivo de aferir e classificar
automaticamente a fluência na fala de crianças durante seu processo de alfabetização.

2. Eficiência e eficácia: a abordagem permite a entrega de resultados com alta acurácia
em um curto intervalo de tempo, além de possuir um baixo custo operacional, isso
reduz drasticamente a necessidade de contratação de mão-de-obra especializada para
avaliação dos áudios.

3. Modularidade: a solução é modular, podendo ser adaptada para outros tipos de
modelos e avaliações. Além disso, é possível adaptar novas instâncias de módulos
para adicionar novos comportamentos ou paralelizar o processamento de acordo com
a infraestrutura disponível.

4. Reprodutibilidade: Ao garantir um ambiente centralizado para processamento dos
áudios, experimentação e geração de relatórios e ainda ferramentas para a avaliação



56

desses resultados, a solução permite a reprodutibilidade dos experimentos com
diferentes parâmetros, além de uma base de dados padronizada que pode ser utilizada
para comparação e geração de análises entre avaliações e para treinamento de outros
modelos.

5.2 LIMITAÇÕES

Uma vez que o sistema se utiliza do reconhecimento automático de fala, ele traz
consigo as limitações relacionadas a essa técnica. Como o sinal de entrada é um áudio
contendo a fala do aluno, todas as interferências presentes nesse sinal (tal como ruídos,
baixa qualidade da gravação, mais pessoas falando ao mesmo tempo etc) são fatores que
limitam a capacidade do sistema. Dessa maneira, a qualidade dos resultados fica reduzida
à qualidade da gravação dos áudios.

Outra limitação é a disponibilidade de bases para o treinamento do sistema, que,
embora existam técnicas que elevem a qualidade do sistema treinado com vozes de adultos,
obteria uma qualidade maior caso houvesse bases suficientemente grandes para treinamento
com vozes de crianças da mesma faixa etária daquelas as quais serão avaliadas pelo sistema.

Os testes realizados com o sistema tiveram o foco voltado em seu funcionamento,
mas o volume da amostra ainda é muito pequeno em relação a uma cobertura nacional tal
como é proposto, desse modo, os resultados mostram que a abordagem é eficaz, embora os
valores de acurácia possam sofrer alterações a medida que sejam utilizadas bases maiores.

Não foram realizados testes de stress da ferramenta, como no caso de um volume
muito elevado de áudios (ex. milhões de áudios), para a verificação do comportamento da
ferramenta nessas circunstâncias.

No caso da usabilidade, os testes visavam o funcionamento da ferramenta na
abordagem colaborativa, sendo realizados com um pequeno número de participantes, e
sua validação deve ser realizada ao longo da utilização do sistema.

5.3 TRABALHOS FUTUROS

Como trabalhos futuros, pretende-se uma maior automatização do sistema, passando
a ser capaz, por exemplo, de reconhecer os tipos de ruídos/interferências e/ou situações
anômalas e onde se encontram no áudio, uma vez que tais ruídos dificultam a classificação
automática e isolá-los traria uma grande vantagem à classificação. Existem ainda outras
questões que podem ser consideradas, como por exemplo: a importância da qualidade
de gravação dos áudios, visto que, na maioria dos casos, as escolas públicas brasileiras
raramente possuem equipamentos ou espaço próprios para a gravação dessas leituras.
Há também que se considerar outras maneiras para a avaliação da oralidade, como por
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exemplo, a interpretação e compreensão do que é lido, a capacidade de articular respostas
e etc.

Adaptações dessa abordagem podem ser usadas na avaliação da aprendizagem e
desenvolvimento em um novo idioma, não apenas para alunos em fase de alfabetização
mas também àqueles que ainda não adquiriram a fluência.

Há também a possibilidade do desenvolvimento de modelos acústicos treinados
especificamente para as faixas etárias que serão avaliadas, o que tende a melhorar o
desempenho do sistema. E finalmente, a classificação de áudios que não tenham uma
duração pré-estabelecida, gerando um classificador mais robusto.
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